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RESUMEN 

Método del Punto Proximal y su Aplicación  

a Modelos Económicos 

 

Se considera el siguiente problema de optimización: (𝑃) 𝑚𝑖𝑛 {𝑓(𝒙) ∶  𝒙 ≥  𝟎} 
donde 𝑓:𝑀 → ℝ ∪ {+∞} es una función propia semicontinua inferior y 𝒙 ≥ 0 

denota que todas las componentes del vector 𝒙 son no negativas. 

Se analiza la convergencia de un método de optimización denominado método 

de punto proximal para resolver el problema dado para el caso no convexo y 

aplica los resultados de convergencia a la solución de problemas económicos en 

particular de microeconomía. El método considera un punto inicial 𝑥0 ∈ ℝ𝑛++ 

(arbitrario) y genera una sucesión de puntos {𝑥𝑘} dada por:                                                     0 ∈ 𝜕̂(𝑓(·) + (𝜆𝑘 /2)𝑑(. , 𝑥𝑘−1))(𝑥𝑘),  
donde 𝜕̂ es el subdiferencial de Fréchet, donde 𝑑 es un tipo de distancia que 

asegura que las iteraciones se mantengan el interior de las restricciones y 𝜆𝑘  es 

un parámetro positivo para cada 𝑘, donde 𝜆𝑘 cumple una función de 

regularización, esto es, no puede ser tan pequeño ni tan grande. Con respecto a 

la aplicación del método a la microeconomía, presentamos un ejemplo cuando 

la función objetivo es una función de producción e implementamos el algoritmo 

para resolver el problema. También presentamos adicionalmente algunos 

experimentos numéricos de la implementación del algoritmo que dan 

confiabilidad a los resultados teóricos. 

Palabras Claves: método de punto proximal, funciones no convexas, 
convergencia global, función de producción. 
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ABSTRACT 

PROXIMAL POINT METHOD AND ITS APPLICATION TO ECONOMIC 
MODEL 

LUCY HAYDEE DE LA CRUZ CUADROS 

ENERO - 2022 

Adviser: Dra. Esther Berger Vidal 

Obtained Degree: Master in Operational Research. 

 

We consider the following optimization problem:                                                         (𝑃) 𝑚𝑖𝑛 {𝑓(𝑥) ∶  𝑥 ≥  0} 
 where 𝑓:𝑀 → ℝ ∪ {+∞} is a proper lower semicontinuous function and 𝑥 ≥  0 

denotes that all the components of the vector 𝑥 are nonnegative. 

La present thesis analise the convergence of an optimization method called 

proximal point method to solve the above problem for the non convex case and 

applied the convergence results to the solution of economic problems in particular 

in microeconomy. The method considers the initial point 𝑥0 ∈ ℝ𝑛 ++(arbitrary) and 

generates a sequence of points {𝑥𝑘}  given by:  0 ∈ 𝜕̂(𝑓(·) + (𝜆𝑘 /2)𝑑(. , 𝑥𝑘−1))(𝑥𝑘), 
where 𝜕̂ is the Fréchet subdifferential, 𝑑 is a certain distance which assure the 

iterations restaint in the interior of the constraints and 𝜆𝑘  is a positive parameter 

for each 𝑘.  

With respect to the applications of the proposed method in microeconomy, we 

present an example when the objective function is a production function and we 

implemented the algorithm to solve the problem. Also, we additionaly present 

some numerical experiments to obtain confiability of the theory results.  

Keywords: Proximal point method, quasiconvex functions, global convergence, 
production function. 
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Capítulo 1 

INTRODUCCIÓN 
1.1 Situación Problemática 

Las aplicaciones de la optimización matemática son muy importantes y de gran 

interés en la comunidad científica y tecnológica, por ejemplo, en los negocios, en 

la administración, en la economía, las ingenierías, entre otros, motivo por el cual 

su estudio se ha intensificado en los últimos 20 años mediante publicaciones 

científicas, eventos internacionales, libros de especialidad, creación de nuevos 

softwares de optimización, entre otros. 

Los modelos de optimización matemática consisten en minimizar o maximizar 

una determinada función limitado con recursos escasos en su dominio. Uno de 

estos modelos en el campo de la Teoría Económica es la toma de decisiones del 

consumidor, que consiste en maximizar la utilidad entre todos los bienes que se 

encuentran a su disposición, es decir, se trata de escoger las mejores opciones 

entre aquellas que sean posibles. 

Recientes avances en estos modelos económicos consideran problemas de 

optimización no convexa como modelos más cercanos a la realidad y por ende 

se necesita de un software para poder resolver esta clase de problemas. Los 

métodos de optimización existentes en la actualidad, en general, no garantizan 

encontrar la solución óptima después de una serie de iteraciones, por lo tanto, 

es necesario realizar más investigaciones para verificar si el método o la 

extensión de este es capaz de encontrar estos puntos óptimos. 

El  “Método del Punto Proximal” , introducido en los años 70 por Martinet (1970) 

es el más atractivo para estudiar una clase de Métodos de Optimización No 

Convexa, por algunas razones: una de estas es la íntima relación con la Teoría 

de Convergencia de los métodos de multiplicadores que son utilizados en 

muchos softwares para resolver problemas de optimización con restricciones; 

otro motivo es que son considerados los mejores métodos para resolver 

problemas difíciles de optimización; otra razón es que las iteraciones del método 

funcionan de una manera totalmente natural para encontrar el siguiente punto 

que se aproxime a la solución pues la función que se va a minimizar en la 



 

2 

 

iteración actual tiene mejores propiedades de convexidad que la función original 

y, por lo tanto, es de fácil implementación. 

En esta tesis extendemos el “Método del Punto Proximal”, en la resolución de 

problemas de optimización no convexa y lo aplicamos a una clase de modelos 

económicos en teoría de decisión. Este método como cualquiera de los 

métodos de optimización genera una sucesión de puntos y bajo algunas 

condiciones de convexidad converge al óptimo del problema y si quitamos la 

condición de convexidad a la función objetivo convergirá a un punto crítico del 

problema.  

Este trabajo aporta al progreso de una eficiente solución de problemas con 

funciones objetivos son cuasi-convexas usando una extensión del método de 

punto proximal. Anteriores trabajos resultan ser casos particulares de nuestro 

enfoque general. 

El procedimiento del método es el siguiente: considerando el problema en el 

ortante no negativo y dado un punto inicial en el interior de este conjunto el 

algoritmo en la iteración k-ésima tiene un punto ya conocido 𝑥𝑘−1 cuyas 

componentes son estrictamente positivas y  encuentra un punto crítico 𝑥𝑘  de la 

función  𝑓(·) + (𝜆𝑘 /2)𝑑(. , 𝑥𝑘−1), sin considerar ninguna restricción, observe que 

la función depende del término conocido 𝑥𝑘−1, por este motivo es llamado 

método proximal. A diferencia de otros métodos para funciones no convexas este  

método no es un método heurístico ni probabilístico. 

1.2 Formulación del Problema 

1.2.1 Problema General 

¿De qué forma será posible utilizar el Método del Punto Proximal , para 
resolver modelos económicos de optimización para la toma de decisiones, 
¿con funciones no convexas?   

1.2.2 Problemas específicos  

¿De qué manera será posible utilizar el Método del Punto Proximal, para 
problemas de maximización o minimización no convexa?  

¿Cómo sera posible extender el método de punto Proximal propuesto a modelos 

de decisión en microeconomía?  
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1.3 Justificación Teórica 

No existe una teoría de convergencia de un algoritmo que obtenga óptimos 

globales de problemas de optimización no convexa. 

Muchos algoritmos de optimización que funcionan para problemas convexos no 

siempre funcionan o no pueden ser extendidos para resolver problemas no 

convexos. 

Todos los softwares de optimización están basados en algoritmos de 

optimización y un buen funcionamiento del algoritmo se basa en sus propiedades 

teóricas de convergencia y que debe ser probado matemáticamente. Otro 

método de optimización puede existir para resolver el mismo problema y las 

técnicas para saber qué método es mejor está basado en sus propiedades de 

convergencia y su velocidad de convergencia. Es por eso que es importante 

analizar las propiedades de convergencia de un método de optimización. 

1.4 Justificación Práctica 

Los modelos de optimización que aparecen en economía, por ejemplo, en el área 

de teoría de decisión, están relacionados naturalmente a la no convexidad de la 

función objetivo, por lo tanto, es de interés estudiar algoritmos que puedan 

resolver esta clase de problemas. 

Actualmente no existen softwares eficientes de optimización para resolver 

problemas de optimización no convexa. 

Daríamos una opción a los especialistas para construir prototipos o software de 
optimización que consideren los casos no convexos usando el “Método del 
Punto Proximal” y sus variantes. 

1.5 Objetivos 

1.5.1 Objetivo general 

Aplicar el “Método del Punto Proximal” para resolver modelos económicos no 
lineales en funciones no convexas. 

 

1.5.2 Objetivos específicos 

Proponer una extensión del " “Método del Punto Proximal” " para resolver 
problemas no convexos de optimización. 
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Verificar si la extensión propuesta del “Método del Punto Proximal” es aplicable 
en la resolución de problemas de decisión en microeconomía. 

1.6 Hipótesis 

Hipótesis general 

Usando un concepto de subdiferencial de Fréchet es posible extender el 
“Método del Punto Proximal” para solucionar modelos económicos de 
optimización para la toma de decisiones, con funciones no convexas. 

Hipótesis específicas 

• Usando un concepto de subdiferencial de Fréchet es posible extender el 
“Método del Punto Proximal” para solucionar problemas de optimización 
no convexa. 

• Usando un concepto de subdiferencial de Fréchet es posible extender el 
“Método del Punto Proximal” para solucionar problemas de decisión en 
microeconomía usando Cobb Douglas. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Capítulo 2 
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MARCO TEÓRICO 
 

2.1 Marco Filosófico o Epistemológico de la Investigación 

Esta tesis parte de un marco filosófico matemático de la Investigación de 

Operaciones, basado en la extensión de un algoritmo que genera a partir de una 

sucesión de puntos que basados en demostraciones lógicas darán como 

resultado la convergencia hacia un punto crítico en el caso no convexo y al 

óptimo en el caso convexo, luego, basándonos en el mismo marco, aplicamos el 

algoritmo a la solución de una clase de modelos económicos.  

Cuando tenemos un problema cuya formulación matemática tiene una función 

objetivo no lineal con recursos escasos de un problema es una función no lineal, 

entonces decimos que pertenece al área de la Programación No Lineal. 

2.2 Antedecedentes de la Investigación 

El Método del Punto Proximal para minimizar funciones convexas sin 

restricciones fue introducido por Martinet (3) en1970 y fue muy estudiado por 

Rockafellar (1976 i) para resolver problemas más generales de encontrar ceros 

de operadores monótonos maximales, De la Cruz,L, Papa E. (2013) , ver 

definición 2.3.20. 

El algoritmo es el siguiente: 

Sea 𝑓:ℝ𝑛 ⟶ℝ⋃{+∞} una función propia dada la definición 2.3.5, semicontinua 

inferior, ver definición 2.3.3 y consideremos resolver el problema de minimización  𝑚𝑖𝑛{𝑓(𝑥) ∶ 𝑥 ∈ ℝ𝑛}          (2.1) 

donde 𝑓 es convexa, esto es cuando 𝑓 satisface: 𝑓(𝜆𝑥 + (1 − 𝜆)𝑦) ≤ 𝜆𝑓(𝑥) + (1 − 𝜆)𝑓(𝑦),    𝑥, 𝑦 𝜖 𝑑𝑜𝑚 𝑓 

Se da una sucesión de puntos {𝑥𝑘}, con un punto inicial 𝑥0, y un cierto 𝑘 = 1,2, . . .. 
si 0 ∈ 𝜕𝑓(𝑥𝑘−1), donde   𝜕𝑓(𝑥) = {𝑠: 𝑓(𝑦) ≥ 𝑓(𝑥) + 𝑠𝑇(𝑦 − 𝑥), ∀𝑦𝜖ℝ𝑛} 
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es el subdiferencial de 𝑓 para funciones convexas (que es la generalización del 

vector gradiente ∇𝑓 para el caso donde 𝑓 no es diferenciable) entonces el 

algoritmo finaliza. Caso contrario, encuentra un 𝑥𝑘 ∈ ℝ𝑛 tal que 𝑥k ∈  argmin {f(·)  + (λ𝑘2 ) ‖• −𝑥𝑘−1‖2}  ,                                 
que significa que  𝑥k   es un punto de mínimo de la función f(·)  + (λ𝑘2 ) ‖• −𝑥𝑘−1‖2 
y 𝜆𝑘  es un parámetro positivo para cada 𝑘. Se demuestra en Kaplan y Tichatsche 

(1998), que se cumple que:  

∑ 1λ𝑘+∞
k=1 = +∞ 

decimos,que la sucesión {𝑓(𝑥𝑘)} tiende al ínfimo de 𝑓 , además el conjunto no 

vacío de soluciones óptimas, en general los métodos proximales cuando el 

parámetro tiende a cero la convergencia es superlineal, luego, {𝑥𝑘} converge a 

una solución del problema.  

La función que cumple el parámetro 𝜆𝑘 es asegurar la convergencia de la 

sucesión {𝑥𝑘}, este parámetro es independiente en el sentido que es un dato 

inicial del algoritmo y en un caso práctico puede tomarse como   𝜆𝑘 = 1/𝑘, ,  𝜆𝑘 =1,  donde 𝑘 es un número entero positivo que contabiliza las iteraciones del 

algoritmo. 

Posteriormente Kaplan y Tichatsche (2004) estudiaron el método para una clase 

de funciones no convexas cuando la función regularizada  𝑓(·)  + (λ𝑘2 ) ‖• −𝑥𝑘−1‖2 
que significa que a la función principal le adicionamos a una función fuertemente 

convexa y diferenciable, (una función 𝑔 es fuertemente convexa si 𝑔(𝜆𝑥 +(1 − 𝜆)𝑦) ≤ 𝜆𝑔(𝑥) + (1 − 𝜆)𝑔(𝑦) − 𝜇𝜆(1 − 𝜆)‖𝑥 − 𝑦‖2 para todo 𝑥, 𝑦𝜖 𝑑𝑜𝑚 𝑔)  es  

fuertemente convexa en un conjunto convexo bajo una adecuada elección de 𝜆𝑘.  

Los autores probaron que la sucesión finaliza en un número finito de iteraciones 

en un punto estacionario o todo punto cúmulo de {𝑥𝑘} es llamado punto 

estacionario de la función  𝑓, ver Definición 2.3.27. 
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Cuando 𝑓 es propia (el dominio no es vacío y todo punto del dominio no es -∞) 

ver Definición 2.3.5, localmente Lipschitzana (que significa que la función en una 

vecindad es Lipchitziana), no diferenciable y sobre todo cuasiconvexa, ver Pan 

S, Chen JS (2007) es,  𝑓(𝜆𝑥 + (1 − 𝜆)𝑦) ≤ max{𝑓(𝑥), 𝑓(𝑦)} ,    𝑥, 𝑦 𝜖 𝑑𝑜𝑚 𝑓, 
Papa Quiroz y Oliveira (2012ii) introdujeron el siguiente algoritmo: dada una 

sucesión de parámetros positivos {𝜆𝑘} y un punto inicial  𝑥0 ∈ ℝ𝑛, para cada 𝑘 =1,2, … , Si 0 ∈ 𝜕̂ (𝑓(𝑥𝑘−1), entonces, el método finaliza. De otro modo buscamos 

un 𝑥𝑘 ∈ ℝ𝑛 tal que 0 ∈ 𝜕̂ (𝑓(·)  + (𝜆𝑘 /2)‖.−𝑥𝑘−1‖2)(𝑥𝑘), 
donde  𝜕̂ es el subdiferencial de Fréchet esto es: 

 𝜕̂𝑓(𝑥) = {𝑠𝜖ℝ𝑛: lim 𝑖𝑛𝑓𝑦→𝑥 𝑓(𝑦) − 𝑓(𝑥) − 〈𝑠, 𝑦 − 𝑥〉‖𝑦 − 𝑥‖ ≥ 0} 
y 𝜆𝑘  es un parámetro positivo para cada 𝑘.  

Observemos que este método es una extensión del "Método del Punto 
Proximal" con funciones no convexas, en efecto si 𝑓 es convexa entonces la 
iteración se convierte en: 𝑥𝑘 =  argmin {𝑓(𝑥) + (λ𝑘2 ) ‖𝑥 −𝑥𝑘−1‖2: 𝑥 ∈ ℝ𝑛}. 
Se observa también que esta metodología solo necesita encontrar un punto 

estacionario, ver definición 2.3.27.  0 ∈ 𝜕̂ (f(·) +(λk /2) ‖ . - xk−1‖2)(xk) (no 

necesariamente un mínimo global) de la función regularizada, entonces, el 

algoritmo puede ser usado satisfactoriamente en cada iteración, ya que al ser un 

problema no convexo esta puede tener puntos críticos que no son mínimos.  

Si 𝑓 es semicontinua inferior, ver definición 2.3.3 y acotada inferiormente 

entonces las iteraciones  {𝑥𝑘} son bien definidas y si 𝑓 es cuasi-convexa, 

entonces {𝑓(𝑥𝑘)} es no creciente, {𝑥𝑘} converge a un punto estacionario del 

problema (𝑃). Definiendo un conjunto 𝑋 = {𝑥: 𝑓(𝑥) ≤ 𝑓(𝑥𝑘), ∀𝑘} que contiene el 

conjunto de soluciones óptimas del problema podemos obtener que, si el 

conjunto de 𝑋 es vacio, entonces; 



 

8 

 

limk→+∞  f(𝑥𝑘) = inf𝑥∈ℝ𝑛 𝑓(𝑥). 
Si el conjunto de 𝑋 es no vacío y {𝜆𝑘} son acotados, entonces {𝑥𝑘} converge a 

un punto crítico. Además, si cada 𝑥𝑘 es un mínimo global de la función 

regularizada dado por (𝑓(·) + (𝜆𝑘/2)‖ . , 𝑥𝑘−1‖2  𝑦   𝜆𝑘 → 0  se probó que  {𝑥𝑘}  
converge a un punto mínimo del problema. Como caso particular, se obtuvo la 

convergencia del método a un punto mínimo global para funciones 

pseudoconvexas y convexas. Recordemos que una función es Pseudoconvexa 

si para todo 𝑥, 𝑦 ∈ 𝑑𝑜𝑚 𝑓: ∇𝑓(𝑥)𝑇(𝑦 − 𝑥) ≥ 0, entonces 𝑓(𝑥) ≤ 𝑓(𝑦). 
Tomamos la resolución de un modelo de optimización en general de la forma: 

(P) Min  f(x) 

 s.a.  𝑥 ∈ 𝐷  ℝ𝑛 𝐷𝑜𝑛𝑑𝑒  𝑓: ℝ𝑛 → ℝ → es una función, comúnmente 

continua y diferenciable, y D es el dominio de factibilidad del problema, 

generalmente dado por: 𝐷 = {𝑥 ∈ ℝ𝑛 𝑔𝑖⁄ (𝑥) = 𝑏𝑖  𝑖 = 1,… ,𝑚; ℎ𝑟(𝑥) ≤ 𝑑𝑟 , 𝑟 = 1,… , 𝑙 }     
Decimos que   𝑥∗ ∈ 𝐷 es un mínimo global o solución óptima del problema 

P) ssi: 

 𝑓(𝑥∗) ≤ 𝑓(𝑥) 𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜 𝑥 ∈ 𝐷 

Por otra parte, decimos que 𝑥^ ∈ 𝐷 es un mínimo local del problema P)  

ssi:    𝑓(𝑥^)  ≤ 𝑓(𝑥) 𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜 𝑥 𝑒𝑛 𝑢𝑛𝑎 𝑣𝑒𝑐𝑖𝑛𝑑𝑎𝑑 (𝑥 ∈ 𝐷 ∩ (𝑥^, ∈) )                
 

Ahora, consideremos el problema restricto al ortante no negativo 

 

  𝑚𝑖𝑛{𝑓(𝑥) ∶ 𝑥 ≥ 0},                  (2.2)  

Donde 𝑓: ℝ𝑛 → ℝ ∪ {+∞} es una función propia ver, Definición 2.3.5, acotada 

inferiormente y semicontinua inferior, ver definición 2.3.3.  

y 𝑥 ≥ 0 significa que 𝑥𝑖 ≥ 0, ∀𝑖 =  1, . . . , 𝑛; el método de punto proximal para esta 

clase de problemas genera una sucesión {𝑥𝑘}   dado por 𝑥0 ∈ ℝ𝑛 ++ (punto 

arbitrario)  
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𝑥𝑘 ∈ 𝑎𝑟𝑔𝑚𝑖𝑛𝑥≥0{𝑓(𝑥)  + 𝜆𝑘𝑑(𝑥, 𝑥𝑘−1)},      (2.3) 

Donde la función  𝑑  cumple con algunas propiedades aceptables pues se 

parecen al de una distancia euclidiana con la condición de que las iteraciones 

esten dentro del  interior de un conjunto de restricciones y 𝜆𝑘 es un parámetro 

positivo. Mostraremos algunas funciones basadas en distancias con  esta 

metodología: 

Definición 2.2.1 Distancias de Bregman, Kullback-Leibler). Ver Kiwiel 1997:  

𝐷ℎ̅1(𝑥, 𝑦) =∑(𝑥𝑖 𝑙𝑜𝑔 (𝑥𝑖𝑦𝑖) + 𝑦𝑖 − 𝑥𝑖) .𝑛
𝑖=1  

donde ℎ ∶  ℝ𝑛 →  ℝ es una función de Bregman ver Eckstein J (1998) ,(ver la 

definición formal de función de Bregman, Solodov MV, Svaiter BF (2000) 

Definición 2.2.2 Distancias 𝜑 −divergentes: 

𝑑𝜑(𝑥, 𝑦)  =∑𝑦𝑖𝜑 (𝑥𝑖𝑦𝑖)𝑛
𝑖=1 , 

𝑑(𝑥, 𝑦) =∑(𝑦𝑖2log (𝑥𝑖𝑦𝑖)+𝑥𝑖 −  𝑦𝑖)𝑛
𝑖=1  

 

donde 𝜑:ℝ+ →  (−∞,+∞) es una función que cumple con algunas propiedades 

de diferenciabilidad y convexidad tal que la distancia se transforma en 

estrictamente convexa en la primera variable, ver Auslender y Teboulle (1999). 

Asumiendo que 𝑓 es una función propia ver definición 2.3.5, semicontinua 

inferior, convexa,    𝑑𝑜𝑚𝑓 ∩ ℝ𝑛 ++ ≠ ∅ y {𝜆𝑘} satisface                         

                                              ∑ 1λ𝑘+∞k=1 = +∞     (2.4)  

Ver Auslender y Teboulle (2006), demostraron que usando la distancia proximal 𝑙𝑖𝑚𝑘→+∞ 𝑓(𝑥𝑘)  =  𝑖𝑛𝑓{𝑓(𝑥) ∶  𝑥 ≥  0} 
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Donde el conjunto de óptimas soluciones es no vacío, dado el  problema (2.2), 

vemos que {𝑥𝑘} tiende  a una solución óptima. 

Definición 2.2.3   Distancia homogénea de segundo orden definida por:, 
𝑑𝜃(𝑥, 𝑦)  = ∑𝑦𝑖2𝜃 (𝑥𝑖𝑦𝑖)𝑛

𝑖=1 , 
𝑑(𝑥, 𝑦) =∑(𝑥𝑖2 − 𝑥𝑖𝑦𝑖 − 𝑦𝑖2log (𝑥𝑖𝑦𝑖))𝑛

𝑖=1  

la cual es llamada distancia Logaritmo cuadrático. 

Si  𝑓 es una función cuasi-convexa sobre el ortante no negativo hay algunos 

desarrollos recientes en la literatura.   

Por ejemplo, podemos mencionar: 

Attouch y Teboulle (2004), con un regularizado Lotka, Volterra, han demostrado 

la convergencia del método continuo con el punto que pertenece a cierto 

conjunto de puntos óptimos; ver también Alvarez et al. (2004), que trata una clase 

general de sistemas dinámicos que incluye la de Attouch y Teboulle (2004).  

Cunha et al. (2010) y Chen y Pan (2008), con una distancia 𝜑 –divergente en 

particular, han probado la convergencia completa del método proximal al punto 

KKT del problema cuando el parámetro 𝜆𝑘 está limitado y la convergencia a una 

solución óptima cuando 𝜆𝑘 → 0. Chen y Pan (2008), que incluye el Logarítmo-

Cuadrático Proximal, y Souza et al. (2010) con una clase de Bregman separado 

de distancias, han demostrado el mismo resultado de convergencia de Cunha et 

al. (2010) y Chen y Pan (2008), probaron la convergencia a un cierto conjunto 

que pertenece al conjunto de soluciones óptimas y convergencia a un punto de 

KKT cuando la función es continuamente diferenciable.  

Como la tesis está motivada a resolver el problema (2.2), cuando 𝑓 es no 

convexa usando el método proximal, Attouch H, Bolte J, Svaiter B (2010), el 

problema (2.3) no es necesariamente convexo debido a la no convexidad de 𝑓, 

por eso, que el problema (2.2),  el resolver que el problema original puede ser 

tedioso si no se toman algunas consideraciones sobre el algoritmo y también 
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sobre los parámetros 𝜆𝑘, ahí radica la importancia del parámetro de 

regularización. 

De esta forma proponemos, similarmente a los trabajos de Papa Quiroz y Oliveira 

(2012i) la iteración:  0 ∈  𝜕̂{ f(·) + λ𝑘 𝑑(. , 𝑥𝑘−1) }(𝑥𝑘)     (2.5) 

donde 𝜕̂ denota el subdiferencial de Fréchet, esto es:  𝜕̂𝑓(𝑥) = {𝑠  𝜖 ℝ𝑛: lim 𝑖𝑛𝑓𝑦→𝑥 𝑓(𝑦)−𝑓(𝑥)−〈𝑠,𝑦−𝑥〉‖𝑦−𝑥‖  ≥ 0}, 
Donde lim 𝑖𝑛𝑓𝑦→𝑥𝑔(𝑦) es el límite inferior de 𝑔 en el punto 𝑥. Observemos que 

(2.5) es mas comprensible resolver un problema teórico y práctico que hallar la 

función minimizada en el punto {𝑥𝑘}. 𝑓(·) + λ𝑘 𝑑(. , 𝑥𝑘−1), 
Basta hallar un punto crítico generalizado. Así bajaríamos el costo 

computacional por las iteraciones en referencia al "Método del Punto Proximal 

clásico". 

Del punto de vista práctico, damos una aplicación del método a la 

microeconomía, presentando un ejemplo cuando la función objetivo es una 

función de producción e implementamos el algoritmo para resolver el problema. 

Además, presentamos adicionalmente algunos experimentos numéricos que dan 

confiabilidad a los resultados teóricos.  

Del punto de vista académico, debemos resaltar que este trabajo será de mucha 

utilidad también en la construcción de software de optimización. 

La diferencia con respecto a los trabajos de Papa Quiroz y Oliveira (2012ii, 

2012iii) es que ellos consideraron el caso cuasi-convexo, Langenberg N, 

Tichatschke R (2012) y en este trabajo estamos considerando el caso no 

convexo que es más general. 
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2.3 Bases Teóricas 

En esta sección presentamos un resumen de la teoría de optimización 

diferenciable y optimización convexa, temas que serán útiles para el desarrollo 

de la tesis. Las demostraciones se pueden encontrar para mas detalle y 

profundización de los temas en las referencias de Bazaara MS, Sherali HD, 

Shetty CM (1993), Barbolla et al. (2000), Luenberger and Ye (2008), Minoux 

(1986). 

2.3.1 Existencia de Puntos de Mínimo Global 

En esta subsección mostramos soluciones de problemas de optimización dadas 

las condiciones suficientes que nos garantizen dicha solución. 

Debemos observar que el espacio euclidiano en el que se da este estudio para 

formular problemas de optimización es un espacio natural en problemas de 

optimización, pues el problema de optimización se da en un espacio de 

dimensión infinita con diferentes métodos de discretización que nos ayuda a 

cambiar  el problema original en un problema dado en un espacio euclidiano.  

Definición 2.3.1 (Mínimo local y mínimo global)  

Si definimos la función 𝑓: 𝑥 ⊆ ℝ𝑛 → ℝ sobre 𝑥,  llamado  punto de mínimo local 

de 𝑓 sobre 𝑋  con un punto 𝑥̅ ∈  𝑋 ,si existe 𝜉 >  0 de manera que la función  𝑓(𝑥̅) ≤ 𝑓(𝑥), para todo 𝑥 ∈ 𝑋 ∩ 𝐵(𝑥̅ , 𝜉).  
El punto 𝑥̅ ∈  𝑋 decimos que el punto de mínimo global de 𝑓 sobre 𝑋 si 𝑓(𝑥̅) ≤𝑓(𝑥), para todo 𝑥 ∈ 𝑋. 

Observación 2.3.1  

Teniendo en cuenta estas definiciones dadas decimos que un  mínimo global es 

también  mínimo local, pero el recíproco no iempre se cumple. Veremos en el 

ejemplo 2.1. 

Ejemplo 2.1 

Min     𝑓(𝑥) = (𝑥 − 2)(𝑥 − 3)(𝑥 − 4)(𝑥 − 5)(𝑥 − 6) 
   𝑠. 𝑎.      2 ≤ 𝑥 ≤ 6 
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Figura 2.1 

Grafica de un polinomio con mínimos locales

 

 

Nota: En la grafica de la Figura 1, observamos que hay dos mínimos locales 𝑥+ 𝑦  𝑥∗ 
Donde: Mínimo local es   𝑥+   𝑀𝑖𝑛𝑖𝑚𝑜 𝑔𝑙𝑜𝑏𝑎𝑙 𝑒𝑠 𝑥∗  , ver Definición 2.3.1 𝐷𝑎𝑑𝑜𝑠 𝑙𝑜𝑠 𝑝𝑢𝑛𝑡𝑜𝑠 𝑥+ 𝑦  𝑥∗, la solución óptima o mínimo global es    𝑥∗ 
Definición 2.3.2 (Máximo local y máximo global)  

Si definimos  𝑥̅ ∈ 𝑋 un punto de máximo de una función  𝑓: 𝑋 ⊆ ℝ𝑛 → ℝ sobre 𝑋.  

es llamado un de 𝑓 sobre 𝑋 donde  𝜉 >  0 tal que 𝑓(𝑥̅) ≥ 𝑓(𝑥), para todo 𝑥 ∈ 𝑋 ∩𝐵(𝑥̅ , 𝜉).  
Llamamos el punto 𝑥̅ ∈ 𝑋 máximo global de 𝑓 sobre 𝑋 es, si 𝑓(𝑥̅) ≥ 𝑓(𝑥), para 

todo 𝑥 ∈ 𝑋. 

Observación 2.3.2  

Dado un problema de maximización se puede trabajar con otro problema de 

minimización, por eso trataremos el análisis de minimización en los problemas. 

Consideremos el problema: 



 

14 

 

𝑚𝑖𝑛{𝑓(𝑥) ∶ 𝑥 ∈ 𝑋},  
Tenemos una función definida sobre 𝑋 donde 𝑓: 𝑋 ⊆ ℝ𝑛 → ℝ . queremos hallar 

un punto que resuelva el problema formulado. Por eso será necesario trabajar 

varias condiciones de 𝑓 y sobre 𝑋. 

Definición 2.3.3  

Decimos que una función 𝑓 es semicontinua inferior en 𝑥,̅  𝐷𝑜𝑛𝑑𝑒 𝑓: 𝑋 ⊆ ℝ𝑛 →ℝ. ∈ 𝑋, si para toda sucesión {𝑥𝑙} de 𝑋 tiende a 𝑥̅ . 𝐿𝑖𝑚 𝑖𝑛𝑓𝑘→+∞ 𝑓(𝑥𝑘)  ≥  𝑓(𝑥̅), 
Si  𝑓 es semicontinua inferior donde el  𝐿𝑖𝑚 𝑖𝑛𝑓𝑘→+∞ 𝑓(𝑥𝑘)  =𝑠𝑢𝑝𝑛∈ℕ 𝑖𝑛𝑓𝑘≥𝑛 𝑓(𝑥𝑘). para todo 𝑥 ∈ 𝑋, entonces diremos que  𝑓 es semicontinua 

inferior en 𝑋. 

Teorema 2.3.1  

Decimos que un conjunto no vacío y compacto 𝑋, existe un punto de mínimo 

global de una función 𝑓: 𝑋 ⊆  ℝ𝑛 → ℝ. Donde  𝑓 es semicontinua inferior, ver 

definición 2.3.3. 

Una condición compacidad de 𝑋 es muy fuerte para garantizar la existencia de 

un mínimo global. En efecto, considere el problema 𝑚𝑖𝑛{𝑥2 ∶  𝑥 ∈ ℝ}          (2.6)  

Aquí 𝑋 = ℝ no es compacto, pero existe el mínimo global. 

Definamos, para 𝛼 ∈ ℝ, el conjunto de compacidad  𝐿𝑓(𝛼): {𝑥 ∈ 𝑋: 𝑓(𝑥) ≤ 𝛼} para 

debilitar la hipótesis de compacidad de 𝑋, , al que se conoce como conjunto de 

nivel inferior de 𝑓.  

Definición 2.3.4 Identificamos la sucesión {𝑥𝑘} en 𝑋 como crítica (en conexión 

al conjunto 𝑋) si: 𝑙𝑖𝑚𝑘→+∞ ∥ 𝑥𝑘 ∥=  +∞ ∨  𝑙𝑖𝑚𝑘→+∞ 𝑥𝑘 = 𝑥̅ ∈ 𝑋̅\𝑋, donde la 

notación 𝑥̅ ∈ 𝑋̅\ 𝑋 significa que 𝑥̅ ∈ 𝑋̅ 𝑦 𝑥̅  ∉  𝑋. La función 𝑓: 𝑋 ⊂  ℝ𝑛 → ℝ al que  

llamamos coerciva en 𝑋 si en toda sucesión crítica {𝑥𝑘}  tenemos:  𝐿𝑖𝑚 𝑠𝑢𝑝𝑘→+∞ 𝑓(𝑥𝑘) = +∞, donde 𝑙𝑖𝑚𝑠𝑢𝑝𝑘→+∞ 𝑓(𝑥𝑘) ∶=  𝑖𝑛𝑓𝑛∈ℕ 𝑠𝑢𝑝𝑘≥𝑛 𝑓(𝑥𝑘).  
Corolario 2.3.1 



 

15 

 

Decimos que una función  𝑓 es coerciva y semicontinua inferior ver definición 

2.3.3.  Si la función   𝑓: 𝑋 ⊆ ℝ𝑛 → ℝ. de un conjunto no vacío 𝑋,hay un punto 𝑋. 

mínimo global en 𝑓 .  

Corolario 2.3.2   

Sea un conjunto  𝐴 ⊂  ℝ𝑛, 𝑑𝑜𝑛𝑑𝑒 𝐴 𝑒𝑠 𝑐𝑒𝑟𝑟𝑎𝑑𝑜 ⟺ 𝐹𝑟𝐴 ⊂ 𝐴 

Observación 2.3.3 En el corolario 2.3.2, la condición de cerradura de 𝑋 es 

fundamental. En efecto, consideremos: 

Ejemplo 2.2, 𝑋 = (−1,1] y 𝑓(𝑥) = (𝑥 + 1)2. Donde  𝛼 ∈ ℝ + + con  𝐿𝑓(𝛼) =(−1, √𝛼 − 1] es acotado no vacio, si  𝑓 es continua pero no tiene un  mínimo 

global de 𝑓 en 𝑋. 

Una de las condiciones de existencia de mínimos globales se usa para debilitar 

dichas condiciones por esto definiremos una función coerciva.  

Definición 2.3.5 Decimos que 𝑓:ℝ𝑛 → ℝ ∪ {+∞} es una función propia tal que 𝑑𝑜𝑚 𝑓 ∩ ℝ+𝑛 ≠ ∅ 𝑦 𝑥 ≥ 0,  donde cada componente es no negativo en  𝑥. 

2.3.2 Problemas sin Restricciones con condiciones de Optimalidad  

La mayoria de problemas en la práctica se dan con restricciones pero el estudio 

de técnicas de optimización sin restricciones es fundamental por muchas 

razones, una de estas razones es que se resuelven problemas con  restricción 

transformandolos en algoritmos con una sucesión de problemas sin 

restricciones, otra de las razones es que los algoritmos de optimización sin 

restricciones pueden ser usadas de manera natural en la resolución de 

problemas  restrictos. 

Consideramos en esta subsección, los problemas de optimización sin 

restricciones  𝑚𝑖𝑛{𝑓(𝑥) ∶  𝑥 ∈ ℝ𝑛}     (2.7) 

donde 𝑓 es una función definida en el espacio euclideano ℝ𝑛. 

Teorema 2.3.2 (Condición Necesaria de 1er Orden)  
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Si una función diferenciable 𝑓:ℝ𝑛 → ℝ  en 𝑥 ∗. Donde decimos que  𝑥 ∗  punto de 

mínimo local,  𝛻𝑓(𝑥 ∗)  =  0, ver problema (2.7). 

Teorema 2.3.3 (Condición Necesaria de 2do Orden) 

 Si una función diferenciable dos veces 𝑓 ∶ ℝ𝑛 → ℝ en 𝑥 ∗. Decimos que  𝑥 ∗ es 

mínimo local del problema (2.7), por tanto  𝛻𝑓(𝑥 ∗) = 0 y 𝛻2𝑓(𝑥 ∗) es 

semidefinida positiva.  

Teorema 2.3.4 (Condición Suficiente de una función de 2do Orden)  

Si una función 𝑓 es diferenciable dos veces, donde  𝑓 ∶ ℝ𝑛 → ℝ  en 𝑥 ∗. Si 𝛻𝑓(𝑥 ∗) = 0 y 𝛻2𝑓(𝑥 ∗) es definida positiva, decimos que  𝑥 ∗ es un mínimo local estricto 

ver  (2.7). 

Observación 2.3.4 Un teorema recíproco de 2.3.4 es falso. En efecto, considere: 

 Ejemplo 2.3, 𝑓(𝑥) = 𝑥4 y 𝑥̅ = 0. Dado mínimo global estricto en   𝑥̅ de una 

función  𝑓 con 𝑓′′(𝑥̅) = 0.  

Observación 2.3.5 Consideremos ahora el problema de maximización 𝑚𝑎𝑥{𝑓(𝑥) ∶  𝑥 ∈ ℝ𝑛}. 
Vemos que en el ejemplo 2.3 que es un problema semejante a 𝑚𝑖𝑛{−𝑓(𝑥) ∶ 𝑥 ∈ ℝ𝑛}. 
Donde los valores obtenidos del problema minimizado teniendo las condiciones 

en el caso de maximización son: 

1. Condición necesaria en 1er orden de: Cuando  𝑓 ∶  ℝ𝑛 → ℝ es diferenciable en 𝑥 ∗ como punto local máximo punto de, donde 𝛻𝑓(𝑥 ∗)  = 0. 

 2. Condición necesaria de segundo orden: decimos que  𝑓 ∶  ℝ𝑛 → ℝ  es 

diferenciable dos veces en un máximo local 𝑐𝑜𝑛 𝑝𝑢𝑛𝑡𝑜 𝑥 ∗, con  𝛻2𝑓(𝑥 ∗) ≼  0. 

3. Condición suficiente de 2do orden: Cuando   𝑥̅   cumple con  𝛻𝑓(𝑥̅) = 0 y 

también 𝛻2𝑓(𝑥̅) ≺ 0, entonces, 𝑥̅ es un punto de máximo local estricto de 𝑓. 

Consideraremos un problema 

 P)  𝑀𝑖𝑛 𝑓(𝑥), 𝑐𝑜𝑛 𝑥 ∈ ℝ𝑛   
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En este tipo de problemas podemos ver por ejemplo el problema de 

aproximación y ajuste de curvas. Pero una de las causas para del estudio 

consiste en la extensión de casos y algoritmos sobre este tipo de problemas de 

optimización restricta. 

Podemos ver un resumen de ciertos resultados teóricos en este tipo de 

problemas: 

Teorema 2.3.5 (condiciones necesarias de 1er orden). Dado una función 

continuamente diferenciable 𝑓 con  𝑥∗ ∈ ℝ𝑛  mínimo local de P) donde:   𝑓(𝑥∗) =0  . 
Teorema 2.3.6 (condiciones necesarias de 2do orden). Dado una función 𝑓 dos 

veces diferenciable y continua, donde  𝑥∗ ∈ ℝ𝑛 es mínimo local de P), donde: 

𝑓(𝑥∗) = 0  𝑦  𝐷2𝑓(𝑥∗)  es definida semipositiva. 

Del Teorema 2.3.6, podemos decir que no siempre los puntos de  𝑥 ∈ ℝ𝑛 

cumplen con las propiedades mencionadas son mínimos locales de la función, a 

veces hay resultados que se dan las condiciones suficientes y necesarias para  𝑥∗  sea mínimo local. 

Teorema 2.3.7 (condiciones necesarias y suficientes de 2do orden). 

Una función 𝑓  es dos veces diferenciable y continua en 𝑥∗ ∈ ℝ𝑛. 𝑆𝑖  𝑓(𝑥+) =0  𝑦 𝐷2𝑓(𝑥∗) definida positiva, decimos que  𝑥∗ es punto estricto mínimo local.      

Teorema 2.3.8 Decimos que función convexa 𝑓 es continuamente diferenciable, 

donde x* será un mínimo global si y solo si   𝑓(𝑥∗) = 0. 
Ejemplo 2.4 

Consideremos: 𝑓(𝑥1, 𝑥2) = 3𝑥1 2 + 𝑥2 3 − 1.5𝑥2 2 
su gradiente y matriz Hessiana corresponden a: 

𝛻𝑓(𝑥) = [ 6𝑥13𝑥2 2 − 3𝑥2] 
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𝐷2𝑓(𝑥) = [6 00 6𝑥2 − 3] 
Donde se dan dos posibles puntos, x+ = (0, 0)T y x* = (0, 1)T, los cuales cumplen 

con las condiciones necesarias de 1er orden.  

𝐷2𝑓(𝑥) = [6 00 6𝑥2 − 3] 
 

Pero en el problema es definida positiva en x* = (0,1), de manera que x* es 

mínimo local. 

Los algoritmos generales de descenso en optimización nos ayuda a resolver este 

tipo de problemas que pertenecen a estos métodos ,ver Humes Jr C, Silva PJS 

(2005) , estos nos ayudan a hallar un mínimo local y asi reducir el  el cálculo de 

esta secuencia para problemas con búsqueda unidimensional.  

Denotamos 𝑑   como dirección del descenso de una función 𝑓,donde  𝑑  ∈ ℝ𝑛 → 

es de la en el punto x* si y solo si la derivada direccional de 𝑓 en x* con dirección 

negativa de  𝑑  .  
Consideremos además la función unidimensional 

   𝑔(𝛼) = 𝑓(𝑥∗  +  𝑑) 
Tomamos   es el tamaño del paso que es un escalar real. La función nos da el 

resultado de la función 𝑓 cuando este se desplaza partiendo de un punto x+ hacia 

la dirección 𝑑  de determinado . 

Verificamos, si   𝑔′(0) = 𝑓𝑇(𝑥∗)𝑑  < 0 ,seria posible tomar un paso  de 

manera:     

  𝑔(𝛼) = 𝑓(𝑥∗  +  𝑑) < 𝑓(𝑥∗) = 𝑔(0) 
Donde 𝑔(𝛼)  reduce el valor en referencia al valor actual evaluado en 𝑥∗. 
2.3.2.1 Algoritmo general de descenso 

1)  Considerar como semilla  𝑥 = 𝑥0.  𝐻𝑎𝑐𝑖𝑒𝑛𝑑𝑜  𝑘 = 0 

2)  Veremos la dirección de descenso 𝑑𝑘 que se toma. 
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3)  Buscaremos un paso k lineal, de manera:  𝑔𝑘(𝛼𝑘) = 𝑓(𝑥𝑘  +  𝑘𝑑𝑘) < 𝑓(𝑥𝑘) = 𝑔𝑘(0) 
4)  Hacer         𝑥𝑘+1 = 𝑥𝑘  +  𝑘𝑑𝑘 

5) Hacer una prueba de convergencia. 

Converge    { 𝑠𝑖,                                                  𝑝𝑎𝑟𝑎𝑟 𝑛𝑜, ℎ𝑎𝑐𝑒𝑟 𝑘 = 𝑘 + 1, 𝑣𝑜𝑙𝑣𝑒𝑟 𝑎𝑙 𝑝𝑎𝑠𝑜 2 

De 5), verificaremos que se cumplan los criterios mas usados de convergencia: 

 ∇𝑓(𝑥𝑘)  <  𝜀    |𝑓(𝑥𝑘+1) −  𝑓(𝑥𝑘)|  /  (1 + |𝑓(𝑥𝑘)|) < 𝜀    
Para un determinado número L, con números consecutivos k, y tomando un 

cierto  como error, en este caso tomaremos como error de tolerancia  = 10-4   .   

Hay una variedad de algoritmos para escoger con el método de dirección de 

descenso. 

Método del Descenso más Rápido 

También conocido como Método de Cauchy o Gradiente, Attouch H, Bolte J, 

Svaiter B (2010), 𝑥𝑘, la dirección de descenso se escoge como: 𝑑𝑘 = −∇𝑓(𝑥𝑘)                                                                                      (2.8) 

Figura 2.2   

Método del Descenso más Rápido 
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Ejemplo 2.5 

Dada la función de minimización: 

 Min     (𝑥1 − 2)4 + (𝑥1 − 2𝑥2)2  

 S.a:    𝑥 ∈ ℝ2                                         

Aplicaremos el método del descenso iniciando con los puntos  𝑥1  0 = 0, 𝑥2  0 = 3  
 

𝛻𝑓(𝑥) = [4(𝑥1 − 2)3 + 2(𝑥1 − 2𝑥2) 2(𝑥1 − 2𝑥2)(−2) ] = [4(𝑥1 − 2)3 + 2(𝑥1 − 2𝑥2) −4(𝑥1 − 2𝑥2) ] 
 

Evaluando en 𝑥1 0 = 0, 𝑥2 0 = 3   y 𝑥𝑘+1 = 𝑥𝑘  + 𝑘𝑑𝑘  →  𝑥1 = 𝑥0  +  0𝑑0 
Verificando     𝐟(𝒙𝟏) =  (𝑥1 − 2)4 + (𝑥1 − 2𝑥2)2 =     (0 − 2)4 + (0 − 2(3))2 = 52  

 

𝛻𝑓(𝒙𝟏) = [4(𝑥1 − 2)3 + 2(𝑥1 − 2𝑥2) −4(𝑥1 − 2𝑥2) ] = [4(0 − 2)3 + 2(0 − 2(3)) −4(0 − 2(3)) ] = [−44   24] 
Tabla 1 

Método del Descenso más Rápido 

 

 
Autor: J. Moré and S. Wright (1993) 
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2.3.2.2 Método de Newton 

El algoritmo de Newton es uno de los que utilizan derivadas, no siempre 

encontraremos su solución como óptimo global, como consecuencia, por lo que 

se tomará diferentes puntos para ver si el problema tiene varias soluciones 

óptimas. 

Cuando un problema tiene funciones diferenciables, entonces podemos aplicar 

programación no lineal podemos usar varios algoritmos de soluciónen los que se 

hallan derivadas. Por ello debemos tener conceptos básicos como el Hessiano 

el cual tiene una función que sea dos veces diferenciable y el gradiente con 

función diferenciable    

Algoritmo de Newton:  

Paso 0: Elegir  > 0 para tener una precisión mínima. Para comenzar se elige 

como punto inicial x1.  

Paso 1:  Calcular f(𝑥1) 𝑦 𝐻𝑓(𝑥1), 𝐻𝑎𝑙𝑙𝑎𝑟 𝑥2 = 𝑥1 − 𝐻𝑓(𝑥1)−1f(𝑥1), Ir al Paso 2.    Paso 2:  

Si  ‖𝑥2 − 𝑥1‖ < 𝜀 ó ‖f( 𝑥1)‖ < 𝜀,   
entonces parar, decimos que x1 es una solución para el problema. Pero si no 

se cumple debemos tomar 𝑥2 = 𝑥1  y luego ir al Paso 1. 

Condiciones:  

1. Solo se puede aplicas si las funciones son 2 veces diferenciables.  

2. Se aplicará en una función con aproximación cuadrática.  

3. Veremos que puntos de la función da cero en la gradiente.  

4. Verificar si hay inversa en cada punto del hessiano. 

Calcular el vector 𝑑𝑘  como solución del sistema de ecuaciones: 

 𝐷2𝑓(𝑥)𝑑𝑘 = −∇𝑓(𝑥)                                             (2.9) 
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Pero este método es más eficiente por su velocidad de convergencia en cada 

iteración, este necesita hallar segundas derivadas parciales y resolver el sistema 

de ecuaciones. Adicionalmente sabemos que, 𝑑𝑘 es una dirección de descenso 

está garantizada cuando   𝐷2𝑓(𝑥𝑘)   es definida positiva. 

Ejemplo 2.6 

Problema con algoritmo de Newton. 𝑀𝑎𝑥   𝑥2𝑦 + 2𝑥𝑦 − 𝑦2 − 3𝑦                                           

 

∇𝑓(𝑥, 𝑦) = ( 
𝜕𝑓(𝑥, 𝑦)𝜕𝑥𝜕𝑓(𝑥, 𝑦)𝜕𝑦 ) = ( 2𝑥𝑦 + 2𝑦𝑥2 + 2𝑥 − 2𝑦 − 3) 

 

𝐻𝑓(𝑥, 𝑦) = ⌊   
 𝜕2𝑓(𝑥, 𝑦)𝜕𝑥2    𝜕2𝑓(𝑥, 𝑦)𝜕𝑥𝜕𝑦𝜕2𝑓(𝑥, 𝑦)𝜕𝑦𝜕𝑥    𝜕2𝑓(𝑥, 𝑦)𝜕𝑦2 ⌋   

  = ⌊2𝑦             2𝑥 + 22𝑥 + 2          − 2⌋ 
𝑥2 = 𝑥1 − 𝐻𝑓(𝑥1)−1∇𝑓(𝑥1) 

Iteración 1         𝑥1 = (−1−1)   →   ∇𝑓(𝑥1) = (   0−2)   
𝐻𝑓(𝑥1)−1 = (−12          00        − 12) 

Iteración 2         

  𝑥2 = (−1−1) − (−12          0  0     − 12)(   0−2) = (−1−2) 𝑥2 = (−1−2) →  ∇𝑓 = (00)      parar 

 

Al aplicar el método en el ejemplo 2.6, se tiene: 
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Cuando un problema tiene funciones diferenciables, podemos aplicar el 

Algoritmo de Newton en programación no lineal y hallar algoritmos que utilizan 

derivadas en la solución. Usando conceptos básicos como el Hessiano el cual 

tiene una función que sea dos veces diferenciable y el gradiente con función 

diferenciable 

Denotamos  𝑓 ∶ 𝑅𝑛 → 𝑅, como el gradiente de 𝑓 , (∇f) 
∇𝑓(𝑥1, 𝑥2, … 𝑥𝑛) = (𝜕𝑓(𝑥1, . . , 𝑥𝑛)𝜕𝑥1 , 𝜕𝑓(𝑥1, . . , 𝑥𝑛)𝜕𝑥2 , … , 𝜕𝑓(𝑥1, . . , 𝑥𝑛)𝜕𝑥𝑛 )𝑡 

    𝑓(𝒙𝒌) =  (𝑥1 − 2)4 + (𝑥1 − 2𝑥2)2 

𝛻𝑓(𝒙𝒌 ) = [4(𝑥1 − 2)3 + 2(𝑥1 − 2𝑥2) −4(𝑥1 − 2𝑥2) ] 
El gradiente de una función nos indica la dirección del máximo crecimiento. la 

función en un punto del hiperplano es tangente al vector normal de la función en 

el punto inicial  (0,3)  . 
𝛻𝑓(𝑥1, 𝑥2) = [4(𝑥1 − 2)3 + 2(𝑥1 − 2𝑥2) −4(𝑥1 − 2𝑥2) ] 

𝐷2𝑓(𝑥)𝑑𝑘 = −∇𝑓(𝑥)     𝐟(𝑥1, 𝑥2) =  (𝑥1 − 2)4 + (𝑥1 − 2𝑥2)2 =     (0 − 2)4 + (0 − 2(3))2 = 52 𝐷2𝑓(𝑥)𝑑𝑘 = − 𝛻𝑓(𝑥1, 𝑥2) = [4(𝑥1 − 2)3 + 2(𝑥1 − 2𝑥2) −4(𝑥1 − 2𝑥2) ]
= [4(0 − 2)3 + 2(0 − 2(3)) −4(0 − 2(3)) ] = [−44   24] 

Tabla 2 

Algoritmo de Newton 
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Autor: J.Moré and S.Wright (1993) 

 

2.3.3 Restricciones de Igualdad con condiciones de optimalidad  

En el problema: 

 P)   𝑀𝑖𝑛 𝑓(𝑥)                                               (2.10) 

  s.a. 𝑔1(𝑥) = 𝑏1 
                 𝑔2(𝑥) = 𝑏2   

                𝑔𝑚(𝑥) = 𝑏𝑛                    mn  

                 

Definición 2.3.6 Decimos que un punto regular 𝑥 ∈ ℝ𝑛 de las restricciones P) si 

y solo si: 𝑔𝑖(𝑥) = 𝑏𝑖           𝑖 = 1,2, … ,𝑚  ∇𝑔1(𝑥), ∇𝑔2(𝑥), … , ∇𝑔𝑚(𝑥), 𝑠𝑜𝑛 𝑣𝑒𝑐𝑡𝑜𝑟𝑒𝑠 𝑙𝑖𝑛𝑒𝑎𝑙𝑚𝑒𝑛𝑡𝑒 𝑖𝑛𝑑𝑒𝑝𝑒𝑛𝑑𝑖𝑒𝑛𝑡𝑒𝑠  
Dada la definición 2.2.4, la que usaremos para mostrar los mínimos locales 

varios casos teóricos, que nos ayuda para verificar el cumplimiento de algunas 

condiciones de regularidad de P). 

Definición 2.3.7 Función Lagrangiana asociada a P): 

𝐿(𝑥, 𝜆) = 𝑓(𝑥) +∑𝜆𝑖(𝑔𝑖(𝑥) − 𝑏𝑖)𝑚
𝑖=1  

Considerando    = (1, 2, … , 𝑚)𝑇 como el vector de los Multiplicadores de 

Lagrange, se debe a Joseph Louis Lagrange, cuando queremos maximizar o 

minimizar funciones con varias variables, y está restringida ciertos recursos 
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escasos. Este método nos ayuda a tener un problema restringido en n variables 

en otro irrestricto de n + 1 variables y así de esta manera tomar las ecuaciones 

para su resolución. Tomamos () como una variable escalar, llamado 

multiplicador de Lagrange, donde las restricciones estan determinados por una 

combinación lineal, las cuales incluyen a los multiplicadores () como 

coeficientes. Rockafellar, R. T. (1976 ii) 

Veremos los resultados teóricos consideran algunas propiedades que cumple un 

mínimo local, las que consideran, de manera particular en una función 

lagrangiana veremos que se trata un punto estacionario ver definición 2.3.27. 

Teorema 2.3.9 (Condiciones necesarias de primer orden): 

Sean las funciones continuamente diferenciales  𝑓(𝑥)  𝑦 𝑔1(𝑥), 𝑔2(𝑥),… , 𝑔𝑚(𝑥) , 
donde x^ un punto regular en las restricciones P), además mínimo local diremos 

que ∃ un vector λ^  ℝ𝑚, de multiplicadores de Lagrange:    

𝛻𝑥 𝐿(𝑥^, 𝜆^) = 𝛻𝑓(𝑥^) +∑𝜆𝑖̂  𝛻𝑔𝑖(𝑥^) = 0𝑚
𝑖=1  

Teorema 2.3.10 (Condiciones necesarias y suficientes de 2do orden).  

Dadas las funciones  𝑓, 𝑔1, 𝑔2, … , 𝑔𝑚  son dos veces continuamente 

diferenciables con un punto regular 𝑥^ ∈ ℝ𝑛   en las restricciones de P) con  𝜆^  ∈ ℝ𝑛, cumplen:       

    𝛻𝑥𝐿(𝑥^, 𝜆^) = 𝛻𝑓(𝑥^) + ∑ 𝜆𝑖̂𝛻𝑔𝑖(𝑥^) = 0𝑚𝑖=1              

y que            𝐷2𝑓(𝑥^) + ∑ 𝜆𝑖̂  𝐷2𝑔𝑖(𝑥^)𝑚𝑖=1                                                                

es una matriz definida positiva donde x^ es un mínimo local de P). 

Ejemplo 2.7   𝑀𝑖𝑛 𝑥12 + 𝑥22 𝑠𝑎:  𝑥1 + 𝑥2 = 4 

   [𝑥1𝑥2] ∈ ℝ2 
Hallaremos la solución óptima utilizando las condiciones de optimalidad: 
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𝑓(𝑥) = 𝑥1 2 + 𝑥2 2 ;𝑚 = 1                 𝑔(𝑥) = 𝑥1 + 𝑥2 − 4 = 0 

𝐿(𝑥, 𝜆) = 𝑓(𝑥) +∑𝜆𝑖(𝑔𝑖(𝑥) − 𝑏𝑖)𝑚
𝑖=1 𝐿(𝑋1 , 𝑋2 , 𝜆 )  = 𝑋1  2 + 𝑋2  2 + 𝜆 (𝑋1 + 𝑋2 − 4) 

𝛻𝑓(𝑥) = (2𝑥1,  2𝑥2)𝑇                          𝛻𝑔(𝑥) = (1,  1)𝑇   
 

Luego, las condiciones de primer orden son, ver Teorema 2.3.9: 

𝛻𝑥 𝐿(𝑥^, 𝜆^) = 𝛻𝑓(𝑥^) +∑𝜆𝑖̂  𝛻𝑔𝑖(𝑥^) = 0𝑚
𝑖=1  

∂L∂𝑋1 = 2𝑋1 + 𝜆 = 0 

∂L∂𝑋2 = 2𝑋2 + 𝜆 = 0    … . 𝐹𝑎𝑐𝑡𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑     

Solucionando el sistema de ecuaciones 𝑥1 = 𝑥2 = 2 , 𝜆 = −4: de un problema 

(P) en el sistema: 

   𝑥1 = 2, 𝑥2 = 2  

Luego verificamos las condiciones de segundo orden ver Teorema 2.3.10, se 

cumplen pues:  

𝛻𝑥 𝐿(𝑥^, 𝜆^) = 𝛻𝑓(𝑥^) +∑𝜆𝑖̂  𝛻𝑔𝑖(𝑥^) = 0𝑚
𝑖=1  

𝐷2𝑓(𝑥^) + ∑ 𝜆𝑖̂  𝐷2𝑔𝑖(𝑥^)𝑚𝑖=1       

𝐷2𝑓(𝑥) = [2 00 2] ;         𝐷2𝑔(𝑥) = [0 00 0]                                                          [2 00 2] + 𝜆 [0 00 0] = [2 00 2] 
es definida positiva. 

Notar que en x* se tiene: 

                           −𝛻𝑓(𝑥∗) = ∑ 𝜆𝑖∗ 𝛻𝑔(𝑥∗)𝑚𝑖=1  𝛻𝑓(𝑥) = (2𝑥1,  2𝑥2)𝑇                          𝛻𝑔(𝑥) = (1,  1)𝑇,𝑑𝑜𝑛𝑑𝑒  𝑥1 = 2, 𝑥2 = 2, 𝜆 = −4 
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𝛻𝑓(𝑥) = (2𝑥12𝑥2) = (44)                   𝛻𝑔(𝑥∗) = (11)     
 −𝛻𝑓(𝑥∗) =∑𝜆𝑖∗ 𝛻𝑔(𝑥∗)𝑚

𝑖=1  ⇒ −[4  4]𝑇 = −4[1 1]𝑇 

Ejemplo 2.8 

Como invertir un recurso, donde el riesgo asociado (en miles de soles) se da en 

la siguiente tabla, de tal forma que se minimice la función 800y 2 +400x 2 + 200xy 

+ 400yz. + 1600z 2  

Alternativa Porcentaje % del 
riesgo 

 
X 10 

 

Y 10 

 

Z 15 

 

Riesgo por retorno 
esperado 

12 

 

Solución   𝑋𝑖 : Porcentajes de los recursos a invertir en miles de soles  en la alternativa tipo i         (𝑋, 𝑌, 𝑍)           
 𝑀𝑖𝑛 𝑍 = 400𝑋1  2 + 800𝑋2  2 + 200𝑋1𝑋2 + 1600𝑋3  2  + 400𝑋2𝑋3  𝑠. 𝑎  𝑋1 + 𝑋2 + 𝑋3 = 1                                                                       . . . . . . . . . . . .   (∝)             10𝑋1 +10 𝑋2 + 15 𝑋3 = 12  →   1,0𝑋1 +1,0 𝑋2 + 1,5 𝑋3 = 1,2….   (𝛽)      𝑋1 , 𝑋2 , 𝑋3 ≥ 0   

Veremos la factibilidad de las restricciones, igualando  (∝) 𝑦 (𝛽)   se obtiene:           

 𝑋3 = 0,20,5  = 0,40… . . . . (𝜑),  
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Reemplazando en el Multiplicador de  Lagrange: 

    𝐿(𝑥, 𝜆) = 𝑓(𝑥) +∑𝜆𝑖(𝑔𝑖(𝑥) − 𝑏𝑖)𝑚
𝑖=1  

𝐿(𝑋1 , 𝑋2 , 𝑋3, 𝜆1 , 𝜆2 )  = 400𝑋1  2 + 800𝑋2  2 + 200𝑋1𝑋2 + 1600𝑋3  2  + 400𝑋2𝑋3+ 𝜆1 (𝑋1 + 𝑋2 + 𝑋3 − 1) + 𝜆2 (𝑋1 + 𝑋2 + 1,5𝑋3 − 1,2) 
y, luego las condiciones de primer orden de KKT se escriben:  ∂L∂𝑋1 = 800𝑋1 + 200𝑋2 + 𝜆1 + 𝜆2 = 0 

∂L∂𝑋2 = 1600𝑋2 + 400𝑋3 + 𝜆1 + 𝜆2 = 0 

∂L∂𝑋3 = 3200𝑋3 + 400𝑋2 + 𝜆1 + 1,5 𝜆2 = 0…𝐹𝑎𝑐𝑡𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑     

 Resolviendo el sistema con las condiciones de primer orden de KKT  se obtiene 

la solución óptima:  

Por ejemplo  ∂L∂𝑋1 = 800𝑋1 + 200𝑋2 + 𝜆1 + 𝜆2 = 800 (0.50)+ 200(0.10)− 1380 + 1800 = 0 

 

  𝑋1 = 0,50 

 𝑋2 = 0,10 

 𝑋3 = 0,40     

  𝜆1 = −1380 

  𝜆2 = 1800 

Verificando si se dan las condiciones de segundo orden:  
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𝛻𝑥 𝐿(𝑥^, 𝜆^) = 𝛻𝑓(𝑥^) +∑𝜆𝑖̂  𝛻𝑔𝑖(𝑥^) = 0𝑚
𝑖=1  

Luego, como 

   ∇𝑔1 = (1,1,1)𝑇 𝑦 ∇𝑔2 = (1,1,1.5)𝑇 𝑠𝑜𝑛 𝑙𝑖𝑛𝑒𝑎𝑙𝑚𝑒𝑛𝑡𝑒 𝑖𝑛𝑑𝑒𝑝𝑒𝑛𝑑𝑖𝑒𝑛𝑡𝑒𝑠, 
Entonces, el problema siempre se cumple, por esto los valores reemplazados en 

la función objetivo es 390 000 soles. 

Por el teorema de Weierstrass, ver Teorema 2.3.20, obtenemos una solución, si 

consideramos las variables (𝑋1 ≥ 0 , 𝑋2 ≥ 0, 𝑋3 ≥ 0  en reemplazo de  𝑋1 > 0 

, 𝑋2 > 0, 𝑋3 > 0   respectivamente, es decir relajamos la positividad). Además, 

como se cumple   𝑝𝑜𝑟 (𝜑), . . . 𝑋3 = 0,40 

Por lo tanto, vemos que 𝑋1 = 0,50, 𝑋2 = 0,10, 𝑋3 = 0,40 es la solución del 

problema. Con las condiciones de KKT podemos comprobar que el problema 

tiene una función objetivo y restricciones de la forma convexa los que nos indican 

que es óptimo. 

2.3.4 Restricciones con Desigualdad y condiciones de optimalidad  

Dado  𝑃) un problema con restricciones de desigualdad   (𝑃) 𝑚𝑖𝑛{𝑓(𝑥) ∶  𝑔(𝑥)  ≤  0}  
donde 𝑓 ∶ ℝ𝑛 → ℝ es una función con valor real, 𝑔 ∶  ℝ𝑛 → ℝ𝑝 es una función tal 

que 𝑔(𝑥)  =  (𝑔1(𝑥), 𝑔2(𝑥), . . . , 𝑔𝑝(𝑥)), con 𝑔𝑖 ∶  ℝ𝑛 → ℝ y la notación 𝑔(𝑥)  ≤  0 

significa que 𝑔𝑖(𝑥)  ≤  0, para todo 𝑖 = 1,2, . . . , 𝑝. 

Definición 2.3.8 Para cada 𝑥̅ ∈  𝑋 =  {𝑥 ∈ ℝ𝑛 ∶  𝑔(𝑥) ≤  0}, 𝑔𝑖 es llamada 

restricción activa en 𝑥̅ si 𝑔𝑖(𝑥̅) =  0. Análogamente llamamos a 𝑔𝑖 restricción 

inactiva en 𝑥̅ si 𝑔𝑖(𝑥̅)  <  0. 

Dado 𝑥̅  denotaremos  𝐼(𝑥̅) = {𝑖 ∈ {1,2, . . . , 𝑝} ∶  𝑔𝑖(𝑥̅)  =  0}. 
Definición 2.3.9 Un punto llamado regular de  (P), donde  𝑥̅ ∈  𝑋 =  {𝑥 ∈  ℝ𝑛 ∶ 𝑔(𝑥)  ≤  0} y  {𝛻𝑔𝑖(𝑥̅)}𝑖 ∈ 𝐼(𝑥̅)  ∃ y son linealmente independientes. 
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Teorema 2.3.11 (Condición de Karush-Kuhn-Tucker). Dado un mínimo local 

regular   𝑥 ∗ del problema (P), 𝑐𝑜𝑛 𝑓 y 𝑔𝑖, 𝑖 ∈  𝐼 (𝑥 ∗), son continuas y 

diferenciables en 𝑥 ∗ y 𝑔𝑖, 𝑖 ∉  𝐼 (𝑥 ∗), decimos que  existen 𝜆𝑖 ∗ ∈ ℝ únicos , para 

todo 𝑖 ∈ 𝐼 (𝑥 ∗), dado 

{∇𝑓(𝑥∗) +∑ 𝜆𝑖∗𝑖∈𝐼(𝑥∗) ∇𝑔𝑖(𝑥∗) = 0𝜆𝑖∗ ≥ 0,   𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜  𝑖 ∈ 𝐼(𝑥∗).        
 Corolario 2.3.3 Con las hipótesis del teorema 2.3.9 y la función 𝑔𝑖 
diferenciables  ∀𝑖 ∉ 𝐼(𝑥∗), por lo que   λ𝑖∗≥0 son únicos para todo 𝑖 = 1,2,...,𝑚 : 

{  
  ∇𝑓(𝑥∗) +∑𝜆𝑖∗∇𝑔𝑖(𝑥∗)𝑝

𝑖=1 = 0𝜆𝑖∗𝑔𝑖(𝑥∗) = 0,   𝑖 = 1,2… , 𝑝𝜆𝑖∗ ≥ 0,   𝑖 = 1,2… , 𝑝.  

Observación 2.3.6 El resultado dado en el corolario 2.3.2, nos ofrece un método 

para obtener los candidatos a solución mediante la solución del sistema que 

denominaremos condiciones de optimalidad de (Karush-Kuhn-Tucker) KKT. 

{  
  ∇𝑓(𝑥) +∑ 𝜆𝑖∇𝑔𝑖(𝑥) = 0𝑝𝑖=1𝑔𝑖(𝑥) ≤ 0,   𝑖 = 1,2… , 𝑝𝜆𝑖𝑔𝑖(𝑥) = 0,   𝑖 = 1,2… , 𝑝𝜆𝑖 ≥ 0,   𝑖 = 1,2… , 𝑝.  

Teorema 2.3.12 Si 𝑓, 𝑔𝑖 , 𝑖 ∈ 𝐼(𝑥∗), son dos veces diferenciables en 𝑥∗, 𝑔𝑖, 𝑖 ∉𝐼(𝑥∗)siendo continuas en los puntos  mínimo local regular 𝑥∗ y 𝑥∗ de (P), por lo 

tanto existen puntos únicos λ𝑖∗ ≥ 0, 𝑖 = 1, . . . , 𝑚, de manera que  1. 
1. ∇𝑓(𝑥∗) +∑ 𝜆𝑖∗𝑖∈𝐼(𝑥∗) ∇𝑔𝑖(𝑥∗) = 0.                                                                           
2. 𝑣𝑇∇𝑥𝑥2 𝐿(𝑥∗, 𝜆∗)𝑣 ≥ 0, 𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜 𝑣 ∈ ℝ𝑛: ∇𝑔𝑖(𝑥∗)𝑇𝑣 = 0 𝑦 𝑡𝑜𝑑𝑜 𝑖 ∈ 𝐼(𝑥∗), 𝑑𝑜𝑛𝑑𝑒 𝐿(𝑥, 𝜆) = 𝑓(𝑥) +∑ 𝜆𝑖𝑔𝑖(𝑥).                                                                                 𝑝𝑖=1  

Teorema 2.3.13 Sean 𝑓, 𝑔𝑖, 𝑖 ∈ 𝐼(𝑥∗), dos veces diferenciables en 𝑥∗. Si 𝑥∗ ∈𝑋 = {𝑥 ∈  ℝ𝑛: 𝑔(𝑥) ≤ 0} satisface: Entonces 𝑥∗ es un mínimo local estricto de 𝑓 

en 𝑋.  
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      𝑖. ∇𝑓(𝑥∗) + ∑ 𝜆𝑖∗𝑖∈𝐼(𝑥∗) ∇𝑔𝑖(𝑥∗) = 0, 𝑝𝑎𝑟𝑎 𝑎𝑙𝑔𝑢𝑛𝑜𝑠 𝜆𝑖∗ ≥ 0, 𝑖 ∈ 𝐼(𝑥∗)                           
𝑖𝑖. 𝑣𝑇 (∇2𝑓(𝑥∗) +∑ 𝜆𝑖∗𝑖∈𝐼(𝑥∗) ∇2𝑔𝑖(𝑥∗))𝑣 > 0, 𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜 𝑣 ∈ ℝ𝑛, 𝑣 ≠ 0: ∇𝑔𝑖(𝑥∗)𝑇𝑣 

= 0, 𝑦 𝑡𝑜𝑑𝑜 𝑖 ∈ 𝐼(𝑥∗).                                                                                                               
Entonces 𝑥∗  es un minimo local estricto de 𝑓 en 𝑋. 

Método de multiplicadores de Lagrange () 

Usaremos las derivadas parciales ó podemos usar diferenciales totales y la regla 

de la cadena. Podemos obtener una función que sea igual a cero usando alguna 

función implícita en las que se dan condiciones de Kuhn-Tucker, ver Bazaara 

MS, Sherali HD, Shetty CM (1993).  

Las condiciones de Kuhn-Tucker, consideran:  

Dado (x, y) un punto máximo local  𝑓(𝑥, 𝑦) ≤ 0 , hay  un valor  no negativo donde 

qué  y  (𝑥, 𝑦)  cumplen con las condiciones de optimalidad de kuhn-tucker, ver 

Teorema 2.3.11 𝑑𝑓(𝑥, 𝑦)𝑑𝑥 −  𝜆 𝑑𝑔(𝑥, 𝑦)𝑑𝑥  = 0 

 𝑑𝑓(𝑥, 𝑦)𝑑𝑦 −  𝜆 𝑑𝑔(𝑥, 𝑦)𝑑𝑦  = 0 

𝜆𝑔(𝑥, 𝑦) = 0 𝑔(𝑥, 𝑦)  ≤  0 

Esta condición es suficiente, si 𝑓(𝑥, 𝑦) 𝑦 𝑔(𝑥, 𝑦) son cóncavas hacia abajo por 

esto se trata de un punto máximo  𝑓(𝑥, 𝑦) análogamente diremos que este es  

punto mínimo de −𝑓(𝑥, 𝑦).  
Ejemplo 2.9 Minimizar el  costo, 𝑓(𝑥, 𝑦) = 6𝑥2 + 3𝑦2,    
s.a. 

 si  𝑥 + 𝑦 ≥ 24 
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Aplicando Kuhn-Tucker tenemos   𝑔(𝑥, 𝑦) =  𝑥 + 𝑦 − 24 ≥ 0  𝑑𝑓(𝑥, 𝑦)𝑑𝑥 −  𝜆 𝑑𝑔(𝑥, 𝑦)𝑑𝑥  = 0   →     𝑑(6𝑥2 + 3𝑦2   )𝑑𝑥 −  𝜆 𝑑(𝑥 + 𝑦 − 24 )𝑑𝑥  = 0 

𝑑(6𝑥2+3𝑦2   )𝑑𝑥 −  𝜆 𝑑(𝑥+𝑦−24 )𝑑𝑥  = 0 → 12𝑥 − 𝜆(1) = 0 − − − − 𝑑𝑓(𝑥, 𝑦)𝑑𝑦 −  𝜆 𝑑𝑔(𝑥, 𝑦)𝑑𝑦  = 0   →     𝑑(6𝑥2 + 3𝑦2 )𝑑𝑦 −  𝜆 𝑑(𝑥 + 𝑦 − 24 )𝑑𝑦  = 0 

𝑑(6𝑥2 + 3𝑦2 )𝑑𝑦 −  𝜆  𝑑(𝑥 + 𝑦 − 24 )𝑑𝑦  = 0 → 6𝑦 − 𝜆(1) = 0 − − − − 
𝑉𝑒𝑟𝑖𝑓𝑖𝑐𝑎𝑚𝑜𝑠 𝑙𝑎𝑠 𝑐𝑜𝑛𝑑𝑖𝑐𝑖𝑜𝑛𝑒𝑠 𝑑𝑒 𝐾𝐾𝑇 

                   𝜆𝑔(𝑥, 𝑦) = 0     →    𝜆 (𝑥 + 𝑦 − 24 ) = 0 𝑔(𝑥, 𝑦)  ≤  0   →    (𝑥 + 𝑦 − 24 )  ≤ 0,                  

 𝜆 (𝑥 + 𝑦 − 24 ) = 0              (𝑥 + 𝑦 − 24 ) ≤ 0                       𝐷𝑒       →  12𝑥 − 𝜆 = 0 → 𝜆 = 12𝑥 

 𝐷𝑒     →  6𝑦 − 𝜆(1) = 0 → 𝜆 = 6𝑦  , Igualando los términos →  12𝑥 = 6𝑦 → 𝑦 =2𝑥 𝑃𝑎𝑟𝑎 𝑞𝑢𝑒 𝑠𝑒 𝑐𝑢𝑚𝑝𝑙𝑎  𝜆(𝑥 + 𝑦 − 24 )  = 0  → Decimos que   𝜆   = 0    (𝑥 + 𝑦 − 24 )  = 0 

Si   = 0 entonces    𝑥 = 𝑦 = 0 ,  vemos que el punto (0, 0) no cumple la condición 

de KKT, ver Teorema 2.3.9. 

Remplazando en el punto (0, 0) 

Reemplazando vemos que (0 + 0 − 24 ) ≤ 0 , por lo tanto, el punto P (0,0)  no 

es óptimo .  

Pero si   0, (𝑥 + 𝑦 − 24 )  = 0 → (𝑥 + 2𝑥 − 24 )  = 0 → 𝑥 = 8  𝑦  𝑦 = 16   
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Donde los puntos P (8, 16) satisfacen la condición de KUHN-TUCKER   

 (8 + 16 − 24 ) ≥ 0, entonces el punto (8, 16) es óptimo 

Vemos que la función de costo  𝑓(𝑥, 𝑦) = (6𝑥2 + 3𝑦2   ) evaluada en (8, 16),  es un 

mínimo ya que la funcion de costo  es cóncava hacia arriba sujeta a la  restricción 

x + y – 24  0 

2.3.5 Elementos de convexidad  

Definición 2.3.10 Un conjunto 𝐶 ⊆ ℝ𝑛 es llamado convexo si 𝐶 = ∅ o para todo 𝑥, 𝑦 ∈  𝐶 y todo 𝛼 ∈ [0,1] tenemos 𝛼𝑥 + (1 − 𝛼)𝑦 ∈ 𝐶. Donde  𝐴 ⊂ ℝ𝑛 es un 

conjunto llamado afín, ∀ 𝑥, 𝑦 ∈ 𝐴 y ∀ 𝑡 ∈ ℝ, 𝑡𝑥 + (1 − 𝑡)𝑦 ∈ 𝐴. Teniendo un 

subconjunto 𝐾 ∈ ℝ𝑛 será un cono si, ∀ 𝑑 ∈ 𝐾 𝑦 𝑡 ≥ 0, 𝑡𝑑 ∈ 𝐾.  

Definición 2.3.11 Sea un conjunto convexo 𝐶 no vacío y 𝑓: 𝐶 ⊂ ℝ𝑛 → ℝ con 

función 𝑓  llamada convexa si cumple: 𝑓(𝛼𝑥1 + (1 − 𝛼)𝑥2) ≤ 𝛼𝑓(𝑥1) + (1 − 𝛼)𝑓(𝑥2), para todo 𝑥1, 𝑥2 ∈ 𝐶 y todo 𝛼 ∈[0,1]. 𝑓 es estrictamente convexa en 𝐶 si 𝑓(𝛼𝑥1 + (1 − 𝛼)𝑥2) ≤ 𝛼𝑓(𝑥1) + (1 −𝛼)𝑓(𝑥2), es estricta ∀ 𝑥1, 𝑥2 ∈ 𝐶, 𝑥1 ≠ 𝑥2 𝑦 𝛼 ∈ (0,1).  
Definición 2.3.12: Dado un conjunto convexo 𝐶 no vacío y 𝑓: 𝐶 ⊂ ℝ𝑛 → ℝ una 

función 𝑓  llamada fuertemente convexa con módulo 𝛾 > 0 si 𝑓(𝛼𝑥 + (1 − 𝛼)𝑦) ≤ 𝛼𝑓(𝑥) + (1 − 𝛼)𝑓(𝑦) − 𝛾𝛼(1 − 𝛼)‖𝑥 − 𝑦‖2, para todo 𝑥, 𝑦 ∈𝐶 y 𝛼 ∈ [0,1]. 
Observación 2.3.7 Observemos que de las definiciones 2.3.9, 2.3.10 decimos  

que si 𝑓 es fuertemente convexa → 𝑓 es estrictamente convexa implica que si    𝑓 

es convexa, pero los recíprocos no siempre son verdaderos veremos en el 

ejemplo 2.10. 

Ejemplo 2.10 Mostraremos varias funciones convexas que son fuertemente 

convexas y estrictamente convexas. 

1. 𝑓(𝑥) = 𝑥2 es fuertemente convexa en ℝ. 

2. 𝑓(𝑥) = 𝑒𝑥 no es fuertemente convexa en ℝ (pero si estrictamente convexa). 

3. 𝑓(𝑥) = 𝑥  no es estrictamente convexa en ℝ (pero es convexa). 
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Definición 2.3.13 Sea un conjunto convexo 𝐶 no vacío y 𝑓: 𝐶 ⊂ ℝ𝑛 → ℝ una 

función 𝑓 es llamada cóncava (estrictamente cóncava) si −𝑓 es convexa 

(estrictamente convexa). 

Definición 2.3.14 Sea un conjunto convexo 𝐶 no vacío y 𝑓: 𝐶 ⊂  ℝ𝑛 → ℝ una 

función 𝑓 es llamada fuertemente cóncava si −𝑓 es fuertemente convexa en 𝐶. 

Definición 2.3.15 Una función 𝑓 ∶ ℝ𝑛 → ℝ es afín si para todo 𝑥, 𝑦 ∈ ℝ y 𝛼 ∈ ℝ 

se tiene que  𝑓(𝛼𝑥 + (1 − 𝛼)𝑦) = 𝛼𝑓(𝑥) + (1 − 𝛼)𝑓(𝑦),  
Teorema 2.3.14 Dado un conjunto convexo 𝐶 ≠ ∅. 𝑓: 𝐶 → ℝ, es una función 

convexa ssi el conjunto 𝐸𝑝𝑖(𝑓): = {(𝑥, 𝑟) ∈ 𝐶 × ℝ ∶ 𝑓(𝑥) ≤ 𝑟} es convexo en ℝ𝑛 × ℝ. T 

Teorema 2.3.15 Dado un conjunto convexo 𝐶 ≠ ∅, con  𝑓: 𝐶 → ℝ, una función 

convexa. Vemos que el  conjunto de nivel 𝐿𝑓(𝛼) ∶= {𝑥 ∈ 𝐶: 𝑓(𝑥) ≤ 𝛼} es convexo 

en ℝ𝑛 para todo 𝛼 ∈ ℝ. 

Observación 2.3.8 El recíproco del Teorema 2.3.13 no es verdadero, 
considere por ejemplo 2.11, la función 𝑓(𝑥)  =  𝑙𝑛𝑥, no es convexa, pero 
podemos observar que el conjunto de nivel  𝐿𝑓(𝛼) es convexo,∀𝛼 ∈ ℝ.  
 

Proposición 2.3.1 Sea 𝑓 ∶  ℝ𝑛 → ℝ. Entonces 𝑓 es convexa si, y solamente si, 

para todo 𝑥 ∈ ℝ𝑛, 𝑑 ≠ 0, 𝑔(𝑡) = 𝑓(𝑥 + 𝑡𝑑) es convexa en ℝ. 

Definición 2.3.16 Sea un conjunto convexo no vacío,𝐷  ℝ𝑛 , es si y solo si: 

  𝜆𝑥 + (1 − 𝜆)𝑦 ∈ 𝐷, 𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜 𝑥 ∈ 𝐷, 𝑦 ∈ 𝐷 , 𝑐𝑜𝑛  𝜆 ∈ [0,1] . 
Definición 2.3.17 Decimos que un operador 𝑇:𝐻 ⇉ 𝐻 es de Lipschitz con 
constante 𝐿 >  0, si para todo  𝑥, 𝑥′ ∈  𝐷           ‖𝑦 − 𝑦′‖  ≤ 𝐿‖𝑥 − 𝑥′‖, 𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜  𝑦 ∈ 𝑇(𝑥), 𝑦  𝑝𝑎𝑟𝑎 𝑡𝑜𝑑𝑜 𝑦′ ∈ 𝑇(𝑥′),  
 

Teorema 2.3.16 Sea 𝑓: 𝐶 → ℝ una función convexa y 𝑥0 ∈ 𝑖𝑛𝑡(𝐶), entonces 𝑓 es 

localmente Lipschitziana en 𝑥0. 
Corolario 2.3.4 Dado  𝐶 conjunto convexo y 𝑓: 𝐶 → ℝ  una función convexa, si 𝑥̅ ∈ 𝑖𝑛𝑡(𝐶), entonces 𝑓 es continua en 𝑥̅.  
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Corolario 2.3.5 Sea 𝑓 ∶ ℝ𝑛 → ℝ una función convexa, entonces 𝑓 es continua en ℝ𝑛. 

Teorema 2.3.17 Sean 𝐶 un conjunto convexo con 𝑖𝑛𝑡(𝐶) ≠ ∅ y 𝑓: 𝐶 → ℝ una 

función convexa, entonces para 𝑥 ∈ 𝑖𝑛𝑡(𝐶) y 𝑑 ∈ ℝ𝑛, 𝑑 ≠ 0, donde: 

1. Donde  𝜑 es una función no decreciente 

2. Si  𝑓′(𝑥, 𝑑) la derivada direccional ∃. 

Lema 2.3.1 Sean 𝐶 un conjunto convexo, 𝑓: 𝐶 → ℝ una función convexa y 𝑥 ∈ 𝑖𝑛𝑡(𝐶), entonces 𝑓′(𝑥, . ) ∶ ℝ𝑛 → ℝ es homogénea de grado 1, convexa y para 

todo 𝑦 ∈ 𝐶: 𝑓(𝑦) ≥ 𝑓(𝑥) + 𝑓′(𝑥, 𝑦 − 𝑥).  
Definición 2.3.18 Sea 𝐶 un conjunto convexo de ℝ𝑛 y 𝑓: 𝐶 → ℝ una función. El 

punto 𝑠 ∈ ℝ𝑛 es un subgradiente de 𝑓 en 𝑥̅ ∈ 𝐶 si  𝑓(𝑦)  ≥  𝑓(𝑥̅)  + ⟨ 𝑠, 𝑦 − 𝑥̅ ⟩, para todo 𝑦 ∈ 𝐶. 

 El conjunto de subgradientes de 𝑓 en 𝑥̅ denominado subdiferencial de 𝑓 en 𝑥̅ y 

es denominado 𝜕𝑓(𝑥̅), donde, 𝜕𝑓(𝑥̅)  =  {𝑠 ∈ ℝ𝑛 ∶ 𝑓(𝑦) ≥ 𝑓(𝑥̅) + ⟨𝑠, 𝑦 − 𝑥̅⟩ para 

todo 𝑦 ∈ 𝐶}.  
Definición 2.3.19  

Decimos que (𝜕̂ )   subdiferencial de Fréchet es: 

 𝜕̂𝑓(𝑥) = {𝑠𝜖ℝ𝑛: lim 𝑖𝑛𝑓𝑦→𝑥 𝑓(𝑦) − 𝑓(𝑥) − 〈𝑠, 𝑦 − 𝑥〉‖𝑦 − 𝑥‖ ≥ 0} 

Definición 2.3.20 Un operador 𝑇:𝐻 ⇉ 𝐻es denominado monótono, si para todo  𝑥, 𝑥′ ∈ 𝐷(𝑇).     ⟨𝑦 − 𝑦′, 𝑥 − 𝑥′⟩ ≥  0, para todo 𝑦 ∈ 𝑇(𝑥) y para todo 𝑦′ ∈ 𝑇(𝑥′). 
El operador 𝑇 es denominado estrictamente monótono cuando la desigualdad 

anterior es estricta para 𝑥 ≠ 𝑥′. 
Definición 2.3.21  Un operador 𝑇:𝐻 ⇉ 𝐻 es denominado monótono maximal 

(m.m) si 𝑇 es monótono y el grafo de 𝑇 no está contenido propiamente en el grafo 

de cualquier otro operador monótono. En otras palabras, si 𝑇 es monótono y para 

todo 𝑇′ monótono tal que   𝑇(𝑥) ⊂ 𝑇′(𝑥) para todo 𝑥, se cumple que 𝑇 = 𝑇′. 
Ejemplo 2.12  
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Sea 𝑓:ℝ → ℝ definida por 𝑓(𝑥) = |𝑥|, entonces, 

𝜕𝑓(𝑥)  = {+1,            si 𝑥 >  0+1,            si 𝑥 >  0 

Teorema 2.3.18 Sea 𝐶 un conjunto convexo y 𝑓: 𝐶 → ℝ una función convexa y 𝑥̅ ∈ 𝑖𝑛𝑡(𝐶) entonces 𝜕𝑓(𝑥̅) es no vacio y acotado.  

Corolario 2.3.6. Dado un conjunto convexo 𝐶 y 𝑓: 𝐶 → ℝ una función convexa, 

inferior semicontinua, 𝑥̅ ∈ 𝑖𝑛𝑡(𝐶) → 𝜕𝑓(𝑥̅) es convexo no vacio y compacto.  

Proposición 2.3.2 Sea 𝐶 un conjunto convexo, 𝑓: 𝐶 → ℝ una función convexa y 𝑥̅ ∈ 𝑖𝑛𝑡(𝐶). donde 𝑓 es diferenciable en 𝑥̅, → 𝜕𝑓(𝑥̅)  =  {𝛻𝑓(𝑥̅)}.  
Teorema 2.3.19 Sea 𝐶 un conjunto convexo y abierto de ℝ𝑛 y 𝑓: 𝐶 → ℝ una 

función diferenciable en 𝐶. Entonces, 𝑓 es convexa ssi: 𝑓(𝑥) ≥ 𝑓(𝑦) + ⟨𝛻𝑓(𝑦), 𝑥 − 𝑦⟩, para todo 𝑥, 𝑦 ∈ 𝐶.  

En la solución del problema de programación no lineal nos asegura la unicidad y 

existencia. 

Teorema 2.3.20 (Weierstrass). Dado una función continua 𝑓 es y conjunto 

cerrado no vacío D, acotado de ℝ𝑛, → un problema P) tiene óptima solución. 

Teorema 2.3.21 Dada una función continua 𝑓  y D es un conjunto cerrado no 

vacío y además f cumple que:  𝑙𝑖𝑚|𝑥|→+∞𝑓(𝑥) = +∞ , entonces un problema P) tiene 

solución óptima. 

 

La unicidad en la solución óptima nos confirma bajo ciertas condiciones muy 

especiales.  

También es posible asegurar que, si el problema tiene un mínimo local, es 

mínimo global. 

Dado el problema P) debemos ver si el problema es convexo, vemos que la 

función objetivo y la región factible también son un conjunto convexo. 

Definición 2.3.22. Decimos que  𝑓: ℝ𝑛 → ℝ  es una función convexa ssi:  𝑓(𝜆𝑥 + (1 − 𝜆)𝑦) ≤ 𝜆𝑓(𝑥) + (1 − 𝜆)𝑓(𝑦) 
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para todo 𝑥, 𝑦 ∈ 𝐷(𝑥 ≠ 𝑦)  𝑐𝑜𝑛    [0,1]   
Si  𝑓(𝜆𝑥 + (1 − 𝜆)𝑦) ≤ 𝜆𝑓(𝑥) + (1 − 𝜆)𝑓(𝑦) se verifica en forma estricta, 

entonces 𝑓 es estrictamente convexa.  

Definición 2.3.23 

Hallaremos la longitud de paso que de un “descenso suficiente” de f aunque esta 

búsqueda es inexacta en relación con el valor 𝑓(𝑥𝑘).Ver Dennis J. and R. B. 

Schnabel (1996). 

Consideramos 𝑓 diferenciable, 𝑥𝑘, 𝑑𝑘¸dados y fijos. Definimos ϕ(t) =  𝑓(𝑥𝑘 +𝑡𝑑𝑘)   .Para un punto fijo   ∈ (0,1), tomamos los t, de  manera que: 

                                                 ϕ(t) ≤  ϕ(0)  +   t ϕ(0).  
Las condiciones de Armijo se dan en términos de 𝑓. 𝑓(𝑥𝑘 + 𝑡𝑑𝑘) ≤  𝑓(𝑥𝑘) +  t∇𝑓(𝑥𝑘)𝑇𝑑𝑘                                               

Esta condición de Armijo es equivalente al valor de  la derivada direccional y la 

longitud del paso 𝑡𝑘¸ . 
Donde el algorítmo, se da de la forma:  

1. Iniciar con t = 1.                                              

2. Si 𝑓(𝑥𝑘 + 𝑡𝑑𝑘) ≤  𝑓(𝑥𝑘) +  t∇𝑓(𝑥𝑘)𝑇𝑑𝑘, entonces definir 𝑡𝑘 = 𝑡; 
3. Caso contrario, debemos reducir t con tomando diferentes criterios hasta que 

se de la condición. 

 Posible manera de cumplir con  t: 

 calcular t (puede ser el punto medio del intervalo) 

Teorema 2.3.22 Dada una función dos veces diferenciable y continua, las 

condiciones son equivalentes: 

1. Una función   𝑓  es convexa 

2.  𝑓(𝑥) ≥ 𝑓(𝑦) + ∇𝑓𝑇(𝑦)(𝑥 − 𝑦)  para dos puntos x e y. 
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3. Las segundas derivadas parciales de 𝑓, se trabajan en la hessiana 

denotada por D2f(x), ∀ x es positiva semi definida . 
Podemos tomar un conjunto cualquiera convexo o no, cumpliendo la definición 

siguiente: 

Teorema 2.3.23 Dado un conjunto convexo 𝐶 abierto de ℝ𝑛 𝑦 una 𝑓𝑢𝑛𝑐𝑖ó𝑛 𝑓: 𝐶 →ℝ,dos veces continuamente diferenciable en 𝐶. Donde  𝑓 es convexa sii  𝛻2𝑓(𝑥) ⪰ 0, ∀  𝑥 ∈ 𝐶. 

2.3.6 Optimización Convexa 

El problema de optimización convexa en el espacio euclidiano ℝ𝑛 consiste en 

resolver el siguiente problema de optimización: 𝑜𝑝𝑡{𝑓(𝑥) ∶ 𝑥 ∈ 𝑋}  
donde 𝑓 es una función convexa 𝑓: 𝑋 ⊂ ℝ𝑛 → ℝ y 𝑋 un conjunto convexo en ℝ𝑛. 

El problema de optimización lineal 

Decimos que 𝑚𝑖𝑛{⟨𝑐, 𝑥𝑖 ⟩: 𝐴𝑥 = 𝑏, 𝑥 ≥ 0},es un problema de optimización 

convexa, sujeta 𝐴 ∈ ℝ𝑚×𝑛, 𝑏 ∈ ℝ𝑚, 𝑐 ∈ ℝ𝑛. 

Ejemplo 2.13 El problema de optimización 

𝑀𝑖𝑛 { 12 ⟨𝑄𝑥, 𝑥⟩ − ⟨𝑐, 𝑥⟩: 𝐴𝑥 =  𝑏, 𝑥 ≥  0},  
Donde una matriz simétrica 𝑄 es positiva semidefinida, del problema de 

optimización convexa. 

Una mportante propiedad de minimización convexa es que un mínimo local es 

mínimo global el que mostramos el resultado siguiente. 

Teorema 2.3.24 Si una función 𝑓 convexa 𝑓: 𝑋 ⊂  ℝ𝑛 → ℝ definida en un 

subconjunto convexo 𝑋 → todo mínimo local es global. 

Teorema 2.3.25 Considere el problema de minimización convexa 𝑚𝑖𝑛{𝑓(𝑥) ∶ 𝑥 ∈ 𝑋 ⊂ ℝ𝑛}. 
Diremos que el conjunto de soluciones óptimas, 𝑋 ∗,de un probelma es convexo. 
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Teorema 2.3.26 Dada una función estrictamente convexa 𝑓: 𝑋 ⊂ ℝ𝑛 → ℝ está 

definida en el subconjunto convexo 𝑋 donde   𝑥̅ es un mínimo de 𝑓 → 𝑥̅ es el 

punto mínimo global único. 

Teorema 2.3.27 Considere el problema de minimización 𝑚𝑖𝑛{𝑓(𝑥) ∶  𝑥 ∈ 𝑋}  
donde una función convexa 𝑓: 𝑋 ⊂ ℝ𝑛 → ℝ es un conjunto convexo 𝑋 ≠ ∅ y 𝑓 es 

diferenciable en ℝ𝑛 → 𝑥̅ es un mínimo global de 𝑓 en 𝑋 si y solo si ⟨𝛻𝑓(𝑥̅), 𝑥 − 𝑥̅⟩ ≥ 0, para todo 𝑥 ∈ 𝑋. 

Corolario 2.3.7 Considere el problema de minimización sin restricciones 𝑚𝑖𝑛{𝑓(𝑥) ∶ 𝑥 ∈ ℝ𝑛}, 
donde 𝑓 es una función diferenciable en ℝ𝑛. Entonces, 𝑥̅ es un mínimo global si, 

y solo si, 𝛻𝑓(𝑥̅)= 0.  

Definición 2.3.24 Una función diferenciable pseudoconvexa,𝑓: ℝ𝑛 → ℝ  es, ∀  

par de puntos distintos 𝑥, 𝑦 tenemos ⟨𝛻𝑓(𝑥), 𝑦 − 𝑥⟩ ≥  0, entonces 𝑓(𝑦)  ≥  𝑓(𝑥).  
Definición 2.3.25 Dado un conjunto convexo 𝐶 y 𝑓: 𝐶 → ℝ una función real. 𝑓 

llamada función cuasi convexa en 𝐶,  ∀  𝑥, 𝑦 ∈  𝐶, 𝑡 ∈  [0,1], se cumple que  𝑓(𝑡𝑥 + (1 − 𝑡)𝑦)  ≤  𝑚𝑎𝑥{𝑓(𝑥), 𝑓(𝑦)}.  
Teorema 2.3.28 Sea 𝐶 un conjunto convexo y 𝑓: 𝐶 → ℝ una función. 𝑓 es 

cuasiconvexa en 𝐶 si, y solamente si, para cada 𝑐 ∈ ℝ el conjunto de nivel inferior 

de 𝑓, 𝐿𝑓(𝑐) = {𝑥 ∈ 𝐶: 𝑓(𝑥) ≤ 𝑐}, es convexo. 

Definición 2.3.26 

Si una función 𝑓: Rn  →R, se denomina Hessiano de 𝑓, (𝐻𝑓) 
𝐻𝑓(𝑥1, 𝑥2. . , 𝑥𝑛) = ⌊  

  𝜕2𝑓(𝑥1, . . , 𝑥𝑛)𝜕𝑥1𝜕𝑥1       …   𝜕2𝑓(𝑥1, . . , 𝑥𝑛)𝜕𝑥1𝜕𝑥𝑛   …                    …                  …𝜕2𝑓(𝑥1, . . , 𝑥𝑛)𝜕𝑥𝑛𝜕𝑥1       …   𝜕2𝑓(𝑥1, . . , 𝑥𝑛)𝜕𝑥𝑛𝜕𝑥𝑛 ⌋  
  
 

La función Hessiana nos ayuda para dar la condición suficiente de un  punto 
estacionario el cual  pude ser un máximo o mínimo (relativo) 
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Definición 2.3.27 

Si una función en un punto tiene gradiente cero, entonces decimos que es una 

condición necesaria donde el punto es un máximo o mínimo (local), Guler,O 

[1991 ], Kaplan y Tichatsche(1998) probaron que la sucesion finaliza en un 

número finito de iteraciones en un punto estacionario o de acumulación de  { 𝑥𝑘} 

es estacionario.  

2.3.7 Optimización Cuasi-convexa 

El problema de optimización cuasi-convexa ver definición 2.3.25, en el espacio 

euclidiano ℝ𝑛 , Arrow KJ, Enthoven AC (1961), consiste en resolver el siguiente 

problema de optimización: 𝑜𝑝𝑡{𝑓(𝑥) ∶  𝑥 ∈  𝑋}  
Decimos que una función 𝑓: 𝑋 ⊂ ℝ𝑛 → ℝ cuasi convexa y  𝑋 un conjunto convexo 

en ℝ𝑛. 

Ejemplo 2.14  

Una función cuasi convexa en economía, es la función de Coob-Douglas 𝑓(𝑥1, 𝑥2) = −𝑥1𝛼1𝑥2𝛼2 cuando 𝛼1 + 𝛼2 > 1  

Dado una función convexa h(x) y el conjunto convexo 𝐷 = {𝑥 ∈ ℝ𝑛 ℎ(𝑥)⁄ ≤ 𝑑} 
para un escalar real 𝑑.   

Se puede probar que la intersección de conjuntos convexos es también un 

conjunto convexo.  

(P) min𝑓(𝑥)  

             𝑠. 𝑎.      ℎ𝑟(𝑥) ≤ 𝑑𝑟     (𝑟 = 1,2, … , 𝑙) 
Tenemos funciones convexas    𝑓(𝑥)  𝑦  ℎ𝑟(𝑥) para d,  𝑟 = 1,2, … , 𝑙  es un 

problema convexo, donde la intersección de los conjuntos convexos es el 

dominio de factibilidad. 𝐷𝑟 = {𝑥 ∈ ℝ𝑛 ℎ𝑟⁄ (𝑥) ≤ 𝑑𝑟   𝑝𝑎𝑟𝑎  𝑟 = 1,… , 𝑙 } 
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Teorema 2.3.29 Si un problema convexo, donde x* un mínimo local de un 

problema  → x* es una solución óptima o mínimo global de un problema, si  x* es 

una solución óptima única cuando la  función es estrictamente convexa  . 

Los problemas de programación no lineal tienen como principal dificultad la 

inclusión de restricciones no lineales de la forma g(𝑥) = 𝑏, dado una sucesión de 

puntos {𝑥 ∈ ℝ𝑛: g(𝑥) = 𝑏 }   cuando g(x) es una función no lineal casi siempre no 

es convexo. Vemos que algunos de los problemas de programación no lineal son 

no convexos por eso no podemos garantizar que la solución de un problema sea 

óptima.  

Ejemplo 2.15 Como puede verse en este ejemplo, resolviendo gráficamente, 

esta geometría de los problemas también cambia respecto a lo visto en 

programación lineal. 

Veremos en el problema siguiente: 

 𝑀𝑖𝑛     (𝑥1 − 3)2 + (𝑥2 − 4)2       
 s.a. (𝑥1 + 𝑥2 ) ≤ 5                                         
                      (𝑥1 − 𝑥2 )  ≤ 3   
   𝑥1 ≥ 0, 𝑥2 ≥ 

Figura 2.3 

Gráfica de un modelo no lineal, dominio de factibilidad del problema 
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Nota: En la figura 2.3., tenemos x* como solución óptima 𝑥1  ∗ = 2, 𝑥2  ∗ = 3, con un 

único punto en la curva de nivel con un valor menor cruza con puntos factibles 

de la región factible.  

Verificamos que los valores no coinciden con los vértices del dominio de 

factibilidad, aunque esta solución se alcanza en el limite del conjunto. 

Además, vemos que a diferencia de programación lineal, no siempre se da.  

Ejemplo 2.16 Modificando el problema del ejemplo 2.15: 

 Min      (𝑥1 − 2)2 + (𝑥2 − 2)2  

s.a    (𝑥1 + 𝑥2 ) ≤ 5            
                        (𝑥1 − 𝑥2 )  ≤ 3                                  

                 𝑥1 ≥ 0, 𝑥2 ≥ 0 

Figura 2.4 

Gráfica de un modelo no lineal con dominio de factibilidad del problema 

 

Nota: Vemos que la solución cambia a lo hallado en la figura 2.3, cuando la 

solución óptima era   𝑥1  ∗ = 2, 𝑥2  ∗ = 2, ahora vemos que la nueva solución cuyo 

dominio de factibilidad pertenece al interior de la región. 
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Observamos gráficamente en la figura 2.3, que la solución óptima no esta en el 

interior del dominio de factibilidad. 

2.3.8 Métodos de optimización con restricciones 

a) Método de activación de restricciones 

Se usa este método en problemas que sólo con restricciones de desigualdad.  

Un problema sin restricción tiene una solución óptima que no necesariamente 

cumple con algunas de las restricciones, se toma k restricciones como si fueran 

ecuaciones resolviendo el problema con restricciones hasta encontrar los valores 

partiendo de restricciones activas cumpliendo además con las restricciones no 

utilizadas. 

1: Resolver el problema sin restricciones. Parar si el punto óptimo cumple con 

todas las restricciones, si no se cumple, tomar k=1 ir al paso siguiente. 

2: Tomar una de las k restricciones y encontrar la solución factible que cumpla 

con condiciones de optimalidad KKT entonces parar. Si no activar otro conjunto 

de k restricciones y repetir. Cuando se probaron con todos los conjuntos de k 

restricciones y no se encuentra una solución factible entonces ir a 3. 

3: Tomemos k = N (donde N es el número total de restricciones) no hay una 

solución factible. Si no, tomar k= k+1 luego ir a 2: 

Ejemplo 2.17. Dado el problema: 
  𝑀𝑖𝑛   (2𝑥1 − 5)2 + (2𝑥2 − 1)2  

s.a.     𝑥1 + 2𝑥2 ≤ 2 

  𝑥1, 𝑥2 ≥ 0 

Tomando el problema irrestricto con solución. 

 𝑥1  ∗ = 5 2⁄      𝑦     𝑥2  ∗ = 1 2⁄   
Cuando se usa:   ∇𝑓(𝑥) = 0 

Vemos que el punto no cumple la restricción: 

  ℎ1(𝑥1, 𝑥2) = 𝑥1 + 2𝑥2 ≤ 2 

Reemplazando esto en la restricción lineal activa: 𝛻𝑓(𝑥1, 𝑥2) + 𝜇1𝛻ℎ1(𝑥1, 𝑥2) = 0  

  ℎ1(𝑥1, 𝑥2) = 2 

Hallamos la solución óptima:  

    𝑥1  ^  = 2.2 

    𝑥2  ^  =  −0.10 
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  𝜇1  ^  = −2.4   pero no cumple que  𝑥2 ≥ 0 

Pero si tomamos a  𝑥1 = 0  vemos que podemos hallar un mínimo local: 

  𝑥1 = 0, 𝑥2 = 1 ∕ 2     

            1 = 0,2 = 0,3 = 0 

Se puede hallar otro mínimo local tomando una restricción activa   𝑥1 + 2𝑥2 ≤ 2   𝑦  𝑥2  = 0    

Hallando el punto    𝑥1 = 2, 𝑥2 = 0  

 

b) Método de Frank – Wolfe. 

Usamos este método cuando la función objetivo es convexa no lineal con todas 

las restricciones lineales. Se sustituye la función objetivo aproximando en una 

secuencia de funciones lineales, que dan como resultado una secuencia de 

problemas de programación lineal. 

Ejemplo 2.18 𝑀𝑖𝑛 𝑍 = −10𝑋1  2 − 𝑋2  2 + 10𝑋1 + 25𝑋2 − 4𝑋1 𝑋2    
s.a. 𝑋1 + 2𝑋2 ≤ 10                                                                        𝑋1 + 𝑋2 ≤ 9                                                                        𝑋1 , 𝑋2 ≥ 0   

Aplicando multiplicadores de Lagrange 𝐿(𝑋1 , 𝑋2 , 𝜆1 , 𝜆2 )  = −10𝑋1  2 − 𝑋2  2 + 10𝑋1 + 25𝑋2 − 4𝑋1 𝑋2  + 𝜆1 (𝑋1 + 2𝑋2 − 10)+ 𝜆2 (𝑋1 + 𝑋2 − 9) − 𝜇1(𝑋1 ) − 𝜇2(𝑋2 ) 
Las primeras derivadas parciales son: ∂L∂𝑋1 = 10 − 20𝑋1 − 4𝑋2 + 𝜆1 + 𝜆2 − 𝜇1 = 0 

∂L∂𝑋2 = 25 − 2𝑋2 − 4𝑋1 +  2𝜆1 + 𝜆2 − 𝜇2 = 0 
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El problema de programación lineal equivalente al original de acuerdo con el 

método de Wolfe ʎ, µ 𝑀𝑖𝑛 𝑊 = 𝐴1 + 𝐴2   
S.a. 20𝑋1 + 4𝑋2 − 𝜆1 − 𝜆2 + 𝜇1 + 𝐴1                          = 10 4𝑋1 + 2𝑋2 −  2𝜆1 − 𝜆2 + 𝜇2         + 𝐴2                   = 25 𝑋1 + 2𝑋2                                                      + 𝑆 3           = 10       𝑋1 + 𝑋2                                                                   +𝑆4   = 9     
En el software POM, usaremos esta nomenclatura, 

  𝜆1 = 𝐿1; 𝜆2 = 𝐿2; 𝜇1 = 𝑀1; 𝜇2 = 𝑀2       

 

Con las siguientes restricciones de holgura complementaria:  𝜆1 𝑥 1 = 0 𝜆2 𝑥2 = 0 

Utilizando el método simplex se tiene que la solución básica inicial es: 

 𝑊 = −35; 𝐴1 = 10; 𝐴2 = 25; 𝑆3 = 10; 𝑆4 = 9  
En la iteración 2, entra 𝑋1 . El punto extremo luego se recalcula  
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 𝑊 = −23; 𝑋1  = 0.5; 𝐴2 = 23; 𝑆3 = 9.5 ; 𝑆4 = 8.5 

En la iteración 3, entra 𝑋2  y sale 𝑋1 . El punto extremo luego se recalcula  

 

 𝑊 = −20; 𝑋2 = 2.5; 𝐴2 = 20; 𝑆3 = 5; 𝑆4 = 6.5   
La última iteración (A1=0 y A2=0), Luego el punto extremo es: 

 𝑊 = 0;𝑋2 = 2.5;  𝜇2 = 20; 𝑆3 = 5 ; 𝑆4 = 6.5   𝑀𝑖𝑛 𝑍 = −10𝑋1  2 − 𝑋2  2 + 10𝑋1 + 25𝑋2 − 4𝑋1 𝑋2 = −(6.25) + 25(2.5) = 56.25 

La solución óptima es: 𝑋1 = 0; 𝑋2 = 5; 𝑍 = 56.25  

c) Problemas con restricciones de desigualdad e igualdad.  

Tomamos el problema P): 

P) Min 𝑓(𝑥)      
 s.a. 𝑔𝑖(𝑥) = 𝑏𝑖           𝑖 = 1,2, … ,𝑚                
               ℎ𝑟(𝑥) = 𝑑𝑟       𝑟 = 1,2, … , 𝑙                
En este caso decimos que x^ es un punto regular de las restricciones del 

problema ssi: 𝑔𝑖(𝑥^) = 𝑏𝑖,    𝑖 = 1,2, … ,𝑚  
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 ℎ𝑟(𝑥^) ≠ 𝑑𝑟   ,     𝑟 = 1,2, … , 𝑙               ∇𝑔1(𝑥^), ∇𝑔2(𝑥^),… , ∇𝑔𝑚(𝑥^), ∇ℎ𝑖(𝑥^) 𝑣𝑒𝑐𝑡𝑜𝑟𝑒𝑠 𝑙𝑖𝑛𝑒𝑎𝑙𝑚𝑒𝑛𝑡𝑒 𝑖𝑛𝑑𝑒𝑝𝑒𝑛𝑑𝑖𝑒𝑛𝑡𝑒𝑠 
 𝐶𝑜𝑛 𝑗 ∈ {𝑟  ℎ𝑟⁄ (𝑥^) ≤ 𝑑𝑟   𝑝𝑎𝑟𝑎  𝑟 = 1,… , 𝑙 } 
 

Teorema 2.3.30 (Condiciones necesarias de 1er orden de KKT).  

Suponer que las funciones son continuas 𝑓, 𝑔1, 𝑔2, … , 𝑔𝑚, ℎ1, ℎ2, … , ℎ𝑙 ,  y 

diferenciables. Donde x^ un mínimo local y punto regular de P), tomamos los 

multiplicadores de Lagrange:  1, 2, … , 𝑚, 1,2, … ,𝑙  ≥ 0 : 

 

𝛻𝑓(𝑥^) +∑𝜆𝑖 𝛻𝑔𝑖(𝑥^)𝑚
𝑖=1 +∑𝜇𝑟𝛻ℎ𝑟(𝑥^) = 0𝑙

𝑟=1  

𝜇𝑟(ℎ𝑟(𝑥^) − 𝑑𝑟) = 0 ;  𝑟 = 1,  2,  . . . ,  𝑙 
 

 

2.4. El Método de los Multiplicadores como caso particular del APP 

Una amplia variedad de problemas puede ser considerados como casos 

especiales basado en el articulo de Souza SS, Oliveira PR, da Cruz Neto JX, 

Soubeyran A (2010), algunos ejemplos son los problemas convexos de 

programación no lineal, problemas de complementariedad monótono, problemas 

de flujos en redes, desigualdades variacionales y sistemas de ecuaciones e 

inecuaciones lineales. 

La aplicación más importante se encuentra en el método de los multiplicadores 

de Hestenes y Powell (1969). Este algoritmo fue propuesto para resolver 

problemas de programación convexa Hestenes, (1969).  A continuación, 

mostraremos que el método de los multiplicadores de Hestenes y Powell es un 

caso particular del algoritmo de punto proximal.  

Consideremos el problema min𝑓(𝑥)     (2.11) 𝑠. 𝑎. 𝑔𝑖(𝑥) ≤ 0     (1 ≤ 𝑖 ≤ 𝑚)  (2.12)  



 

48 

 

    

donde 𝑓, 𝑔𝑖: ℝ𝑛 → ℝ son funciones convexas y diferenciables.  

El lagrangiano estandar para este problema es 𝐿:ℝ𝑛 × ℝ𝑚 → ℝ definido por  

𝐿(𝑥, 𝑦) = {𝑓(𝑥) +∑𝑦𝑖𝑔𝑖(𝑥)𝑚
𝑖=1                , si 𝑦 ≥ 0              +∞                                          , caso contrario            (2.13)   

Para cada 𝑥 ∈ ℝ𝑛, sea 𝑥+ ∈ ℝ𝑛 definido por 𝑥𝑗+ = max{𝑥𝑗 , 0}. y sea 𝛼 > 0 y 

definiremos el Lagrangiano aumentado 𝐿𝛼: ℝ𝑛 × ℝ𝑚 → ℝ como 

𝐿𝛼(𝑥, 𝑦) = 𝑓(𝑥) + 14𝛼∑{[(𝑦𝑖 + 2𝛼𝑔𝑖(𝑥))+]2 − 𝑦𝑖2}𝑚
𝑖=1 ∙ 

Es claro que, como 𝑓 y 𝑔𝑖 son diferenciables entonces 𝐿𝛼 es diferenciable y 

∇𝑥𝐿𝛼(𝑥, 𝑦) = ∇𝑓(𝑥) +∑(𝑦𝑖 + 2𝛼𝑔𝑖(𝑥))+∇𝑔𝑖(𝑥)𝑚
𝑖=1 .                 (2.14) 

El método de los multiplicadores genera sucesiones {𝑥𝑘} ⊂ ℝ𝑛, {𝑦𝑘} ⊂ ℝ𝑚 

mediante: Dados 𝑦0 ∈ ℝ+𝑚  y  𝑦𝑘 ∈ ℝ𝑚 

𝑥𝑘 = arg min𝑥∈ℝ𝑛 𝐿𝛼(𝑥, 𝑦𝑘)                                                   (2.15) 
𝑦𝑖𝑘+1 = (𝑦𝑖𝑘 + 2𝛼𝑔𝑖(𝑥𝑘))+ ∙                                               (2.16) 

Consideremos ahora la función objetivo dual 𝜑:ℝ𝑚 → ℝ definido por 𝜑(𝑦) = min𝑥∈ℝ𝑛 𝐿(𝑥, 𝑦)                                                      (2.17) 
con 𝐿 definido en (2.13). Es claro que 𝜑 es una función cóncava.  

A continuación, probaremos que la sucesión {𝑦𝑘} generada por (2.15), (2.16) es 

la misma que la sucesión generada por el “algoritmo punto proximal” aplicado 𝑎 − 𝜑. 
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Teorema 2.4.1 Sea {𝑦̅𝑘} ⊂ ℝ𝑚 la sucesión generada por el algoritmo de punto 

proximal para𝑚𝑖𝑛𝑦∈ℝ𝑚{−𝜑(𝑦)}, con 𝜆𝑘 = 14𝛼 , 𝑦{𝑦𝑘} la sucesión generada. 

Si 𝑦̅0 = 𝑦0 entonces 𝑦̅𝑘 = 𝑦𝑘 para todo 𝑘. 

Demostración. La prueba se hará por inducción, para 𝑘 = 0, por hipótesis 𝑦0 =𝑦̅0. Asumamos𝑦𝑘 = 𝑦̅𝑘, así 

𝑦̅𝑘+1 = arg min𝑦∈ℝ𝑚 {−𝜑(𝑦) + 14𝛼 ‖𝑦 − 𝑦𝑘‖2} 
luego como −𝜑 y ‖∙ −𝑦𝑘‖2 son funciones propias y convexas, por la Proposición 

2.3.1 se tiene que  

0 ∈ 𝜕 (−𝜑(∙) + 14𝛼 ‖∙ −𝑦𝑘‖2) (𝑦̅𝑘+1) 
además, como  𝑟. 𝑖(𝑑𝑜𝑚(−𝜑)) ∩ 𝑟. 𝑖(𝑑𝑜𝑚(‖∙ −𝑦𝑘‖2)) ≠ ∅,  

Luego obtenemos 

𝜕 (−𝜑(𝑦̅𝑘+1) + 14𝛼 ‖𝑦̅𝑘+1 − 𝑦𝑘‖2) = 𝜕(−𝜑(𝑦̅𝑘+1)) + 𝜕 ( 14𝛼 ‖𝑦̅𝑘+1 − 𝑦𝑘‖2), 
así,  

0 ∈ 𝜕(−𝜑(𝑦̅𝑘+1)) + 𝜕 ( 14𝛼 ‖𝑦̅𝑘+1 − 𝑦𝑘‖2), 
pero, como ‖∙ −𝑦𝑘‖2 es diferenciable, entonces 

0 ∈ 𝜕(−𝜑(𝑦̅𝑘+1)) + 12𝛼 (𝑦̅𝑘+1 − 𝑦𝑘) 
es decir, 

12𝛼 (𝑦̅𝑘+1 − 𝑦𝑘) ∈ 𝜕𝜑(𝑦̅𝑘+1).                                                                         (2.18)  
De la definición de 𝜕𝜑, (2.48) es equivalente a 
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𝜑(𝑦̅𝑘+1) ≥ 𝜑(𝑢) + 12𝛼 〈𝑦̅𝑘+1 − 𝑦𝑘, 𝑦̅𝑘+1 − 𝑢〉 para todo 𝑢 ≥ 0. 
es decir, 

𝜑(𝑢) ≤ 𝜑(𝑦̅𝑘+1) − 12𝛼 〈𝑦̅𝑘+1 − 𝑦𝑘, 𝑦̅𝑘+1 − 𝑢〉 para todo 𝑢 ≥ 0.        (2.19) 

Debido a que (2.19) determina a 𝑦̅𝑘+1 de manera única, es suficiente mostrar 

que sustituyendo 𝑦̅𝑘+1 por 𝑦𝑘+1 también se cumpla (2.19). 

De (2.44), (2.45) y (2.46), se tiene que 0 = ∇𝑥𝐿𝛼(𝑥𝑘, 𝑦𝑘)                                                        
= ∇𝑓(𝑥𝑘) +∑(𝑦𝑖𝑘 + 2𝛼𝑔𝑖(𝑥𝑘))+ ∇𝑔𝑖(𝑥𝑘)𝑚

𝑖=1  

= ∇𝑓(𝑥𝑘) +∑𝑦𝑖𝑘+1∇𝑔𝑖(𝑥𝑘)                          𝑚
𝑖=1  

Luego, de (2.13) 

0 = ∇𝑓(𝑥𝑘) +∑𝑦𝑖𝑘+1∇𝑔𝑖(𝑥𝑘) ∈ 𝜕𝑥𝐿(𝑥𝑘, 𝑦𝑘+1)𝑚
𝑖=1  

así, se tiene que 𝑥𝑘 es un minimizador de 𝐿(∙, 𝑦𝑘+1) y por (2.17) 

𝜑(𝑦𝑘+1) = 𝑓(𝑥𝑘) +∑𝑦𝑖𝑘+1𝑔𝑖(𝑥𝑘).𝑚
𝑖=1                            (2.20) 

Aquí, tenemos una expresión para el primer término de (2.19) con 𝑦𝑘+1 en vez 

de 𝑦̅𝑘+1. Ahora analizaremos el segundo término, es decir, 
12𝛼 〈𝑦𝑘+1 − 𝑦𝑘, 𝑦𝑘+1 −𝑢〉. 

De (2.46), se tiene que 

𝑦𝑖𝑘+1 = (𝑦𝑖𝑘 + 2𝛼𝑔𝑖(𝑥𝑘))+ = max{0, 𝑦𝑖𝑘 + 2𝛼𝑔𝑖(𝑥𝑘)}, 
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Así 

𝑦𝑖𝑘+1 − 𝑦𝑖𝑘 = −𝑦𝑖𝑘 +max{0, 𝑦𝑖𝑘 + 2𝛼𝑔𝑖(𝑥𝑘)}                                   = max{−𝑦𝑖𝑘 + 0,−𝑦𝑖𝑘 + 𝑦𝑖𝑘 + 2𝛼𝑔𝑖(𝑥𝑘)} = max{−𝑦𝑖𝑘, 2𝛼𝑔𝑖(𝑥𝑘)}                                 ≥ 2𝛼𝑔𝑖(𝑥𝑘)                                                                                (2.21) 
esto implica que 

𝑦𝑖𝑘+1(𝑦𝑖𝑘+1 − 𝑦𝑖𝑘) = 2𝛼𝑦𝑖𝑘+1𝑔𝑖(𝑥𝑘).                                (2.22) 
Así, para cualquier 𝑢 ≥ 0, de (2.21) y (2.22), se tiene que 12𝛼 (𝑦𝑖𝑘+1 − 𝑦𝑖𝑘)(𝑦𝑖𝑘+1 − 𝑢𝑖) = 12𝛼 (𝑦𝑖𝑘+1 − 𝑦𝑖𝑘)(𝑦𝑖𝑘+1) − 12𝛼 (𝑦𝑖𝑘+1 − 𝑦𝑖𝑘)(𝑢𝑖)          = 𝑔𝑖(𝑥𝑘)𝑦𝑖𝑘+1 − 12𝛼 (𝑦𝑖𝑘+1 − 𝑦𝑖𝑘)(𝑢𝑖)    ≤ 𝑦𝑖𝑘+1𝑔𝑖(𝑥𝑘) − 𝑢𝑖𝑔𝑖(𝑥𝑘)               (2.23) 

De (2.20) y (2.23) se tiene 

𝜑(𝑦𝑘+1) − 12𝛼 〈𝑦𝑘+1 − 𝑦𝑘, 𝑦𝑘+1 − 𝑢〉≥ 𝑓(𝑥𝑘) +∑𝑦𝑖𝑘+1𝑔𝑖(𝑥𝑘) −∑𝑦𝑖𝑘+1𝑔𝑖(𝑥𝑘).𝑚
𝑖=1 +∑𝑢𝑖𝑔𝑖(𝑥𝑘)𝑚

𝑖=1
𝑚
𝑖=1  

= 𝑓(𝑥𝑘) +∑𝑢𝑖𝑔𝑖(𝑥𝑘)𝑚
𝑖=1  

= 𝐿(𝑥𝑘, 𝑢)                         ≥ min𝑥∈ℝ𝑛 𝐿(𝑥, 𝑢)                  = 𝜑(𝑢)                              
así, 

𝜑(𝑢) ≤ 𝜑(𝑦𝑘+1) − 12𝛼 〈𝑦𝑘+1 − 𝑦𝑘, 𝑦𝑘+1 − 𝑢〉 para todo 𝑢 ≥ 0 

esto es equivalente a 
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𝑦𝑘+1 = arg min𝑦∈ℝ𝑚 {−𝜑(𝑦) + 14𝛼 ‖𝑦 − 𝑦𝑘‖2} 
𝑥𝑘+1 = 𝑃𝑘 (𝑥𝑘)                                                                                    (2.24) 

por lo tanto, 𝑦̅𝑘+1 = 𝑦𝑘+1 y el procedimiento de inducción está completo. 

Observación 2.4.1 Pero si bien teoricamente es posible ejecutar la iteración 

proximal (2.24), en la práctica se puede realizar sólo en unos pocos casos. Dos 

situaciones en los que el paso proximal puede calcularse fácilmente es cuando: 

(i) 𝑇(𝑥) = 𝒩𝐶(𝑥) es el operador normal asociado a algún conjunto 

convexo cerrado 𝐶 ⊂ 𝐻. 

(ii) 𝑇(𝑥) = 𝐴𝑥 + 𝑏 es una función afín. 

En (i), el cono normal a 𝐶 en 𝑥 es definido por 

𝒩𝐶(𝑥) = {{𝑧 ∈ 𝐻: 〈𝑧, 𝑥´ − 𝑥〉 ≤ 0 para todo 𝑥´ ∈ 𝐶}∅                                                                            , si 𝑥 ∈ 𝐶                 , caso contrario  

y la función proximal asociado 𝑃 = (𝐼 +𝒩𝐶)−1 es la proyección ortogonal sobre 𝐶. Veamos esto. 

Sea 𝑃:𝐻 → 𝐻 un operador, probaremos que 𝑃(𝑥) = argmin{‖𝑦 − 𝑥‖: 𝑦 ∈ 𝐶} . 
Debido a que argmin{‖𝑦 − 𝑥‖: 𝑦 ∈ 𝐶} = argmin{‖𝑦 − 𝑥‖ + 𝛿𝐶(𝑦): 𝑦 ∈ 𝐻} = argmin{(1/2)‖𝑦 − 𝑥‖2 + 𝛿𝐶(𝑦): 𝑦 ∈ 𝐻}        
y como 

12 ‖∙ −𝑥‖2 + 𝛿𝐶(∙) es coerciva, continua y estrictamente convexa entonces 

existe 𝑥̅ Tal que 𝑥̅ argmin{‖𝑦 − 𝑥‖: 𝑦 ∈ 𝐶} = argmin{(1/2)‖𝑦 − 𝑥‖2 + 𝛿𝐶(𝑦): 𝑦 ∈ 𝐻} 
luego 

0 ∈ 𝜕((1/2)‖∙ −𝑥‖2 + 𝛿𝐶(∙))(𝑥̅), 
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como 
12 ‖∙ −𝑥‖2 + 𝛿𝐶 son funciones propias, convexas y 𝑟. 𝑖 (𝑑𝑜𝑚 (12 ‖∙ −𝑥‖2)) ∩𝑟. 𝑖(𝑑𝑜𝑚(𝛿𝐶)) ≠ ∅, entonces se tiene que 

0 ∈ 𝜕((1/2)‖∙ −𝑥‖2)(𝑥̅) + 𝜕𝛿𝐶(𝑥̅) 
luego como 

12 ‖∙ −𝑥‖2 Es diferenciable y de la definición 2.3.21, se tiene que 𝜕𝛿𝐶(𝑥̅) = 𝒩𝐶(𝑥̅), así 0 ∈ 𝑥̅ − 𝑥 +𝒩𝐶(𝑥̅) 𝑥 ∈ 𝑥̅ +𝒩𝐶(𝑥̅) 
de esta manera 𝑥 ∈ (𝐼 +𝒩𝐶)(𝑥̅) 
así, 𝑥̅ ∈ (𝐼 +𝒩𝐶)−1(𝑥) 
pero, como (𝐼 +𝒩𝐶)−1 es un operador unívoco, entonces 𝑥̅ = (𝐼 +𝒩𝐶)−1(𝑥) =𝑃(𝑥) 
Por lo tanto, 𝑃 = (𝐼 +𝒩𝐶)−1 es la proyección ortogonal sobre 𝐶. 

En (ii), la iteración proximal en (2.54) presenta la misma dificultad que resolver 

un sistema de ecuaciones lineales.  

Veamos esto, dado 𝑥𝑘 ∈ 𝐻, de la iteración proximal (2.54) se tiene  

𝑥𝑘+1 = (𝐼 + 𝑇)−1(𝑥𝑘)            
𝑥𝑘 = (𝐼 + 𝑇)(𝑥𝑘+1)        
𝑥𝑘 = 𝑥𝑘+1 + 𝑇(𝑥𝑘+1)     
𝑥𝑘 = 𝑥𝑘+1 + 𝐴𝑥𝑘+1 + 𝑏 

𝑥𝑘 = (𝐼 + 𝐴)𝑥𝑘+1 + 𝑏     
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𝑥𝑘 − 𝑏 = (𝐼 + 𝐴)𝑥𝑘+1                     
Denotando 𝐴̃ = 𝐼 + 𝐴 𝑦 𝑏̃ = 𝑥𝑘 − 𝑏, entonces debemos resolver el sistema lineal 𝐴̃𝑥𝑘+1 = 𝑏̃ para obtener la siguiente iteración proximal. 

2.5 Distancia Generalizada 

Presentaremos la definición de la distancia proximal y de la distancia proximal 

inducida, que fueron introducidas por Auslender A, Teboulle M (1999) el que 

adaptaremos a nuestra situación para el conjunto 𝑅+𝑛.  

Definición 2.5.1 Una función 𝑑:ℝ𝑛 × ℝ𝑛 → ℝ+ ∪ {+∞} conocida como distancia 

proximal en ℝ++𝑛 ,  𝑠𝑖 ∀𝑦 ∈ ℝ++𝑛  se cumplen las propiedades:  1. 𝑑(∙, 𝑦) es una distancia estrictamente convexa, semicontinua inferior, 

propia, y continuamente diferenciable en ℝ++𝑛 ;  2. 𝑑𝑜𝑚 𝑑(∙, 𝑦) ⊂  ℝ+𝑛  𝑦 𝑑𝑜𝑚 𝜕1𝑑(∙, 𝑦) = ℝ++𝑛 , donde 𝜕1𝑑(∙, 𝑦) denota la función 

subdiferencial clásica de la función 𝑑(∙, 𝑦)con respecto a la primera variable; 3. 𝑑(∙, 𝑦) es coerciva en ℝ𝑛(𝑖. 𝑒. , lim‖𝑢‖→∞𝑑(𝑢, 𝑦) = +∞ ; 4. 𝑑(𝑦, 𝑦) = 0. 

Donde 𝒟(ℝ++𝑛 ) es una familia de funciones que cumplen con los puntos dados. 

Definición 2.5.2 Dado una distancia proximal 𝑑 ∈ 𝒟(ℝ++𝑛 ), donde la función 𝐻:ℝ𝑛 ×ℝ𝑛 → ℝ+ ∪ {+∞}  es inducida por 𝑑, se dice que 𝐻 es una función de 

valores finitos en ℝ++𝑛 × ℝ++𝑛  y para cada 𝑎, 𝑏 ∈ ℝ++𝑛  se satisface 

(i) 𝐻(𝑎, 𝑎) = 0. 

(ii) 〈𝑐 − 𝑏, ∇1𝑑(𝑏, 𝑎)〉 ≤ 𝐻(𝑐, 𝑎) − 𝐻(𝑐, 𝑏) − 𝐻(𝑎, 𝑏), ∀𝑐 ∈ ℝ++𝑛 ,  

El gradiente ∇1𝑑(∙, 𝑦) de la función 𝑑(∙, 𝑦) se refiere a la primera variable.  

Denotemos por (𝑑, 𝐻) ∈ ℱ(ℝ++𝑛 ) a la distancia proximal e inducida cumple con 

las condiciones ver definición 2.5.1, también denotemos por (𝑑, 𝐻) ∈ ℱ(ℝ++𝑛 ) si 

existe un 𝐻 tal que:  
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(Iiii) 𝐻 es de valores finitos en ℝ++𝑛 ×ℝ++𝑛  satisfaciendo (Ii) y (Iii), para cada 𝑐 ∈ ℝ+𝑛 .  

(iv) Para cada 𝑐 ∈ ℝ+𝑛 , 𝐻(𝑐,∙) tiene conjuntos de nivel acotados en ℝ++𝑛 . 

Luego tenemos  (𝑑, 𝐻) ∈ ℱ+(ℝ+𝑛), cuando  

(v)  (𝑑, 𝐻) ∈ ℱ(ℝ+𝑛).  
(vi) ∀𝑦 ∈ ℝ+𝑛  𝑦 ∀{𝑦𝑘} ⊂ ℝ++𝑛  acotada con lim𝑘→+∞𝐻(𝑦, 𝑦𝑘) = 0 , entonces 

lim𝑘→+∞𝑦𝑘 = 𝑦.  

(vii) ∀𝑦 ∈ ℝ+𝑛  , 𝑑𝑜𝑛𝑑𝑒 ∀{𝑦𝑘} ⊂ ℝ++𝑛  tal que  lim𝑘→+∞𝑦𝑘 = 𝑦, entonces 

 lim𝑘→+∞𝐻(𝑦, 𝑦𝑘) = 0. 

Algunos casos de distancias proximales que satisfacen las condiciones 

mostradas, como las distancias de Bregman, distancias proximales basadas en 𝜙 − divergencias, distancias auto-proximales, y distancias basadas en distancias 

proximales logaritmo cuadraticos, ver Auslender A, Teboulle M (2006) 

Distancias Bregman: Sea ℎ:ℝ𝑛 → ℝ∪ {+∞} una función propia y diferenciable 

en int(domh). Definimos la función 𝐷ℎ(∙,∙):ℝ𝑛 ×ℝ𝑛 → ℝ ∪ {+∞} por  𝐷ℎ(𝑥, 𝑦) ≔ ℎ(𝑥) − ℎ(𝑦) − 〈∇ℎ(𝑦), 𝑥 − 𝑦〉. 
La función ℎ es denominada una función Bregman con zona 𝑆 si: 

(1) ℎ es continua y estrictamente convexa en 𝑆̅. 
(2) ℎ es diferenciable y continua en 𝑆; 

(3) Dado cualquier 𝑥 ∈ 𝑆̅ 𝑦 𝛿 ∈ ℝ, el conjunto de nivel inferior  𝐿𝐷ℎ(𝑥, 𝛿) = {𝑦 ∈ 𝑆: 𝐷ℎ(𝑥, 𝑦) ≤ 𝛿}, es acotada; 

(4) Si {𝑦𝑘} ⊂ 𝑆 converge a 𝑦 entonces 𝐷ℎ(𝑦, 𝑦𝑘) converge a 0. 
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Cuando ℎ es una función Bregman entonces 𝐷ℎ es denominada distancia 

Bregman asociado a ℎ, ver Eckstein J (1998). 

Además, se ha probado (Bauschke y Borwein (1997)) que las condiciones (1) −(4) implican lo siguiente: 

(5) El conjunto de nivel inferior 𝐿𝐷ℎ(𝛿, 𝑦) = {𝑥 ∈ 𝑆̅: 𝐷ℎ(𝑥, 𝑦) ≤ 𝛿} es acotado para 

todo 𝑦 ∈ 𝑆.  

(6) Si {𝑧𝑘} ⊂ 𝑆̅ es acotada, {𝑦𝑘} ⊂ 𝑆 converge a 𝑦, 𝑦 lim𝑘→+∞𝐷ℎ(𝑧𝑘, 𝑦𝑘) = 0,  
entonces lim𝑘→+∞𝑧𝑘 = 𝑦. 

Sea 𝜃:ℝ → ℝ ∪ {+∞} una función propia convexa y semicontinua inferior ver 

definición 2.3.3, con (0, +∞) ⊂ 𝑑𝑜𝑚𝜃 ⊂ [0,+∞) tal que 𝜃 ∈ 𝐶2((0, +∞)), 𝜃′′(𝑡) >0, ∀𝑡 > 0 𝑦 lim𝑡→0+𝜃′(𝑡) = −∞ . Denotemos por Θ0 a la clase de funciones que 

satisfacen las propiedades antes mencionadas y 𝜃(0) < +∞ y definir ℎ̅ =∑ 𝜃(𝑥𝑖)𝑛𝑖=1 , así  

𝐷ℎ̅(𝑥, 𝑦) =∑(𝜃(𝑥𝑖) − 𝜃(𝑥𝑖) − 𝜃′(𝑦𝑖)(𝑥𝑖 − 𝑦𝑖)).𝑛
𝑖=1  

esto es, 𝐷ℎ es separable. Algunos ejemplos de funciones que pertenecen a 𝜃0 
son los siguientes: 

(a) 𝜃1(𝑡) = 𝑡 log 𝑡 para el cual 

𝐷ℎ̅1(𝑥, 𝑦) =∑(𝑥𝑖 log 𝑥𝑖𝑦𝑖 + 𝑦𝑖 − 𝑥𝑖) .𝑛
𝑖=1  

Esta función es denominada distancia divergente Kullback-Leibler. 

 

(b) 𝜃2(𝑡) = 𝑡𝑝 − 𝑡𝑞, si 𝑡 ≥ 0 𝑦 𝜃2(𝑡) = +∞, si 𝑡 < 0; con 𝑝 > 1 𝑦 0 < 𝑞 < 1. 

Para 𝑝 = 2, 𝑞 = 12, tenemos 

𝐷ℎ(𝑥, 𝑦) = ‖𝑥 − 𝑦‖2 +∑ 1√𝑦𝑖2 (√𝑥𝑖 −√𝑦𝑖)2.𝑛
𝑖=1  

 

(c) 𝜃3(𝑡) = 11−𝑝 (𝑝𝑡 − 𝑡𝑝), si 𝑡 ≥ 0 𝑦 𝜃3(𝑡) = +∞, si 𝑡 < 0; con 𝑝 ∈ (0,1) Así 



 

57 

 

𝐷ℎ(𝑥, 𝑦) =∑(𝑦𝑖𝑝 + 1(1 − 𝑝) (𝑝𝑦𝑖𝑝−1𝑥𝑖 − 𝑥𝑖𝑝)) .𝑛
𝑖=1  

Es fácil probar que la distancia Bregman separable 𝐷ℎ̅ satisface las condiciones 

de la ver teorema 4.4.2, para cada 𝜃 ∈ Θ0, por lo tanto 𝐷ℎ̅ ∈ 𝒟(ℝ++𝑛 ).  
Ahora definimos 𝐻(𝑥, 𝑦) ≔ 𝐷ℎ̅(𝑥, 𝑦), así 𝐻(𝑎, 𝑎) = 0, ∀𝑎 ∈ ℝ++𝑛  y de la identidad 

de los tres puntos, Solodov MV, Svaiter BF (2000), obtenemos 〈𝑐 − 𝑏, ∇1𝐷ℎ̅(𝑏, 𝑎)〉 ≤ 𝐻(𝑐, 𝑎) − 𝐻(𝑐, 𝑏) − 𝐻(𝑎, 𝑏). 
Además, como 𝐷ℎ̅(𝑐,∙) tiene conjuntos de nivel acotado en ℝ++𝑛 , entonces (𝐷ℎ̅, 𝐻) ∈ ℱ(ℝ++𝑛 ). Finalmente, de (𝐵6) y (𝐵4) tenemos, respectivamente  

(i) ∀ 𝑦 ∈ ℝ+𝑛  , ∀{𝑦𝑘} ⊂ ℝ++𝑛  acotada con lim𝑘→+∞𝐻(𝑦, 𝑦𝑘) = 𝐷ℎ̅(𝑦, 𝑦𝑘) = 0 , 
entonces lim𝑘→+∞𝑦𝑘 = 𝑦.  

(ii) ∀ 𝑦 ∈ ℝ+𝑛  𝑦 ∀{𝑦𝑘} ⊂ ℝ++𝑛  tal que lim𝑘→+∞𝑦𝑘 = 𝑦, entonces lim𝑘→+∞𝐻(𝑦, 𝑦𝑘) = 𝐷ℎ̅(𝑦, 𝑦𝑘) = 0. 

Esto es,(𝐷ℎ̅, 𝐻) ∈ ℱ+(ℝ+𝑛). 
2.6 Variables utilizadas en el modelo de Cobb Douglas  

Una función de producción muy conocida usado en microeconomía para ver 

procesos de producción, este se uso por primera vez en un estudio empírico en 

Estados Unidos donde se veía la relación en la productividad con el capital y la 

fuerza de trabajo. Tomando la función de producción original homogénea se 

consideró de rango 2 1 en ambos factores, con rendimientos constantes a escala.  

La formula de producción se puede expresar como:  𝑄 = 𝐴 ∗ 𝐿𝛼𝐾1−𝛼 

Teniendo un valor positivo  < 1 que indica la elasticidad del factor trabajo (L). 

La elasticidad del factor capital (K) seria el complemento del factor elasticidad 

del trabajo 1−=  , corresponde a la existencia de constantes a escala de 

rendimientos. La constante A seria un parámetro. 



 

58 

 

La homogeneidad de grado 1 es una de las condiciones que posee la función 

Cobb- Douglas, además de tener facilidad de estimación y los rendimientos 

marginales decrecientes en cada factor de la producción. 

Podemos escribir la función Cobb-Douglas de la forma:                                          

                                            
                                            𝑄 = 𝐹(𝐿, 𝐾) = 𝐴 ∗ 𝐿𝛼𝐾𝛽                        (2.25) 

de manera que puede tomar distintos rendimientos a escala: 

 𝜆𝑛 𝑄 = 𝐹(𝜆𝐿, 𝜆𝐾) = 𝜆𝛼+𝛽(𝐴 ∗ 𝐿𝛼𝐾𝛽) 
 
Entonces diremos que los rendimientos son crecientes si  +  > 1, pero tendrá 

rendimiento decreciente si  +  < 1, pero si los rendimientos constantes a 

escala;será cuando  si  +  = 1. 

Cuando queremos trabajar con los datos podemos hacer uso de una  

transformación logarítmica: 

                              Log Q =  log A + α Log L +  βLog K                (2.26) 

Caracterización de las variables utilizadas en la especificación  

Como queremos hallar una estimación en el caso de Perú de la función 

producción para el, se analizó cuales son las fuentes que nos ayudaría a 

extraer los datos con el objeto de obtener los datos de fuerza de trabajo asi 

como el capital. Por eso definimos las características de estas variables. 

 

Factor de trabajo  

Denotamos L como el factor trabajo, por eso se buscó la información estimada 

por el INEI sobre la  PEA ocupada, obteniendo la información anualizada, debido 

a que la no disponibilidad de la  información del INEI se usaron los datos 

correspondientes al periodo 2001-2019. 

Factor de capital  

Como no se contaba con el dato inicial correspondiente al capital tuvo que 

estimarla. Por esto, se estimó nivel inicial de stock de capital de 13 032 (Miles de 

soles) para el año 1994. Donde el acervo de capital para los siguientes años se 
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calculó con el método de inventarios perpetuos considerando la inversión bruta 

fija, Ana Azofeifa V. & Marlene Villanueva S. (1996) y una tasa de depreciación. 

Tomamos una tasa de depreciación anual de 5 , Shirley Miller L. (2002). 

Producción  

Se uso el Producto Interno Bruto (PBI) en miles de soles como indicador a 

precios constantes. 

Tomamos la inversión bruta fija no residencial como variable relevante en el 

cálculo del stock de capital. Como no se tiene esta variable se consideró la 

inversión bruta interna Zivot, E. and D. W. Andrews (1992)., en los que se 

considera los inventarios y la inversión residencial, los cuales no ayudan a 

incrementar la capacidad productiva. 

 Los inventarios perpetuos se utilizan para poder estimar el stock de capital 

mediante la forma recursiva: 𝐾𝑡 = (1 − δ)𝐾𝑡−1 + 𝐼𝑡−1, tal que denotamos a la 

inversión bruta fija como I,ver Ana Azofeifa V. & Marlene Villanueva S. (1996) y δ es la tasa de depreciación, Shirley Miller L. (2002). 

Productividad  

Como no se puede medir directamente el nivel de productividad debemos 

obtenerlos como resto de la ecuación, ver Hamilton, J. D. (1994). Ver (2.25), 

cuando se hallan los parámetros de elasticidad  𝛼  𝑦  𝛽 (en cuanto a la fuerza 

laboral y el capital), Perron, P. (1994). Ver figura 4.1 (PBI-Millones de Soles-

2007) 
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Capítulo 3 

 

3. METODOLOGíA 

Se tomaron las siguientes partes en el trabajo: 

3.1 El Universo 

El universo en espacios Euclidianos en nuestra investigación de optimización no 

convexa y su aplicación a una clase de modelos económicos de decisión como 

problemas de la cartera, problemas de producción. En Investigación de 

Operaciones uno de los casos que se estudia son problemas de optimización no 

convexa y asi hallar los valores máximos o mínimos de funciones no convexas 

restringidas en un conjunto convexo. Por otro lado, los modelos económicos de 

decisión representan situaciones donde el agente económico trata de obtener la 

mejor decisión dentro de todas las posibilidades. 

3.2 Técnicas de recopilación de datos 

En la investigación a trabajar fue necesaria una búsqueda en revistas publicadas 

de información científica, uso de hemerotecas y bibliotecas especializadas, 

asistencia a eventos científicos y reuniones con algunos especialistas en el tema. 
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Los datos de microeconomía (Modelo Cobb Douglas), se obtuvieron de la 

información en las tablas extraídas de estadísticas publicadas por INEI y BCR. 

3.3 Técnicas descriptivas para la contrastación o demostración de las 

hipótesis 

Luego se tomo como metodología un enfoque de tipo inductivo-deductivo 

tomando en cuenta investigaciones recientes, con el fin de poder aplicarlo a 

nuestros requerimientos y asi lograr los resultados que detallaremos en las 

siguientes secciones.  

Encontramos resultados de algoritmos utilizados para hallar resultados en 

problemas de optimización en funciones cuasi-convexas, pero no se encuentra 

en el caso genérico no convexa de minimización. 

Estudiamos los artículos en mención y observamos que podíamos extender más 

aún el método considerando algunas hipótesis apropiadas. 

Observamos también que no se habían publicado experimentos 

computacionales aplicados a modelos económicos salvo algunas experiencias 

de funciones no convexas, por esto se mostró una aplicación de Cobb Douglas. 
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Capítulo 4 

4. RESULTADOS Y DISCUSIÓN 

4.1 Análisis, interpretación y discusión de resultados 

Los resultados de esta tesis son los siguientes: 

- Convergencia débil de la extensión del método proximal propuesto a un punto 

de KKT generalizado. 

- Aplicación del método para la solución de problemas económicos de decisión.  

- Presentación de algunos resultados computacionales del método propuesto en 

la solución de algunos problemas académicos para constatar los resultados 

teóricos. 

Los resultados anteriores podemos interpretarlos como la extensión del método 

proximal en el caso de problemas de optimización no convexa en el ortante no 

negativo.  

En casos prácticos es importante resolver problemas no convexa de 

optimización en el ortante no negativo pues estas restricciones reflejan la 
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cantidad elegída en la decisión de un agente económico en teoría de decisión, 

cantidad producida en producción, etc. 

En el capítulo 4, Cobb, C. W. y Douglas, P. H. (1928): se muestra un caso con 

este método ilustrando su utilidad en las aplicaciones.  

Con respecto a la discusión de los resultados podemos mencionar lo siguiente: 

- La aplicación del método a problemas económicos presentados en esta tesis 

se puede ampliar desde compañías individuales hasta cuestiones económicas 

globales. 

4.2 Pruebas de hipótesis 

 Usando un concepto de subdiferencial de Fréchet y sus propiedades 
geométricas fue posible extender el "Método del Punto Proximal ", para 
solucionar problemas no convexos de optimización y en particular cuando la 
función es convexa el método se reduce al clásico método de optimización 
propuesta por Martinet (1970). 

Usando la teoría de sucesiones y análisis matemático fue posible obtener la 

convergencia generada en la sucesión por la extensión del "Método del Punto 

Proximal “, Articulo PESQUIMAT De la Cruz, L, Papa, E. (2013). 

Mostramos en las aplicaciones que los modelos de decisión en economía están 

íntimamente relacionados a problemas de optimización no convexa, en particular 

usando Cobb Douglas. 

4.3 Presentación de resultados de Cobb Douglas   

Presentamos los resultados obtenidos en el modelo de Economía (Cobb 

Douglas) en el periodo 1994 -2019. 

Ver anexos 1-8 (Se muestran las tablas extraídas de estadísticas del INEI y 

BCR) 

Figura 4.1 
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PBI-Millones de Soles-2007 

 

 

 

  Figura 4.2 

  Los estadísticos Cusum y Cusum cuadrado   
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Nota: Tomando estadísticos Cusum y Cusum cuadrado los cuales nos indican 

que los coeficientes son estables en la regresión del ajuste, podemos observar 

que el coeficiente de determinación (R2ajustado) es bastante alto, lo que no da 

la idea que la mayor parte de la producción puede darse por el aporte de los 

factores de producción. 

Figura 4.3 

Gráfica de los estadísticos Cusum y Cusum cuadrado 

 

4.4 Algoritmo Proximal para Minimización 

Estamos interesados en resolver el problema  min{𝑓(𝑥): 𝑥 ≥ 0}                                              (4.1)        
donde 𝑓:ℝ𝑛 → ℝ ∪ {+∞} es una función propia ver definición 2.3.5, tal que 𝑑𝑜𝑚 𝑓 ∩ ℝ+𝑛 ≠ ∅ 𝑦 𝑥 ≥ 0 nos indica que  𝑥, 𝑥𝑖, es no negativo. 

En esta subsección presentamos una extensión del "Método del Punto 
Proximal “. con una distancia proximal y asi hallar los resultados del problema 
planteado basado en el articulo de Papa Quiroz y Oliveira (2012i). 

4.4.1 El Algoritmo 

Tenemos un punto inicial y una sucesión de parámetros positivos {𝜆𝑘} y  
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𝑥0 ∈ ℝ++𝑛 .                                                             
Para cada 𝑘 = 1,2, …, si 0 ∈ 𝜕̂𝑓(𝑥𝑘−1), hallamos el valor. Si no hallar un  𝑥𝑘 ∈ ℝ𝑛 

de manera  

0 ∈ 𝜕̂(𝑓(∙) + 𝜆𝑘𝑑(∙, 𝑥𝑘−1))(𝑥𝑘),                                     
donde 𝑑 es una distancia proximal tal que (𝑑, 𝐻) ∈ 𝐹+(ℝ+𝑛). 
Observación 4.4.1 Observamos que el algoritmo es una extensión (para 

funciones no convexas) "Método del Punto Proximal ". donde, la función  𝑓 es 

convexa decimos que las iteraciones se dan de la forma.  𝑥𝑘 = argmin𝑥≥0 {𝑓(𝑥) + 𝜆𝑘𝑑(𝑥, 𝑥𝑘−1)}, 
Observación 4.4.2 Como estamos interesados en resolver (4.1) donde 𝑓 es no 

convexa es necesario ver que en el algoritmo sólo se necesita hallar un punto 

estacionario, en cada iteración, ver definición 2.3.27 ( no un mínimo global) de la 

función regularizadora 𝑓(∙) + 𝜆𝑘𝑑(∙, 𝑥𝑘−1) vemos asi  que los algoritmos locales 

se pueden hallar en cada iteración de manera  satisfactoria. 

Observación 4.4.3 Dado (4.3), con (𝜆𝑘/2)𝑑(∙, 𝑥𝑘−1), es continuamente 

diferenciable, obtenemos que  

0 ∈ 𝜕̂𝑓(𝑥𝑘) + 𝜆𝑘∇1𝑑(𝑥𝑘, 𝑥𝑘−1). 
Así, existe 𝑔𝑘 ∈ 𝜕̂𝑓(𝑥𝑘) tal que  𝑔𝑘 = −𝜆𝑘∇1𝑑(𝑥𝑘, 𝑥𝑘−1). 
4.4.2 Resultados de Convergencia 

 Teorema 4.4.1 Sea 𝑓 una función semicontinua inferior y acotada 

inferiormente donde la sucesión {𝑥𝑘}, generada por "Método del Punto 
Proximal ", en el ortante  𝑥𝑘 ∈ ℝ++𝑛 .esta bien definida.  

Demostración. Como 𝑓 es acotada inferiormente y semicontinua inferior y la 

distancia 𝑑(∙, 𝑦) es coerciva, ver Definición 2.3.4, 𝑓(𝑥) + 𝜆𝑘𝑑(𝑥, 𝑥𝑘−1) 
semicontinua inferior, ver definición 2.3.3 y coerciva se confirma la existencia 

de {𝑥𝑘},la positividad de 𝑥𝑘  es inmediata de la definición de 𝑑.  
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Hipótesis A. 𝑓:ℝ𝑛 → ℝ∪ {+∞} es una función propia ver definición 2.3.5, 

acotada inferiormente y semicontinua inferior ver definición 2.3.3.  

Para hallar el punto límite tomamos una clase especial de las distancias 

proximales a otra de las distancias proximales separables, 

𝑑(𝑥, 𝑦) =∑𝑑𝑖(𝑥𝑖, 𝑦𝑖),𝑛
𝑖=1  

donde 𝑑𝑖: ℝ × ℝ → ℝ ∪ {+∞}.  
Definamos también: 𝐽(𝑥̅) = {𝑖 ∈ {1,2, … , 𝑛}: 𝑥̅𝑖 > 0}. 
Teorema 4.4.2 Digamos que la hipótesis 𝑨 es satisfecha, 𝑑 es separable. Si 0 < 𝜆𝑘 < 𝜆̅, para todo 𝑘 y algún 𝜆̅ > 0, → la sucesión {𝑥𝑘} converge debilmente 

a un punto 𝑥̅ tal que: 

i) 𝑥̅𝑖 ≥ 0,    ∀𝑖 = 1,2, … , 𝑛;  

ii) lim inf𝑘→+∞ 𝑔𝑖𝑘 ≥ 0,      ∀𝑖 ∈ 𝐽(𝑥̅) 
iii) lim inf𝑘→+∞ 𝑥𝑖𝑘𝑔𝑖𝑘 ≥ 0,      ∀𝑖 ∈ 𝐽(𝑥̅). 

4.5 Aplicaciones a Economía 

Al aplicar modelos con el "Método del Punto Proximal “, se dan en diversas 
líneas de investigación en optimización fraccionaria, teoría de localización, 
teoría de decisiones y en casos de economía. En esta tesis damos un ejemplo 
de la teoría del consumidor, en un modelo de microeconomía.  

En la mayoría de los problemas se hacen hipótesis de tal forma que los modelos 

sean convexos, y luego se usa cualquier metodo de optimización de problemas 

convexos, restringiendo su aplicación a casos más generales.  

Según nuestra investigación no existe aún un software que trate problemas 

específicamente no convexos, es por eso por lo que esta tesis es un aporte para 

este fin. 

4.5.1 Aplicación del Método a la Teoría Económica de decisión.  
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En la teoría económica de la decisión se dan modelos matemáticos que se da 

en la elección óptima de un agente económico (un Estado, empresa, etc.) con 

una variedad de alternativas a escoger. Tomando el agente económico en un 

problema de decisión:  

• Teniendo alternativas el que nos ayuda a elegir el universo de ellos. 

• En el agente económico evalúa las diferentes alternativas tomando el criterio 

de valorización de ellos. Este criterio se usa en una relación binaria reflexiva y 

transitiva (≾), definida económicamente como “es al menos tan preferible” el que 

nos indica sus preferencias sobre el conjunto de elección. En economía 

llamamos preferencia a esta relación. 

• Los recursos escasos delimitan al conjunto de oportunidades en la que el 

agente económico efectivamente se puede elegir. 

Donde el conjunto de elección 𝑋, se dice que µ ∶  𝑋 → ℝ llamada función de 
utilidad  (≾) si ∀𝑥, 𝑦 ∈  𝑋                               𝑦 ≾ 𝑥 , sii  µ(𝑦)  ≤  µ(𝑥). 
Las preferencias (≾), sujetas a condiciones sobre 𝑋 pueden ser dados por una 

función de utilidad µ . de manera que se pueda elegir la mejor alternativa para 

maximizar la función µ . podemos decir que resolver el problema de decisión del 

agente económico es equivalente a resolver el problema de maximización: 𝑚𝑎𝑥{µ(𝑥) ∶  𝑥 ∈  𝑋}. 
Un de los casos de una función de utilidad es la función cuasi-cóncava, donde , µ cumple con: µ(𝜆𝑥 + (1 − 𝜆)𝑦)  ≥  𝑚𝑖𝑛{µ(𝑥), µ(𝑦)}, para todo 𝑥, 𝑦 ∈  𝑋; y todo 𝜆 ∈  [0,1]. 
Podemos probar que la función está relacionada íntimamente a la hipótesis de 

convexidad de la preferencia, osea ≾, es convexa si para 𝑥, 𝑦, 𝑧 ∈  𝑋   con  𝑥 ≾ 𝑦  y  𝑥 ≾  𝑧 en 𝑋  𝑦  0 ≤  𝛼 ≤  1 entonces  

                                    𝑥 ≾  𝛼𝑦 + (1 − 𝛼)𝑧.  
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La definición  ≾ en el caso económico, se puede decir como la tendencia 
natural del agente económico a diversificar las mejores entre todas posibles 
elecciones, donde, si 𝑧 𝑒 𝑦 son dos alternativas al ≾ 𝑥, entonces, podemos 
pensar que la combinación 𝛼𝑦 + (1 − 𝛼)𝑧,  ∀𝛼 ∈  [0,1], es continúa siendo al 
menos tan preferible como 𝑥. 

La condición de convexidad de la preferencia ≾   y ciertas condiciones 

apropiadas sobre 𝑋,  permiten ver la existencia de una función de utilidad µ cuasi 

cóncava y por lo que tener un problema de optimización cuasi-cóncavo y las 

restricciones son cuasi-cóncavas. 

Ejemplo 4.5.1 

Una  empresa puede producir n productos en cantidades 𝑥1, 𝑥2, … , 𝑥𝑛 siendo sus 

costos de producción (por unidad) respectivamente igual a 𝑝1, 𝑝2, …,𝑝𝑛,  donde 𝑝𝑛  >  0, para todo 𝑖 =  1,2, . . . , 𝑛. Con un capital de b soles en la producción y 

una función continua 𝑓 nos indica la utilidad de producción de los 𝑛 productos, el 

problema de conocer una utilidad máxima este dado: 𝑚𝑎𝑥{𝑓(𝑥) ∶ 𝑝𝑇 𝑥 ≤  𝑏, 𝑥𝑖  ≥  0}. 
En economía una de las funciones más conocidas que expresan la función de 

producción de una empresa es la función de Cobb-Douglas, Zivot, E. and D. W. 

Andrews (1992), 𝑓(𝑥) = 𝑘. 𝑥1𝛼1𝑥2𝛼2 …𝑥𝑛𝛼𝑛,  

donde 𝑘 > 0, 𝛼1,𝛼2,… , 𝛼𝑛 > 0 y 𝛼1 + 𝛼2 +⋯+ 𝛼𝑛 = 1. 
Cobb, C. W. y Douglas, P. H. (1928):  publicaron un estudio en el cual modelaban 

el crecimiento de la economía estadounidense durante el perÍodo 1899-1922. 

Ellos tomaron un punto de vista simple en la economía con la producción 

determinada por el número de mano de obra relacionada 𝑥1 y el numero de 

capital invertido 𝑥2. Hay varios factores que pueden afectar el rendimiento 

económico, este caso resultó notablemente exacto. La función utilizada en el 

modelo de producción de manera que 𝑓(𝑥) = 𝑘. 𝑥1𝛼1𝑥2𝛼2, 



 

70 

 

Donde la producción total 𝑓(𝑥1, 𝑥2) (el valor monetario de todos los bienes 

producidos anualmente), la mano de obra 𝑥1 es la cantidad total de HH 

trabajadas al año) y el capital invertido 𝑥2 es el valor monetario de toda la 

maquinaria, equipo, edificios, etc). Usando derivadas parciales para demostrar 

cómo la forma particular del modelo se infiere de ciertas suposiciones que 

plantearon con respecto a la economía. 

Si la función de producción 𝑓(𝑥1, 𝑥2), con derivada parcial de 
𝜕𝑓𝜕𝑥1  es la razón a la 

cual cambia la producción con respecto a la cantidad de mano de obra. Los 

economistas conocen como producción marginal respecto a la mano de obra o 

productividad marginal de la mano de obra, ver De Lamo, A. R. y Dolado, J. J. 

(1993); análogamente tenemos la derivada parcial de 
𝜕𝑓𝜕𝑥2  es la razón a la cual 

cambia la producción en referencia a la cantidad de capital invertido l que se 

denomina productividad marginal del capital. En estos términos las suposiciones 

que plantearon Cobb y Douglas se pueden plantear como sigue: 

1) Si la mano de obra o el capital disminuye, entonces pasa lo mismo con la 

producción. 

2) La producción marginal respecto a la mano de obra es equivalente a la 

cantidad de producción por unidad de mano de obra. 

3) La productividad marginal del capital es proporcional a la cantidad de 

producción por unidad de capital. 

Debido a que la producción por unidad de mano de obra es 
𝑓𝑥1 la hipótesis 2) 

plantea que 

𝜕𝑓𝜕𝑥1 = 𝛼 𝑓𝑥1, 
Para algún 𝛼 > 0.  Si tenemos 𝑥2 constante diremos que la ecuación diferencial 

parcial se convierte en una ecuación diferencial ordinaria 

𝑑𝑓𝑑𝑥1 = 𝛼 𝑓𝑥1, 
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Si resolvemos esta ecuación diferencial separable obtenemos: 𝑔(𝑥1) = 𝑓(𝑥1, 𝑥2) = 𝑐(𝑥2). 𝑥1𝛼 

De forma análoga con respecto a la otra variable da 

ℎ(𝑥2) = 𝑓(𝑥1, 𝑥2) = 𝑐(𝑥1). 𝑥2𝛽 

Para algún 𝛽 > 0. Al comparar las dos ecuaciones anteriores obtenemos: 

𝑓(𝑥) = 𝑘. 𝑥1𝛼𝑥2𝛽,………….(𝜃) 
donde 𝑘 es una constante que es independiente tanto de 𝑥1 e 𝑥2. 
En la ecuación anterior, la mano de obra  𝑥1 𝑦  el capital  𝑥2 aumenta un factor m 

es independiente tanto de 𝑥1,  𝑥2, entonces en (𝜃) tenemos:  

𝑓(𝑚𝑥1, 𝑚𝑥2, ) = 𝑘(𝑚𝑥1)𝛼(𝑚𝑥2)𝛽 = 𝑘𝑚𝛼+𝛽 𝑥1𝛼𝑥2𝛽 = 𝑚𝛼+𝛽 𝑓( 𝑥1, 𝑥2). 
Si, además,  𝛼 + 𝛽 = 1, entonces: 𝑓(𝑚𝑥1, 𝑚𝑥2, ) = 𝑚𝑓( 𝑥1, 𝑥2), 
condición que es llamada en economía función homogénea de grado 1 y que se 

interpreta como la producción se incrementa en un valor m. por eso Cobb y 

Douglas tomaron  𝛼 + 𝛽 = 1, por lo que, se tiene: 𝑓(𝑥) = 𝑘. 𝑥1𝛼𝑥21−𝛼, 

Tomamos la función de dos variables en Cobb y Douglas en producción, ver 

Felipe, Jesús y Adams, F. Gerard (2005). 

Cobb y Douglas tomaron los datos que publicó el gobierno en el año 1899 como 

una línea de referencia 𝑓, 𝑥1 y  𝑥2 en el año 1899 se le dio un valor de 100 para 

la Tabla 3. 

 Los datos de otros años se tomaron como porcentajes de los valores de 1899. 

Cobb, C. W. y Douglas, P. H. (1928): aplicaron el método de los mínimos 

cuadrados para ajustar los datos, ver la Tabla Nro: 3   a la función: 
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𝑓(𝑥) = 1.01. 𝑥10.75𝑥20.25. 
En efecto, de la función 𝑓(𝑥) = 𝑘. 𝑥1𝛼𝑥21−𝛼,  dividiendo por 𝑥2  𝑓𝑥2 = 𝑘. 𝑥1  𝛼. (𝑥2   1−𝛼𝑥2 ) = 𝑘. 𝑥1  𝛼. ( 1𝑥2  𝛼) 

 

tomando logaritmos a ambos lados tenemos: 

𝑙𝑛 ( 𝑓𝑥2) = ln(𝑘) + 𝛼𝑙𝑛 (𝑥1𝑥2). 
Si hacemos 𝑥 = 𝑙𝑛 (𝑥1𝑥2)        𝑦 = 𝑙𝑛 ( 𝑓𝑥2), tenemos que 𝑦 = 𝛼𝑥 + ln (𝑘). 
Tabla 3.  

 

Año 𝑓(𝑥1, 𝑥2) 𝑥1 𝑥2 
1899 

 
100 100 100 

1900 
 

101 105 107 

1901 
 

112 110 114 

1902 
 

122 117 122 

1903 
 

124 122 131 

1904 
 

122 121 138 

1905 
 

143 125 149 

1906 
 

152 134 163 

1907 
 

151 
 

140 176 

1908 
 

126 123 185 

1909 
 

155 143 198 

1910 
 

159 147 208 
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1911 
 

153 148 216 
 

1912 
 

177 155 226 

1913 
 

184 156 236 

1914 
 

169 
 

152 244 

1915 
 

189 156 266 

1916 
 

225 
 

183 298 

1917 
 

227 
 

198 335 

1918 
 

223 
 

201 366 

1919 
 

218 196 387 

1920 
 

231 194 407 

1921 
 

179 146 417 

1922 240 161 431 
 

Autor: Charles Cobb y Paul Douglas (1928,) 

Usando la Tabla 3  y elaborando una tabla de valores de 𝑥 = 𝑙𝑛 (𝑥1𝑥2) y 𝑦 = 𝑙𝑛 ( 𝑓𝑥2) 
y luego usando una regresión cuadrática para calcular la recta que pasa por los 

puntos 𝑥 = 𝑙𝑛 (𝑥1𝑥2) y 𝑦 = 𝑙𝑛 ( 𝑓𝑥2), se obtienen los valores de 𝛼 = 0.75 y 𝑘 = 1.01. 
Consideremos el siguiente problema de optimización: 

La producción total 𝑓 de un determinado producto tiene como variable 

dependiente la cantidad 𝑥1 de mano de obra usada y de la cantidad 𝑥2 de 

inversión de capital. Considerando los supuestos de Cobb y Douglas dados 

anteriormente: 

La función de Cobb Douglas esta dada, ver Felipe, Jesús y Adams, F. Gerard 

(2005). 𝑓(𝑥) = −𝑘. 𝑥1𝛼𝑥21−𝛼, 

donde 𝑘 > 0 y 0 < 𝛼 < 1. Donde m es el costo unitario de mano de obra y n el 

costo unitario de capital, la empresa puede gastar su presupuesto pero sólo 

hasta p dólares del total, tomando P como función de producción que se 

maximiza bajo determinadas condiciones: 
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𝑚𝑥1 + 𝑛𝑥2 ≤ 𝑝 

y por lo tanto, el problema de optimización consiste en: min{𝑓(𝑥) = −𝑘. 𝑥1𝛼𝑥21−𝛼: 𝑚𝑥1 + 𝑛𝑥2 ≤ 𝑝, 𝑥1 ≥ 0𝑥2 ≥ 0}                         (4.2) 

Usaremos el “Método del Punto Proximal”, presentado en este artículo De la 

Cruz, L, Papa E. (2013), para encontrar la solución del problema. 

4.5.2. Pruebas económetricas para obtener el valor de α y β 

Se definen α y β, ver 2.6, debemos estimar estos valores de las funciones de 

producción utilizando análisis de regresión lineal clásico, también se puede usar 

el método de regresión no lineal. En los dos casos se estiman los parámetros de 

la función mediante varios algoritmos; uno de ellos es con Mínimos Cuadrados 

Ordinarios (MCO), los cuales se obtienen de minimizar una de las desviaciones 

cuadráticas de los datos observados y los datos estimados de la variable 

dependiente. Otro caso se puede usar la Máxima Verosimilitud, (MV), el cual 

tiene algunas propiedades estadísticas más fuertes que MCO esto resulta de  

hallar los parámetros de manera  que la probabilidad de observar un valor 

determinado de la variable dependiente sea máxima. En el caso de estimar el 

modelo de una función de produccción en el caso de Perú utilizando el software 

econométrico Eviews 8. 

Como el tamaño muestral utilizado es pequeño, recomendamos tener cuidado al 

evaluar los resultados anteriores. Se sabe que la literatura dice que existen 

varias limitaciones con muestras pequeñas, porque pueden surgir sesgos al 

estimar por Mínimos Cuadrados Ordinarios (MCO). 

4.5.3. Resultados con función Cobb-Douglas 

Para hallar la relación entre las funciones del tipo Cobb-Douglas, se uso la 

transformación logarítmica en un modelo lineal:                               𝐿𝑜𝑔 𝑄𝑡  = 𝐿𝑜𝑔 𝐴𝑡  +∝ 𝐿𝑜𝑔 𝐿𝑡 + 𝛽𝐿𝑜𝑔 𝐾𝑡                                     (4.3) 

 Para la especificación teórica 3.1 se presenta el siguiente modelo econométrico:  
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                                 𝑌𝑡   =𝐶0+𝐶1𝑋1 + 𝐶2𝑋2 + 𝐶3𝑋3  + ξ𝑡                       (4.4)    

 Donde 𝑥1 = 𝐿𝑜𝑔 𝐴𝑡 ,  𝑥2 = 𝐿𝑜𝑔 𝐿𝑡 ,   𝑥3 = 𝐿𝑜𝑔 𝐾𝑡 ,   
Además de ello se estimó la serie en primeras diferencias para corregir el 

problema de la no estacionariedad de las variables.  

En la función de producción se hallo que la participación del factor trabajo en el 

producto es aproximadamente a 0,50 (Ver Figura 4.2)  

Quedando la formulación de esta manera     𝑚𝑖𝑛𝑓(𝑥) = − 𝑥10.5𝑥20.5       ( 4.5)     

Los valores de α y β, son las elasticidades de la producción en relación a los 

factores, Ver (Figura 4.2). muestran que los valores del estadístico "F", que 

corresponden a cada parámetro, vemos que ambos factores son significativos. 

La variable ficticia con el signo esperado, resultó significativa y, esto nos dice 

que, en efecto, la crisis del período 2008 recibió el peso del ajuste, el cual se 

manifestó fuertemente en una reducción de la producción.  El uso de esta 

variable se determina al momento de observar la serie del PBI, se observa un 

cambio en el periodo 2008, la razón fundamental de éste quiebre es el impacto 

que tuvo de la crisis financiera internacional en la economía nacional. (Ver Figura 

4.1) Los estadísticos Cusum y Cusum cuadrados indica que los coeficientes de 

regresión del ajuste son estables. (Ver Figura 4.3). El valor (R2ajustado) es 

bastante alto, lo cual indica que la mayor parte de la producción podría explicarse 

por el aporte de los factores productivos. (Ver Figura 4.2), se utilizó el paquete 

econométrico Eviews 8. 

Para la implementación usamos una computadora Core i5, 2.30 GHz, 3Gb de 

Ram, Windows 7 como sistema operativo con 64 bits usamos el Software 

MATLAB 7.10 .  

En los ejemplos que estamos usando, tomaremos  𝜆𝑘 = 0.125 , el punto inicial 

(1, 2) y el error de tolerancia 0.0001. 

Problema 1: Consideremos el problema aplicando al resultado de Cobb-Douglas 

(Ver 4.2 y 4.5): min{𝑓(𝑥) = − 𝑥10.5𝑥20.5: 2𝑥1 + 𝑥2 ≤ 6, 𝑥1 ≥ 0, 𝑥2 ≥ 0}         
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Notemos que la función 𝑓:ℝ2 → ℝ ∪ {+∞} definido por 𝑓(𝑥1, 𝑥2) =   𝑥10.5𝑥20.5  , 𝑓 

es propia, pues 𝑑𝑜𝑚 𝑓 = {(𝑥1, 𝑥2) ∈ ℝ2/ 𝑥10.5𝑥20.5 < +∞} ≠ ∅ ∀ (𝑥1, 𝑥2) ∈ 𝑑𝑜𝑚 𝑓: − ∞ <  𝑥10.5𝑥20.5. 
Además, la función 𝑓 es continua (así es semicontinua inferior) y el punto óptimo, 𝑥∗ = (3/2,3), es el punto de mínimo global de 𝑓. 

Tomamos para este problema la distancia proximal: 

𝐷(𝑥, 𝑧) = 𝑑(𝑦(𝑥), 𝑦(𝑧)), 
Donde: 

D es la distancia proximal, donde 𝑑 será la distancia dada con Kullback-Leibler, 

ver definición 2.2.1.:  

𝑑(𝑢, 𝑣) =∑𝑢𝑖log (𝑢𝑖𝑣𝑖) + 𝑣𝑖 − 𝑢𝑖 ,2
𝑖=1  

Que reemplazada en la función D, da: 

𝐷(𝑥, 𝑧) = (6 − 2𝑥1 − 𝑥2)𝑙𝑜𝑔 (6 − 2𝑥1 − 𝑥26 − 2𝑧1 − 𝑧2) + (2𝑧1 + 𝑧2 − 2𝑥1 − 𝑥2) + 

                               (𝑥1𝑙𝑜𝑔 (𝑥1𝑧1) + 𝑧1 − 𝑥1) + (𝑥2𝑙𝑜𝑔 (𝑥2𝑧2) + 𝑧2 − 𝑥2)h 

La función regularizada es: 𝑓𝑘 = − 𝑥10.5𝑥20.5 + 𝜆𝑘𝐷(𝑥, 𝑥𝑘−1). 
Los resultados de las iteraciones se dan en la figura 4.4. 

Figura 4.4 Distancia proximal de Kullback-Leibler: 
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Distancia proximal de Kullback-Leibler 

N0 xs FObj Criterio de 
error 

0 (1.00000         2.00000) -1.41421 0.77587 

1  
 

 (1.49969        2.84477)   -2.06549   0.98149 

2 
 

(1.50857         2.97343)  -2.11793   0.12897 

3 
 

(1.50231         2.99482)  -2.12112   0.02229 

4 (1.50051         2.99894)  -2.12131   0.00449 

5 (1.50011         2.99978)  
 

-2.12132   0.00093 

6  
 

(1.50011         2.99978) -2.12132   0.00000 

Problema 2: Consideremos el problema aplicando al resultado de Cobb-Douglas 

(Ver 4.2 y 4.5) donde hallaremos las variables y la función objetivo de: min{𝑓(𝑥) = − 𝑥10.5𝑥20.5: 2𝑥1 + 𝑥2 ≤ 6, 𝑥1 ≥ 0𝑥2 ≥ 0}         
Tomamos para este problema la distancia proximal: 

𝐷(𝑥, 𝑧) = 𝑑(𝑦(𝑥), 𝑦(𝑧)), 
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Pero ahora la distancia 𝑑 estará dada por la distancia 𝜑 -divergencia, ver 

definición 2.2.2.  

𝑑(𝑢, 𝑣) =∑(𝑣𝑖𝑙𝑜𝑔 (𝑣𝑖𝑢𝑖) + 𝑢𝑖 − 𝑣𝑖)2
𝑖=1  

Que reemplazada en la función D, da: 

𝐷(𝑥, 𝑧) = (6 − 2𝑧1 − 𝑧2)𝑙𝑜𝑔 (6 − 2𝑧1 − 𝑧26 − 2𝑥1 − 𝑥2) + (2𝑥1 + 𝑥2 − 2𝑧1 − 𝑧2) + 

(𝑧1𝑙𝑜𝑔 (𝑧1𝑥1) + 𝑥1 − 𝑧1) + (𝑧2𝑙𝑜𝑔 (𝑧2𝑥2) + 𝑥2 − 𝑧2). 
La función regularizada es: 𝑓𝑘 = − 𝑥10.5𝑥20.5 + 𝜆𝑘𝐷(𝑥, 𝑥𝑘−1). 
Las iteraciones las obtenemos en la figura 4.5:  

Figura 4.5 

Distancia 𝜑 − divergencia
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Tabla 5 

Distancia 𝜑 − divergencia 

N0 xs FObj Criterio de error 
0 (1.00000         2.00000) -1.41421 0.77587 
1 (1.38916         2.67121) -1.92633 0.77587 
2 (1.47641         2.90132) -2.06967 0.24610 
3 (1.49504         2.97168) -2.10779 0.07278 
4 (1.49896         2.99208) -2.11778 0.02077 

    5 (1.49978         2.99782) -2.12040 0.00580 

6 (1.49995         2.99941) -2.12108 0.00159 
7 (1.49999         2.99984) -2.12126 0.00043 
8 (1.50000         2.99995) -2.12130 0.00011 

9 (1.50001         2.99998) -2.12132 0.00002 

 

Problema 3: Consideremos el problema: min{𝑓(𝑥) = − 𝑥10.5𝑥20.5: 2𝑥1 + 𝑥2 ≤ 6, 𝑥1 ≥ 0𝑥2 ≥ 0}         
Ya sabemos que la solución óptima es: 𝑥1 = 3/2, 𝑥2 = 3 

Tomamos para este problema la distancia proximal: 

𝐷(𝑥, 𝑧) = 𝑑(𝑦(𝑥), 𝑦(𝑧)), 
Pero ahora la distancia 𝑑, estará dada por la distancia Logaritmo cuadrático, ver 

Xu Y, Bingsheng H, Xiaoming Y (2006), ver definición 2.2.3. 

 . 

𝑑(𝑢, 𝑣) =∑(𝑢𝑖2 − 𝑢𝑖𝑣𝑖 − 𝑣𝑖2log (𝑣𝑖𝑢𝑖)) ,2
𝑖=1  
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Figura 4.6 

Distancia Logaritmo cuadrático 

 
 
 

N0 xs            FObj Criterio de error 

0 (1.00000         2.00000)  -1.41421 0.00000 
1 (1.49799         2.98995)  -2.11634 1.10815 
2 (1.50003         2.99995)  -2.12132 0.01021 
3 (1.50003         2.99995)  -2.12132 0.00000 
     

4.6 Experimentos Computacionales  

En cada problema académico se aplicará el metodo proximal usando las distintas 

distancias proximales como son las distancias 𝜙 −divergencias, distancias 

homogéneas de segundo orden llamado distancia Logaritmo cuadrático y 

Distancia proximal de Kullback-Leibler con 𝜆𝑘 =  1/𝑘, ∀𝑘 =  1,2, . .., asi como los 

programas del método usado. 

Ejemplo 4.5.2 Consideremos el problema 

{min (ln𝑥1)2  +  (ln𝑥2)2 s. a(𝑥1, 𝑥2)  ∈  ℝ++2                               …(4.6) 

Notemos que la función 𝑓:ℝ2 → ℝ ∪ {+∞} definido por 𝑓(𝑥1, 𝑥2) = (ln𝑥1)2  +(ln𝑥2)2  , 𝑓 es propia, pues 𝑑𝑜𝑚 𝑓 = {(𝑥1, 𝑥2) ∈ ℝ2/ (ln𝑥1)2  + (ln𝑥2)2 < +∞} ≠ ∅ 
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∀ (𝑥1, 𝑥2) ∈ 𝑑𝑜𝑚 𝑓: − ∞ < (ln𝑥1)2  + (ln𝑥2)2 . 
Además, la función 𝑓 es continua (así es semicontinua inferior) y el punto 𝑥∗ =(1,1), es el punto de mínimo global de 𝑓. 

Para aplicar el algoritmo consideremos como punto inicial 𝑥0 = (4,9) y los 

escalares 𝜆𝑘 =  1/ 𝑘 para cada 𝑘 =  1,2, . .., debemos obtener un 𝑥𝑘 tal que  

0 ∈ 𝜕̂ (𝑓(·)  + 𝜆𝑘𝑑(·, 𝑥𝑘−1))(𝑥𝑘) 
resolveremos estos subproblemas usando una distancia homogénea de 

segundo orden, Pan S, Chen JS (2007). 

𝑑(𝑥, 𝑦)  = ∑ (𝑥𝑖22i=1 − 𝑥𝑖𝑦𝑖 − 𝑦𝑖2log (𝑥𝑖𝑦𝑖)) 
la cual es llamada distancia Logaritmo-cuadrático. 

Primera Iteración:  

Como 𝛻𝑓(𝑥0)  =  (0.6931,0.4883)  ≠ (0,0) tomamos un punto  𝑥0  =  (𝑥1, 𝑥2), tal 

que 

0 ∈ 𝜕̂ (𝑓(·)  +  1. 𝑑(·, (4,9)))(𝑥) 
Ver definición 2.2.3 

Ejemplo 4.5.3 

Resolver el sistema del ejemplo 4.5.2 

𝛻𝑓(𝑥1, 𝑥2)  +  1. 𝛻1𝑑((𝑥1, 𝑥2), (4,9))  =  (0,0) 
es decir, debemos resolver el sistema  

  
2𝑥1 𝑙𝑛𝑥1  +  1. (2𝑥1  − 4 − 16𝑥1)  =  0  

   
2𝑥2 𝑙𝑛𝑥2  +  1. (2𝑥2  − 9 − 81𝑥2)  =  0                          
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cuya solución   𝑥1 , es  (𝑥1, 𝑥2)  =  (3.7701, 8.8367) 
con  𝑥1  =  (3.7701, 8.8367) , pasamos a la segunda iteración. 

Segunda Iteración: 

Como 𝛻𝑓(𝑥1)  = (0.7040, 0.4932)   ≠  (0,0) debemos obtener un punto                𝑥1  =  (𝑥1, 𝑥2), tal que 

0 ∈ 𝜕̂ 𝑓(·)  +  1 /2. 𝑑(·, (3.7701,8.8367)))(𝑥)  
notamos que debemos resolver el sistema 

𝛻𝑓(𝑥1, 𝑥2)  + 12 . 𝛻1𝑑((𝑥1, 𝑥2), ( 3.7701,8.8367))  =  (0,0) 
es decir, debemos resolver el sistema 

   
2𝑥1 𝑙𝑛𝑥1  + 12 . (2𝑥1  − 3.7701 − 

14.2137 𝑥1 ) =  0  
   

2𝑥2 𝑙𝑛𝑥2  +  12 . (2𝑥2  − 8.8367 − 
78.0873 𝑥2 ) =  0      

cuya solución es (𝑥1, 𝑥2)  =  (3.3092, 8.5053) 
así 𝑥2  =  (3.3092,8.5053) y pasamos a la tercera iteración. 

Tercera Iteración: 

Como 𝛻𝑓(𝑥2)  =  (0.7233, 0.5034)  ≠  (0,0) debemos obtener un punto 𝑥2 = (𝑥1, 𝑥2), tal que  

0 ∈ 𝜕̂ 𝑓(·)  +  1 /3. 𝑑(·, (3.3092,8.5053)))(𝑥)  
notamos que debemos resolver el sistema 

𝛻𝑓(𝑥1, 𝑥2)  + 13 . 𝛻1𝑑((𝑥1, 𝑥2), ( 3.3092,8.5053))  =  (0,0) 
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es decir, debemos resolver el sistema 

2𝑥1 𝑙𝑛𝑥1  +  13 . (2𝑥1 − 3.3092 − 10.9508  𝑥1 )  =  0  

   
2𝑥2 𝑙𝑛𝑥2  +  13 . (2𝑥2  − 8.5053 − 72.3401  𝑥2 )  =  0       

cuya solución es  (𝑥1, 𝑥2)  =  (2.6319, 7.9962) 
así 𝑥3  =  (2.6319, 7.9962) y pasamos a la siguiente iteración.  

De esta manera procede el algoritmo hasta que ‖𝛻𝑓(𝑥𝑘)‖ <  𝜉, donde 𝜉 es un 

margen de error permitido por el programador. En el programa siguiente 

tomaremos 𝜉 =  10−6. 
A continuación, mostraremos el programa del algoritmo que fue implementado 

en el software MATLAB para resolver este ejemplo y seguidamente mostraremos 

los resultados numéricos de la implementación.  

Programa del método 

𝑥 = [4; 9];  % punto inicial 𝑠 = 1;  𝑠𝑖𝑔𝑚𝑎 = 0.1;  𝑏𝑒𝑡𝑎 = 0.5;  % parámetros dados, ver definición 2.3.21.  𝜉 = 0.000001;  % error permitido para resolver el problema 𝑡𝑜𝑙 = 0.000001;  % error permitido para resolver los subproblemas 𝑁𝑚𝑎𝑥 = 100;  % número máximo de iteraciones para resolver cada subproblema 𝑀𝑚𝑎𝑥 = 100;  % número máximo de iteraciones para resolver el problema 𝐵 = [1 0 ;  0 1 ];  % matriz inicial para el método Cuasi-Newton 𝑀 = 1;  %contador del número de iteraciones 

fprintf(’\n Punto Inicial: %𝑓’, 𝑥) 
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𝑎 = [4; 9]; 
while M<=Mmax 

fprintf(’\n Iteración N: %d’,M) 𝐺 = [2 ∗ (1/𝑥(1)) ∗ 𝑙𝑜𝑔(𝑥(1)); 2 ∗ (1/𝑥(2)) ∗ 𝑙𝑜𝑔(𝑥(2))] 
Normadf= 𝑠𝑞𝑟𝑡(𝐺(1, : )^2 + 𝐺(2, : )^2) 
if Normadf >= 𝑒𝑝𝑠𝑖𝑙𝑜𝑛 % compara con el máximo error permitido "epsilon" 

% empieza el algoritmo Cuasi-Newton 𝑘 = 1; 

while k<=Nmax, 𝐺 = [2 ∗ (1/𝑥(1)) ∗ 𝑙𝑜𝑔(𝑥(1)) + (1/𝑀) ∗ (2 ∗ 𝑥(1) − 𝑎(1) − (𝑎(1)^(2)/𝑥(1))); 2 ∗ (1/𝑥(2)) ∗ 𝑙𝑜𝑔(𝑥(2)) + (1/𝑀) ∗ (2 ∗ 𝑥(2) − 𝑎(2) − (𝑎(2)^(2)/𝑥(2)))];%gradienteenx 𝑃 = −𝑖𝑛𝑣(𝐵) ∗ 𝐺 ; 

V=B; % salvando el valor de B 

Normadf= 𝑠𝑞𝑟𝑡(𝐺(1, : )^2 + 𝐺(2, : )^2); 
if Normadf >= tol 

m=0; % iniciamos la búsqueda unidimensional 𝑓𝑎𝑐𝑡𝑢𝑎𝑙 = 𝑙𝑜𝑔(𝑥(1))^2 + 𝑙𝑜𝑔(𝑥(2))^2 + (1/𝑀) ∗ (𝑥(1)^2 − 𝑥(1) ∗ 𝑎(1)− (𝑎(1)^2 ∗ 𝑙𝑜𝑔(𝑥(1)/𝑎(1))) +  𝑥(2)^2 − 𝑥(2) ∗ 𝑎(2) − (𝑎(2)^2 ∗ 𝑙𝑜𝑔(𝑥(2)/𝑎(2)))); 
fnuevo = 𝑙𝑜𝑔(𝑥(1) + 𝑃(1))^2 + 𝑙𝑜𝑔(𝑥(2) + 𝑃(2))^2 + (1/𝑀) ∗ ((𝑥(1) + 𝑃(1))^2 (𝑥(1) + 𝑃(1)) ∗ 𝑎(1) − (𝑎(1)^2 ∗ 𝑙𝑜𝑔((𝑥(1) + 𝑃(1))/𝑎(1))) + (𝑥(2) + 𝑃(2))^2  
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−(𝑥(2) + 𝑃(2)) ∗ 𝑎(2) − (𝑎(2)^2 ∗ 𝑙𝑜𝑔((𝑥(2) + 𝑃(2))/𝑎(2)))); 
dif=fnuevo-factual; 

lambda=1; 

test=sigma*lambda*G’*P ; 

while dif > test, 

m=m+1; 

lambda=beta^m*s ; 

x1=x(1)+lambda*P(1); 

x2=x(2)+lambda*P(2); 

dif=log(x1)^2+log(x2)^2+(1/M)*((x1)^2-(x1)*a(1)-(a(1)^2*log(x1/a(1))) 

+(x2)^2-(x2)*a(2)-(a(2)^2*log((x2)/a(2))))-1*(log(x(1))^2+log(x(2))^2 

+(1/M)*(x(1)^2-x(1)*a(1)-(a(1)^2*log(x(1)/a(1)))+ x(2)^2-x(2)*a(2) 

(a(2)^2*log(x(2)/a(2))))); 

test=sigma*lambda*G’*P; 

end %terminamos la búsqueda unidimensional 

w=x; % salvando los valores de x 

x=w+lambda*P; 

fprintf(’\n nuevo punto x1=: %f’,x(1)); 

fprintf(’\n nuevo punto x2=: %f’,x(2)); 

%gradiente en el antiguo x 𝑇 = [2 ∗ (1/𝑤(1)) ∗ 𝑙𝑜𝑔(𝑤(1)) + (1/𝑀) ∗ (2 ∗ 𝑤(1) − 𝑎(1) − (𝑎(1)^2/𝑤(1))); 
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2 ∗ (1/𝑤(2)) ∗ 𝑙𝑜𝑔(𝑤(2)) + (1/𝑀) ∗ (2 ∗ 𝑤(2) − 𝑎(2) − (𝑎(2)^2/𝑤(2)))]; 
%gradiente en el nuevo x 𝐻 = [2 ∗ (1/𝑥(1)) ∗ 𝑙𝑜𝑔(𝑥(1)) + (1/𝑀) ∗ (2 ∗ 𝑥(1) − 𝑎(1) − (𝑎(1)^2/𝑥(1))); 2 ∗ (1/𝑥(2)) ∗ 𝑙𝑜𝑔(𝑥(2)) + (1/𝑀) ∗ (2 ∗ 𝑥(2) − 𝑎(2) − (𝑎(2)^2/𝑥(2)))]; 
S=x-w; 

y=H-T; 𝐵 = 𝑉 − ((𝑉 ∗ 𝑆) ∗ (𝑉 ∗ 𝑆)’)/(𝑆’ ∗ 𝑉 ∗ 𝑆) + (𝑦 ∗ 𝑦’)/(𝑦’ ∗ 𝑆); 𝑘 = 𝑘 + 1; 
else 

fprintf(’\n criterio de error del subproblema satisfecho=:%f’,Normadf) 

fprintf(’\n el punto x1 aproximado es: %f’,x(1)) 

fprintf(’\n el punto x2 aproximado es: %f’,x(2)) 

fprintf(’\n número de iteraciones del subproblema es:%d’,k-1) 

k=1000000; 

end 

end 

% termina el algoritmo Cuasi-Newton 

a=x; 

M=M+1; 

else 

fprintf(’\n criterio de error satisfecho Normagradiente=:%f’,Normadf) 
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fprintf(’\n ’) 

fprintf(’\n =====================================’) 

fprintf(’\n el punto x1 aproximado es: %f’,x(1)) 

fprintf(’\n el punto x2 aproximado es: %f’,x(2)) 

fprintf(’\n =====================================’) 

fprintf(’\n ’) 

fprintf(’\n número de iteraciones es: %d’,M-1) % 

M =1000000; 

end 

end 

if M > 999999 

fprintf(’\n resolvimos el problema aproximadamente:%f’) 

else 

fprintf(’\n : número de iteraciones excedido a%d’,M-1) 

end 

Los resultados numéricos son presentados en la tabla 6. 

Tabla 6 

 Distancia Logaritmo-cuadrático. 

 
N0                xs FObj NorGrad 

1  ( 3.770004, 8.836622 )  6.5088  0.8596 

2 ( 3.309218, 8.505339 ) 6.0147 0.8812 
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3 ( 2.631944, 7.996157 ) 5.2586 0.9006 

4 ( 1.853270, 7.292258 ) 4.3281 0.8604 

5 ( 1.285544, 6.367920 ) 3.4903 0.7006 

6 ( 1.064830, 5.188019 ) 2.7144 0.6455 

7 ( 1.011773, 3.730841 ) 1.7337 0.7062 

8 ( 1.001868, 2.186358 ) 0.6119 0.7156 

9 ( 1.000267, 1.271684 ) 0.0578 0.3780 

10 ( 1.000035, 1.039644 ) 0.0015 0.0748 

11 ( 1.000004, 1.004863 ) 2.3276e-005 0.0096 

12 ( 1.000001, 1.000538 ) 2.8955e-007 0.0011 

13 ( 1.000000, 1.000056 ) 3.1013e-009 1.1137e-004 

14 ( 1.000000, 1.000005 ) 2.9057e-011 1.0781e-005 

15 ( 1.000000, 1.000001 ) 3.2871e-013 1.1467e-006 

16 ( 1.000000, 1.000000 ) 2.7250e-015 1.0440e-007 

 

En los resultados de la tabla 6, podemos observar de los ejemplos 4.5.2 y 4.5.3 

que eligiendo a la distancia homogénea de segundo orden (Logaritmo-

cuadrático) en la definición del algoritmo, resolvimos el problema en una mayor 

cantidad de iteraciones en comparación de la distancia de Bregman (Kullback-

Leibler) ver definición 2.2.1. 

Ejemplo 4.5.4 Para el mismo problema del ejemplo 4.5.3, si consideramos en 

cada subproblema los parámetros 𝜆𝑘  =  1 para cada 𝑘 =  1,2, . .., cambiando en 

el programa anterior 1 /M por 1, obtenemos los resultados numéricos que se 

presentan en la tabla 7. 
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Tabla 7   

Distancia de  Bregman (Kullback-Leibler) 

N0     xs FObj NorGrad 

1 ( 3.770004, 8.836622 ) 6.5088 0.8596 

2 ( 3.537013, 8.671606 ) 6.2617 0.8709 

3 ( 3.301437, 8.504898 ) 6.0088 0.8814 

4 ( 3.063943, 8.336445 ) 5.7508 0.8905 

5 ( 2.825573, 8.166190 ) 5.4889 0.8973 

6 ( 2.587902, 7.994072 ) 5.2251 0.9003 

7 ( 2.353257, 7.820028 ) 4.9624 0.8976 

8 ( 2.124957, 7.643992 ) 4.7050 0.8868 

9 ( 1.907515, 7.465895 ) 4.4585 0.8652 

10 ( 1.706601, 7.285662 ) 4.2295 0.8304 

11 ( 1.528470, 7.103219 ) 4.0238 0.7829 

12 ( 1.378629, 6.918483 ) 3.8442 0.7277 

13 ( 1.260051, 6.731372 ) 3.6892 0.6750 

14 ( 1.171984, 6.541797 ) 3.5529 0.6349 

15 ( 1.110301, 6.349667 ) 3.4275 0.6120 

16 ( 1.069141, 6.154886 )  3.3069 0.6036 

. . . . 

. . . . 

. . . . 

64 ( 1.000000, 1.000001) 1.1461e-012 2.1412e-006 

65 ( 1.000000, 1.000001 ) 4.1261e-013 1.2847e-006 

66 ( 1.000000, 1.000000 ) 1.4854e-013 7.7082e-007 

 

En el ejemplo 4.5.4 notamos la importancia que toma la elección de los 

parámetros 𝜆𝑘  para definir la función objetivo de cada subproblema, ya que en la 

tabla 7, podemos observar que la solución del ejemplo 4.5.4 se ha obtenido con 

más iteraciones, cuando tomamos 𝜆𝑘 =  1 que cuando tomamos 𝜆𝑘 = 1/𝑘 para 

cada 𝑘 =  1,2, . . .. 
Así podemos concluir que con una mejor elección de los parámetros 𝜆𝑘, en este 

caso 𝜆𝑘 =  1/ 𝑘 , podemos obtener mejores resultados computacionales. 

Ejemplo 4.5.5 Consideremos el problema 
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                         {min (lnx1)2  + (lnx2)2 s. a  (x1, x2)  ∈  𝐼𝑅++2  Para aplicar el algoritmo 2.6. escojamos 

como punto inicial 𝑥0 = (4,9) y los escalares 𝜆𝑘 =  1/ 𝑘 para cada 𝑘 =  1,2, . .., 
debemos obtener un 𝑥𝑘   tal que  

0 ∈  𝜕̂{ f(·) + λ𝑘 𝑑(. , 𝑥𝑘−1) }(𝑥𝑘) 
resolveremos estos subproblemas usando una distancia   𝜑 -divergencia definida 

por:  

                    𝑑(𝑥, 𝑦) = ∑ (𝑦𝑖log (𝑦𝑖𝑥𝑖)+𝑥𝑖 −  𝑦𝑖)2𝑖=1                

Teóricamente para la 

Primera Iteración:  

Como 𝛻𝑓(𝑥0)  =  (0.6931,0.4883)  ≠ (0,0) debemos obtener un punto                  𝑥0 = (𝑥1, 𝑥2), tal que  

0 ∈ 𝜕̂ 𝑓(·)  +  1. 𝑑(·, (4,9)))(𝑥)  
notamos que por la definición 2.2.2, debemos resolver el sistema 𝛻𝑓(𝑥1, 𝑥2)  +  1. 𝛻1𝑑((𝑥1, 𝑥2), (4,9))  =  (0,0) 
es decir, debemos resolver el sistema 

2𝑥1 𝑙𝑛𝑥1  +  1. (1 −  4𝑥1)  =  0  

 
2𝑥2 𝑙𝑛𝑥2  +  1. (1 − 9𝑥2)  =  0                                                                                 

cuya solución es (𝑥1, 𝑥2)  =  (2.3184,5.5665) 
así 𝑥1  =  (2.3184,5.5665) y pasamos a la segunda iteración. 

Segunda Iteración: 



 

91 

 

Como 𝛻𝑓(𝑥1)  = (0.7254,0.6168)  ≠  (0,0) tomamos el punto 𝑥1 = (𝑥1, 𝑥2), tal 

que 

0 ∈ 𝜕̂ 𝑓(·)  +  12 . 𝑑(·, (2.3184,5.5665)))(𝑥)  
notamos que debemos resolver el sistema 

𝛻𝑓(𝑥1, 𝑥2)  +  12 . 𝛻1𝑑((𝑥1, 𝑥2), ( 2.3184,5.5665))  =  (0,0) 
es decir, debemos resolver el sistema 

   
2𝑥1 𝑙𝑛𝑥1  + 12 . ( 1 −  

2.3184 𝑥1 )  =  0  

   
2𝑥2 𝑙𝑛𝑥2  +  12 . (1 −  

5.5665 𝑥2 )  =  0 

cuya solución es (𝑥1, 𝑥2)  =  (1.2924, 2.2763) 
así 𝑥2  =  (1.2924,2.2763) y pasamos a la tercera iteración. 

Tercera Iteración: 

Como 𝛻𝑓(𝑥2)  =  (0.3969,0.7227)  ≠  (0,0) debemos obtener un punto 𝑥2  = (𝑥1, 𝑥2), tal que 

0 ∈ 𝜕̂ 𝑓(·)  +  13 . 𝑑(·, (1.2924,2.2763)))(𝑥)  
notamos que debemos resolver el sistema 

𝛻𝑓(𝑥1, 𝑥2)  +  13 . 𝛻1𝑑((𝑥1, 𝑥2), (1.2924,2.2763))  =  (0,0) 
es decir, debemos resolver el sistema 

   
2𝑥1 𝑙𝑛𝑥1  + 13 . ( 1 −  

1.2924 𝑥1 )  =  0  

   
2𝑥2 𝑙𝑛𝑥2  +  13 . (1 −  2.2763 𝑥2 )  =  0                                                                                    
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cuya solución es (𝑥1, 𝑥2)  =  (1.0426,1.1971) 
así 𝑥3  =  (1.0426,1.1971) y pasamos a la cuarta iteración. 

Cuarta Iteración: 

Como 𝛻𝑓(𝑥3)  =  (0.0094,0.0428)  ≠ (0,0) tomamos el punto   𝑥3 = (𝑥1, 𝑥2), tal 

que  

0 ∈ 𝜕̂ 𝑓(·)  +  + 14 . 𝑑(·, (1.0426,1.1971)))(𝑥)  
notamos que debemos resolver el sistema 

𝛻𝑓(𝑥1, 𝑥2)  +  14 . 𝛻1𝑑((𝑥1, 𝑥2), (1.0426,1.1971))  =  (0,0) 
es decir, debemos resolver el sistema 

2𝑥1 𝑙𝑛𝑥1  +  14 . ( 1 −   1.0426𝑥1 )  =  0  

 
2𝑥2 𝑙𝑛𝑥2  +  14 . (1 −  1.1971 𝑥2 )  =  0                                                                                    

cuya solución es (𝑥1, 𝑥2)  =  (1.0047,1.0221) 
Así 𝑥4  =  (1.0047,1.0221) y pasamos a la siguiente iteración.  

De esta manera procede el algoritmo hasta que ‖𝛻𝑓(𝑥𝑘) ‖ <  𝜉, donde 𝜉 es un 

margen de error permitido por el programador. En el programa siguiente 

tomaremos 𝜉 =  10−6. A continuación, mostraremos el programa del ver 

definición 2.2.2, que fue implementado en el software MATLAB para resolver 

este ejemplo y seguidamente mostraremos los resultados numéricos de la 

implementación.   

Programa del metodo restricto 
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x=[4;9]; % punto inicial 

s=1; sigma=0.1; beta=0.5; % parámetros dados, ver definición 2.3.21  

ξ=0.000001; % error permitido para resolver el problema 

tol=0.000001; % error permitido para resolver los subproblemas 

Nmax=100; % número máximo de iteraciones para resolver cada subproblema 

Mmax=100; % número máximo de iteraciones para resolver el problema 

B=[1 0 ; 0 1 ]; % matriz inicial para el método Cuasi-Newton 

M=1; %contador del número de iteraciones 

fprintf(’\n Punto Inicial: %f’,x) 

a=[4;9]; 

while M<=Mmax 

fprintf(’\n Iteración N: %d’,M) 

G=[2*(1/x(1))*log(x(1));2*(1/x(2))*log(x(2))] 

Normadf=sqrt(G(1,:)^2+G(2,:)^2) 

if Normadf >=epsilon % compara con el máximo error permitido "epsilon" 

% empieza el algoritmo Cuasi-Newton 

k=1; 

while k<=Nmax, 𝐺 = [2 ∗ (1/𝑥(1)) ∗ 𝑙𝑜𝑔(𝑥(1)) + (1/𝑀) ∗ (−(𝑎(1)/𝑥(1)) + 1); 2 ∗ (1/𝑥(2)) ∗ 𝑙𝑜𝑔(𝑥(2)) + (1/𝑀) ∗ (−(𝑎(2)/𝑥(2)) + 1)];  % 𝑔𝑟𝑎𝑑𝑖𝑒𝑛𝑡𝑒 𝑒𝑛 𝑥 

P=-inv(B)*G; 
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V=B; %salvando el valor de B 

Normadf=sqrt(G(1,:)^2+G(2,:)^2); 

if Normadf >= tol 

m=0; % iniciamos la búsqueda unidimensional 

factual=log(x(1))^2+log(x(2))^2+(1/M)*(a(1)*log(a(1)/x(1)) 

-a(1)+x(1)+ a(2)*log(a(2)/x(2))-a(2)+x(2)); 

fnuevo=log(x(1)+P(1))^2+log(x(2)+P(2))^2+(1/M)*(a(1)*log(a(1)/(x(1)+P(1)) −𝑎(1) + (𝑥(1) + 𝑃(1)) +  𝑎(2) ∗ 𝑙𝑜𝑔(𝑎(2)/(𝑥(2) + 𝑃(2))) − 𝑎(2) + 𝑥(2) + 𝑃(2)); 
dif=fnuevo-factual; 

lambda=1; 

test=sigma*lambda*G’*P; 

while dif > test, 

m=m+1; 

lambda=beta^m*s; 

x1=x(1)+lambda*P(1); 

x2=x(2)+lambda*P(2); 𝑑𝑖𝑓 = 𝑙𝑜𝑔(𝑥1)^2 + 𝑙𝑜𝑔(𝑥2)^2 + (1/𝑀) ∗ (𝑎(1) ∗ 𝑙𝑜𝑔(𝑎(1)/(𝑥1)) − 𝑎(1) + (𝑥1)+ 𝑎(2) ∗ 𝑙𝑜𝑔(𝑎(2)/(𝑥2)) − 𝑎(2) + 𝑥2) − 1 ∗ (𝑙𝑜𝑔(𝑥(1))^2 +  𝑙𝑜𝑔(𝑥(2))^2 + (1/𝑀) ∗ (𝑎(1) ∗ 𝑙𝑜𝑔(𝑎(1)/𝑥(1)) − 𝑎(1) + 𝑥(1) +  𝑎(2) ∗ 𝑙𝑜𝑔(𝑎(2)/𝑥(2)) − 𝑎(2) + 𝑥(2))); 
test=sigma*lambda*G’*P ; 

end % terminamos la búsqueda unidimensional 
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w=x; % salvando los valores de x 

x=w+lambda*P; 

fprintf(’\n nuevo punto x1=: %f’,x(1)); 

fprintf(’\n nuevo punto x2=: %f’,x(2)); 

T=[2*(1/w(1))*log(w(1))+(1/M)*(-(a(1)/w(1))+1); 

2*(1/w(2))*log(w(2))+(1/M)*(-(a(2)/w(2))+1)];%gradienteenelantiguox 

H=[2*(1/x(1))*log(x(1))+(1/M)*(-(a(1)/x(1))+1); 

2*(1/x(2))*log(x(2))+(1/M)*(-(a(2)/x(2))+1)]; %gradiente en el nuevo x 

S=x-w; 

y=H-T; 

B=V-((V*S)*(V*S)’)/(S’*V*S)+(y*y’)/(y’*S); 

k=k+1; 

else 

fprintf(’\n criterio de error del subproblema satisfecho=:%f’,Normadf) 

fprintf(’\n el punto x1 aproximado es: %f’,x(1)) 

fprintf(’\n el punto x2 aproximado es: %f’,x(2)) 

fprintf(’\n número de iteraciones del subproblema es:%d’,k-1) 

k=1000000; 

end 

end 

% termina el algoritmo Cuasi-Newton 
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a=x; 

M=M+1; 

else 

fprintf(’\n criterio de error satisfecho Normagradiente=:%f’,Normadf) 

fprintf(’\n ’) 

fprintf(’\n =====================================’) 

fprintf(’\n el punto x1 aproximado es: %f’,x(1)) 

fprintf(’\n el punto x2 aproximado es: %f’,x(2)) 

fprintf(’\n =====================================’) 

fprintf(’\n ’) 

fprintf(’\n número de iteraciones es: %d’,M-1) % 

M =1000000; 

end 

if M > 999999 

fprintf(’\n resolvimos el problema aproximadamente:%f’) 

else 

fprintf(’\n : número de iteraciones excedido a%d’,M-1) 

end 

Los resultados numéricos son presentados en la Tabla 8. 

Tabla 8.  

Distancia 𝜑 -divergencia con  λk = 1 

N0 Ns xs FObj NorGrad 
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1 10 ( 2.318317, 5.566476 ) 3.6543 0.9522 

2 9 ( 1.292379, 2.276289 ) 0.7424 0.8245 

3 7 ( 1.042522, 1.197063 ) 0.0341 0.3110 

4 5 ( 1.004735, 1.022110 ) 5.0057e-004 0.0438 

5 3 ( 1.000430, 1.002012 ) 4.2247e-006 0.0041 

6 2 ( 1.000033, 1.000155 ) 2.5036e-008 3.1641e-004 

7 2 ( 1.000002, 1.000010 ) 1.1128e-010 2.1098e-005 

8 1 ( 1.000000, 1.000001 ) 5.1155e-013 1.4305e-006 

9 1 ( 1.000000, 1.000000 ) 1.7746e-015 8.4252e-008 

 

Ejemplo 4.5.7 Para el mismo problema del ejemplo 4.5.6 si consideramos en 

cada subproblema los parámetros λk = 1 para cada k = 1,2,..., cambiando en el 

programa anterior 1/ M por 1, obtenemos los resultados numéricos presentados 

en la tabla 9. 

Tabla 9 

Distancia 𝜑 -divergencia con λk = 1/M 

N0 Ns xs FObj NorGrad 

1 10 ( 2.318317, 5.566476 ) 3.6543 0.9522 

2 6 ( 1.503168, 3.224759 ) 1.5370 0.9063 

3 5 ( 1.177085, 1.920053 ) 0.4521 0.7338 

4 7 ( 1.060190, 1.337880 ) 0.0881 0.4489 

5 5 ( 1.020197, 1.116852 ) 0.0126 0.2017 

6 4 ( 1.006748, 1.039456 ) 0.0015 0.0756 
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7 3 ( 1.002251, 1.013210 ) 1.7728e-004 0.0263 

8 3 ( 1.000751, 1.004410 ) 1.9923e-005 0.0089 

9 3 ( 1.000250, 1.001471 ) 2.2221e-006 0.0030 

     

.     

15 1 ( 1.000000, 1.000002 ) 4.1749e-012 4.0865e-006 

16 1 ( 1.000002, 1.000001 ) 4.6387e-013 1.3622e-006 

17 1 ( 1.000000, 1.000000 ) 5.1541e-014 4.5405e-007 

 

Capítulo 5 
5. IMPACTOS  

• Vemos que el trabajo nos ayuda en problemas de minimización con funciones 

objetivos cuasi-convexas en el progreso y la obtención de una solución eficiente 

usando una extensión del método de punto proximal. Anteriores trabajos resultan 

ser casos particulares de nuestro enfoque general. 

• De los ejemplos numéricos podemos ver que con una mejor elección de los 

parámetros 𝜆𝑘, podemos obtener mejores resultados computacionales, en todos 

los casos la mejor elección es  𝜆𝑘 =  1/ 𝑘  

Esta tesis tiene dos contribuciones: 

El “Método del Punto Proximal” funciona bien en problemas grandes no 

diferenciables, convexos  
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Capítulo 6 
CONCLUSIONES   

Se presentó el Método del Punto Proximal, para minimizar funciones cuasi-

convexas que aparecen en la microeconomía, presentado es globalmente 

convergente, que significa que, dado cualquier punto inicial, la sucesión 

generada por el algoritmo converge en el caso cuasi-convexo y converge 

débilmente para el caso no cuasi-convexo, en el ortante no negativo, damos una 

condición suficiente en la distancia proximal para obtener la convergencia del 

problema y la solución óptima en modelos económicos para la toma de 

decisiones, con funciones no convexas. 

Uno de los resultados más importantes de esta investigación es que se ha podido 

extender el método proximal clásico a un método proximal para resolver 

problemas de maximización y minimización con funciones objetivos no 

convexas, en cada iteración para resolver los subproblemas solo pedimos hallar 

en la función regularizadora un punto estacionario, y que no siempre sea un 

mínimo global. 

Se ha realizado experimentos computacionales para verificar que método de 

punto proximal propuesto a modelos de decisión en microeconomía en un 

modelo de Cobb Douglas es implementable y aplicable a problemas académicos 

tanto para el caso restricto e irrestricto. 

RECOMENDACIONES 

La obtención de la convergencia a un punto generalizado de KKT es aceptable 

pero no óptima, en futuros trabajos en este tema se puede considerar modificar 

un poco el método para obtener convergencia a un punto óptimo. 

La desventaja es que la convergencia es solamente lineal, por esto se 

recomienda en futuros trabajos usar otras variantes para mejorar la velocidad de 

la convergencia para funciones no diferenciables y no convexas. 
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ANEXOS 

Anexo 1  

Demanda interna -inversión bruta interna 
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Anexo 2 

PBI (S/. 2007) 
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Anexo 3 

PBI per cápita (S/. 2007) 
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Anexo 4  

PERÚ: Producto bruto interno total y por habitante, 1994-2019 
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Anexo 5 

PERÚ: Formación bruta  de  capital  fijo, pública y privada, 1994-2019  
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Anexo 6 

Población económicamente activa ocupada, según ámbito geográfico,  

2007 - 2019(miles de personas) 

 

 

 

 



 

112 

 

Anexo 7  

Data de Cobb Douglas  

 


