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RESUMEN

La Mineria de Datos (Data Mining) es la busqueda de patrones
interesantes y de regularidades importantes en grandes bases de
datos. La mineria de datos inteligente utiliza métodos de aprendizaje
automatico para descubrir y enumerar patrones presentes en los
datos.

Una forma para describir los atributos de una entidad de una
base de datos es utilizar algoritmos de segmentacion o clasificacion.

El presente trabajo, propone un método para el analisis de datos,
para evaluar la forma con la que se consumen los medicamentos en un
hospital peruano, poder identificar algunas realidades o caracteristicas
no observables que producirian desabastecimiento o insatisfaccion del
paciente, y para que sirva como una herramienta en la toma de
decision sobre el abastecimiento de medicamentos en el hospital.

En esta investigacion, se utilizan técnicas para la Extraccion,
Transformacion y Carga de datos, y para la construccion de un
Datamart, para finalmente un algoritmo de mineria de datos adecuado
para el tipo de informacion que se encuentra contenida.

Palabras Clave: Mineria de Datos, Datamining, aprendizaje
automatico, Datamart, Inteligencia de Negocio, Algoritmo K-Means,
Algoritmo de Clasificacion.



ABSTRACT

The Mining of Data (Mining Data) is the search of interesting
patterns and important regularities in great data bases. The intelligent
mining of data uses methods of automatic learning to discover and to
enumerate present patterns in the data.

A form to describe the attributes of an organization of a data base
is to use algorithms of segmentation or classification.

The present work, proposes a method for the analysis of data, to
evaluate the form with which the medicines in a Peruvian hospital are
consumed, to be able to identify some non-observable realities or
characteristics which they would produce shortage of supplies or
dissatisfaction of the patient, and so that it serves as a tool in the
decision making on the medicine supplying in the hospital.

In this investigation, techniques for the Extraction,
Transformation and Load of data are used, and for the construction of
a Datamart, finally an algorithm of mining of data adapted for the type
of information that is contained.

Key words: Mining of Data, Datamining, automatic learning,
Datamart, Intelligence of Business, K-Means Algorithm, Classification
Algorithm.
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INTRODUCCION

Dia con dia, las empresas vienen creando diversos sistemas para
poder resolver problemas especificos, ya sea por area, por sucursal,
por unidad de negocio o en su total. A través del tiempo, las empresas
necesitan que la informacion, contenida en diversos almacenes de
datos, de distinta arquitectura y diseno, sea usada para consultas
simples, o complejas.

Por otro lado, la necesidad de tener la seguridad de conocer todos
los procesos dentro de un negocio es cada vez mas importante, y
puede ser el unico diferenciador para que las empresas subsistan o
perezcan.

La Mineria de Datos o Datamining, es un método eficiente para
contribuir en acortar esta brecha, y brindar fuentes de informacion
mas eficientes a los agentes decisores.

Este trabajo se divide en 4 partes, cada una de las cuales se
describe a continuacion, a manera resumida:

En el Capitulo I se realiza una explicacion de los Antecedentes
del problema, la justificacion, y se define los objetivos generales y
especificos de la tesis. Por ultimo se define la hipotesis a formular.
Aqui también se definen las variables dependientes e independientes.

En el Capitulo II se define el Marco teérico, donde se
fundamenta las actuales situaciones por las que pasa toda empresa
para poder obtener conocimiento.

Se empieza definiendo el antecedente, los conceptos con los que
se ha contado en el proyecto, para poder ir introduciendo al lector con
el trabajo realizado. Tratamos sobre temas como Datawarehouse
(definicion y arquitectura tanto fisica como logica), Datamart,
Almacenamiento OLAP (cubos, dimensiones, meétricas, jerarquias y
estrategias de almacenamiento).

Veremos también, conceptos sobre transformacion y carga de
datos, y por ultimo tratamos conceptos de mineria de datos y
especificamente veremos el algoritmo K-means, que es el utilizado en el
proyecto.

En el Capitulo III se realiza una vision general del proyecto, se
define y explica los pasos que comprende la metodologia, y se
desarrollan los mismos. Aqui es donde doy a conocer la fuente de
datos con los que contaremos en el proyecto, vemos como disenamos y
poblamos nuestro datamart. Por ultimo, aplicamos el algoritmo k-



means sobre la muestra en estudio. Definimos los clusters obtenidos y
definimos algunas conclusiones previas.

En el Capitulo IV se hace una breve explicacion del hospital en
estudio, para ubicar al lector en el contexto deseado. Se detallan los
resultados, discusion e interpretacion de la investigacion. Para esto, se
hace uso de los cuestionarios que se hicieron a la poblacion, que sirve
como fundamento de los resultados del proyecto.

Finalmente se presentan conclusiones y se plantean algunas
recomendaciones que se pueden aplicar, que complementen el trabajo
presentado.



CAPITULO 1
PLANTEAMIENTO METODOLOGICO



N

1.1 PLANTEAMIENTO EL PROBLEMA DE

INVESTIGACION.

Las organizaciones dedicadas a la atencion de la salud, como
muchas de sus pares en otras areas de la economia, asisten a un
proceso de creciente informatizacion. La mayor parte de las
aplicaciones aun se vinculan con procesos netamente
administrativo-contables, pero el grado de informatizacion de
datos estrictamente médicos es cada vez mayor. Las Base de
Datos Transaccionales propias de la organizacion médica en
estudio no escapa a los problemas que afectan a las
organizaciones de los otros sectores, y los analistas se enfrentan

a los mismos problemas de “encarcelamiento” de los datos.

El control de medicamentos, Yy especificamente, su
abastecimiento a tiempo, es uno de los problemas con mas

repercusion en los procesos del hospital en estudio.

Los responsables de la administracion y provision de los
mismos, cuentan con su experiencia ganada con los afos, y
algunos reportes extraidos desde el Sistema de Gestidn
Hospitalaria, para saber cuando reabastecer a las farmacias
respectivas con mas medicamentos para no perjudicar a la
gran mayoria de la poblacién que se atiende en el hospital.
Es decir, el personal encargado, reabastece su inventario en
base a banderas que indican si se llegé a un nivel minimo

para reabastecer.



Si bien es cierto, el Hospital cuenta con una gran cantidad de
informacién contenida en su sistema central, ésta, se
encuentra encerrada en los almacenes operacionales, y no se
la considera como lo que es realmente, es decir, una fuente
importante de conocimiento que puede ser util para la

institucién y sus objetivos.

En entrevistas con los responsables del area de Farmacia, se
supo que la informacién con la que cuentan, es a modo de
reportes estadisticos, donde se visualizan numeros que
informan el estado del stock de los medicamentos. Adicional
a los reportes ya existentes, constantemente surgen
necesidades para obtener informacidon basandose en nuevos
y diversos criterios, para lo que se recurre al area de
sistemas, y se solicita los cambios en la emision del reporte.
Vemos aqui la dependencia que se tiene con el area de
sistemas, y la inflexibilidad con la que se puede obtener

informacion.

La indisponibilidad de informacion inmediata que tiene el
Responsable del Area, de tener el conocimiento adecuado de
su negocio. El tener que depender de procesos repetitivos
para la obtencion de informacion. El percibir al negocio en
términos estadisticos, mas no con criterios analiticos para
identificar conocimiento, son algunos de las debilidades

actuales reconocidas.



En resumen. Vemos entonces, que no se tiene un modo de
conocer, de antemano, porqué es que ciertos medicamentos
son muy despachados, ni tampoco se conoce el tipo de
pacientes que solicitan medicinas de un tipo y no de otro, o si
los niUmeros que aparecen en los reportes, contienen algo

mas de informacién que solo valores estadisticos.



1.2 DELIMITACION DEL PROBLEMA.

1.2.12 AMBITO INSTITUCIONAL.

Sector : Salud

Instituciéon : Hospital Nacional "Guillermo Almenara

Irigoyen”

1.2.2 AMBITO EMPRESARIAL.

Actividad : Servicio de Salud

1.2.3 AMBITO TERRITORIAL.

Ubicacién : Lima - Peru

1.2.4 AMBITO TEMPORAL.

Es una investigacién de actualidad (2006).



1.3 FORMULACION DEL PROBLEMA.

1.3.1 PROBLEMA PRINCIPAL.

¢ Qué efectos produce en el hospital, la falta de una
metodologia efectiva que permita sectorizar a los
pacientes con respecto al consumo de medicamentos,

para colaborar en una correcta toma de decisiones?

1.3.2 SUB—PROBLEMAS.

a. ¢Como es que el transformar Ila informacion
correspondiente a un periodo de trabajo del
sistema actual almacenado en tablas planas, hacia
una Base de Datos Relacional contribuye a
establecer objetivos importantes en la Toma de

Decisiones?

b. ¢De qué manera el modelar, construir y cargar una
Base de Datos Relacional hacia un Datamart para
consultas OLAP ayuda a establecer estrategias

para la Toma de Decisiones?

c. ¢Como es que la generaciobn de pruebas de
clasificacion, utilizando el algoritmo de Mineria de
Datos: K-means para encontrar caracteristicas
similares en la informacién permite implantar

procedimientos en la Toma de Decisiones?



1.4 OBJETIVOS.

1.4.1 OBJETIVO GENERAL.

Definir una metodologia para el Modelado vy
Construccién de wun Datamart como fuente de
informacion para el algoritmo de Mineria de Datos K-
means, que ayude a la Toma de Decisiones para
Sectorizar Pacientes en el Consumo de Medicamentos

en un Hospital Nacional.

1.4.2 OBJETIVOS ESPECIFICOS.

a. Demostrar como la transformacion de la
informacion correspondiente a un periodo de
trabajo del sistema actual almacenado en tablas
planas hacia una Base de Datos Relacional permite
establecer objetivos a alcanzar en la Toma de

Decisiones.

b. Conocer como el modelar, construir y cargar una
Base de Datos Relacional a un Datamart coadyuva
a establecer estrategias para la Toma de

Decisiones.

c. Demostrar como el generar pruebas de
clasificacion, utilizando el algoritmo de Mineria de

Datos K-means para encontrar caracteristicas



similares en la informacion permite identificar

conocimiento en la Toma de Decisiones.

1.5 HIPOTESIS.

1.5.1 HIPOTESIS GENERAL.

El uso de Datamart y la aplicabilidad del algoritmo K-
means permiten la mejora del proceso de toma de
decisiones en el consumo de medicamentos en un

hospital nacional.

1.6 VARIABLES.

1.6.1 VARIABLE DEPENDIENTE.
Mejora el proceso de Toma de Decisiones en el consumo

de medicamentos en un hospital nacional (VD)

1.6.2 VARIABLE INDEPENDIENTE.

Datamart, Algoritmo de mineria de datos K-means (VI)



1.7

1.8

DISENO Y TIPO DE INVESTIGACION.

El presente estudio es de tipo Descriptivo. Se establece
especificamente en el Hospital Nacional Guillermo Almenara
Irigoyen; se identifica sus procedimientos, desempefio y la
actitud o percepcion de los pacientes sobre aspectos
conformantes del bienestar.

Asimismo, se definen pasos a seguir para obtener resultados
que apunten a conseguir una mejor toma de decision en el

abastecimiento de medicamentos.

POBLACION Y MUESTRA.

1.8.1 DESCRIPCION DE LA POBLACION.

Para el presente estudio, se consider6 como poblacion
a las personas que trabajan y son atendidas en el

Hospital Nacional Guillermo Almenara Irigoyen.
1.8.2 TAMANO DE LA MUESTRA.

La muestra que se determiné fueron las personas que
tienen que ver con el Area de Informatica y Jefaturas
del Departamento de Farmacia del Hospital Nacional

Guillermo Almenara Irigoyen.
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1.9 JUSTIFICACION @) RELEVANCIA DE LA

INVESTIGACION PROPUESTA.

¢ La justificacion del trabajo, se centra en el hecho de que se
propone una solucién al requerimiento de un problema que
actualmente tiene el area de farmacia del hospital Almenara.
Identificar las caracteristicas de los pacientes que acuden al
hospital, y que hacen que el stock de medicamentos sufra
picos de desabastecimiento constantemente, es motivo
suficiente para tratar de conocer mejor el negocio de
farmacia, y tener bases mas completas para poder requerir

reabastecer de medicamentos en el area.

¢ Como consecuencia, se podra identificar clases de pacientes
que acuden al centro hospitalario, y poder probablemente,
crear campanas orientadas al tipo de paciente, o auditar
mejor a los meédicos que suscriben determinados
medicamentos para pacientes que podrian tomar otros. En
fin, se convierte en un aporte importante, con futuras
mejoras, que podra servir como fuente de conocimiento para

el area.

¢ Otra justificacion esta en el hecho de que es una opcion con
la que se demuestra que la aplicacion de algoritmos de
mineria de datos simples, puede ser una opcién viable para

analizar informacion del Sistema de Gestion Hospitalaria.
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¢ Es una opcion también, de demostrar que se puede ir
aminorando la dependencia del area de farmacia con la de
sistemas, para obtener informacion en cualquier instante,

produciendo asi un mejor desempefio de ambas areas.



CAPITULO 11
MARCO TEORICO
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2.1ANTECEDENTES.

2.2

Como fruto de la busqueda realizada por el autor, se ha
encontrado algunas conceptualizaciones sobre la
investigacion, que han servido para la elaboracion del
presente trabajo y aparecen consignados en el marco

conceptual.

Sin embargo, cabe indicar que hasta el presente no se han
desarrollado trabajos sobre Datamart, Datamining y Toma de
Decisiones en el ambito del Consumo de Medicamentos v,
especificamente, en el Hospital Nacional Guillermo Almenara

Irigoyen.

Asimismo, con relacién a las variables del tema, no se han
encontrado investigaciones gque hayan abordado estos temas
aplicados a Ila problematica planteada, con lo cual
consideramos que la presente investigacion reune las
condiciones metodoldgicas suficientes para ser considerada

inédita.

ONCEPTOS SOBRE DATAWAREHOUSE

C
DATAMART Y OLAP.

2.2.1 DATAWAREHOUSE.
Un DataWarehouse es un repositorio central o coleccion

de datos en la cual se encuentra integrada la informacién de
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la organizacidn y que se usa como soporte para el proceso de
toma de decisiones gerenciales.

El concepto de DataWarehouse comenzd a surgir cuando las
organizaciones tuvieron la necesidad de usar los datos que
cargaban a través de sus sistemas operacionales para
planeamiento y toma de decisiones.

Para cumplir estos objetivos se necesitan efectuar consultas
que sumarizan los datos, y que si se hacen sobre los
sistemas operacionales reducen mucho la performance de las
transacciones que se estan haciendo al mismo tiempo. Fue
entonces que se decidi6 separar los datos usados para
reportes y toma de decisiones de los sistemas operacionales
y asi, diseflar y construir los llamados DataWarehouses para
almacenar estos datos.

Las principales caracteristicas que posee un DataWarehouse

son:

- Es orientado a la informacion relevante de la organizacion:
En un DataWarehouse la informacion se clasifica en base a
los aspectos de interés para la empresa, es decir, se disefia
para consultar eficientemente informacion relativa a las
actividades bésicas de la organizacion, como ventas, compras
y produccién, y no para soportar los procesos que se realizan
en ella, como gestion de pedidos, facturacion, etc.

e Es integrado: integra datos recogidos de diferentes
sistemas operacionales de la organizacion y/o fuentes
externas. Esta integraciobn se hace estableciendo una

consistencia en las convenciones para nombrar los datos, en
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la definicion de las claves, y en las medidas uniformes de los
datos.

e Es variable en el tiempo: los datos son relativos a un
periodo de tiempo y deben ser incrementados
periédicamente. La informaciéon almacenada representa
fotografias correspondientes a ciertos periodos de tiempo.

e Es no volatil: la informacion no se modifica después de que
se inserta, solo se incrementa. El periodo cubierto por un

DataWarehouse varia de 2 a 10 afios. [PATRICIA ZVENGER]

Arquitectura Datawarehouse

Podemos dividirla en dos tipos:
e Disefo Ldégico.
De acuerdo a [PATRICIA ZVENGER], existen algunos

requerimientos que debe cubrir un disefio logico
para un Datawarehouse.

- Preparar el datawarehouse para soportar la
recuperacion de una gran cantidad de filas de datos
en forma rapida.

- La mayoria de los analistas de negocios van a
querer ver datos totalizados. Estos datos en lo
posible deben precalcularse y almacenarse de
antemano para que esta recuperacion sea rapida y
eficiente. Es importante ademas discutir el nivel de
granularidad y de detalle esperado por los analistas

cuando hacen operaciones de DRILLDOWN.
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- El disefio debe estar conducido por el acceso y por
el uso, es decir, teniendo en cuenta qué tipo de
reportes o resumenes son los mas frecuentes, y
cuales los mas urgentes.

- Un disefio normalizado no es bueno, no solo por lo
mencionado en la seccion anterior, sino porque no
resulta demasiado intuitivo para una persona de
negocios, y podria volverse demasiado complejo.

- Todos los datos que se incluyan ya deben existir
en las fuentes de datos operacionales, 0 ser
derivables a partir de ellos. [PATRICIA ZVENGER]

Las dos técnicas de disefio mas populares de
almacenamiento l6égico de un datawarehouse son las
siguientes:

Esquema Estrella.

Este esquema estd formado por un elemento central
que consiste en una tabla llamada la Tabla de
Hechos, que esta conectada a varias Tablas de
Dimensiones.

Las tablas de hechos contienen Ilos valores
precalculados que surgen de totalizar valores
operacionales atémicos segun las  distintas
dimensiones, tales como clientes, productos o
periodos de tiempo.

Las tablas de hechos representan un evento critico y
cuantificable en el negocio, como ventas o costos.

Su clave esta compuesta por las claves primarias de



17

las tablas de dimension relacionadas (las FOREIGN
KEYS). Pueden existir varias tablas de hechos con
informaciéon redundante, porque podrian contener
distintos niveles de agregacion de los mismos datos.
Por ejemplo podria existir una tabla de hechos para
las Ventas por Sucursal, Regidon y Fecha, otra para
Ventas por Productos, Sucursal y Fecha, y otra para
Ventas por Cliente, Regidon y Fecha.

En general las tablas de hechos tienen muchas filas
y relativamente pocas columnas.

Las tablas de dimension representan las diferentes
perspectivas desde donde se ven y analizan los
hechos de la tabla de hechos. A diferencia de las
anteriores, su clave primaria esta formada por un
solo atributo, y su caracteristica principal es que
estan denormalizadas. Esto significa que si la
dimension incluye una jerarquia, las columnas que
la definen se almacenan en la misma tabla dando
lugar a valores redundantes, lo cual es aceptable en
este esquema.

En general suelen tener muchas columnas pero
pocas filas. Siempre que sea posible, es conveniente
compartir las tablas de dimension entre distintas
tablas de hechos.

Una de las dimensiones mas comunes es la que
representa el tiempo, con atributos que describen
periodos para afos, cuatrimestres, periodos fiscales,

y periodos contables.
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Otras dimensiones comunes son las de clientes,

productos, representantes de ventas, regiones,
sucursales.

El esquema estrella es el mas usado porque maneja
bien la performance de consultas y reportes que
incluyen afios de datos histéricos, y por su
simplicidad en comparacion con una base de datos
normalizada.

En la siguiente figura vemos un ejemplo de esquema
Estrella, donde la tabla de hechos es la tabla
Ventas, y el resto son las tablas de dimensiones.

[PATRICIA ZVENGER]

Productos
Tiempold Froductald
Dia de la 3amana Hembre

Semana del Mes

Cofegaoria

Mes Fracio
e Ventas Tl o= e
- 7 Colar
Estacion del Afo Tiampsld

Sucursalld

Froductold

Cllenteld

Manho

TipaPage
Sucursalld Clienteld
Direccion MWambre

DistriloMombre
Distrifallbicacion
Regionlod
RegionSerente

Telefono
Fechalngreso
Edad

GeEnera

Figura 2.1. Esquema Estrella.

Esquema Copo de Nieve.

Es una variante del esquema estrella en el cual las
tablas de dimensién estan normalizadas, es decir,
pueden incluir claves que apuntan a otras tablas de

dimension.
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Las ventajas de esta normalizacidon son la reduccion
del tamafo y redundancia en las tablas de
dimensién, y un aumento de flexibilidad en la
definicion de dimensiones.
Sin embargo, el incremento en la cantidad de tablas
hace que se necesiten mas operaciones de unidn
para responder a las consultas, lo que empeora la
performance, ademas del mantenimiento que
requieren las tablas adicionales.
En la siguiente figura vemos un esquema similar al
anterior, donde la tabla de dimensiéon Sucursal se
expande en las tablas Distrito y Region. Ahora la
tabla Sucursal contiene una columna clave Distritold
que apunta a la tabla Distrito, y esta a su vez tiene
una columna Regionld que apunta a la tabla de
dimension Region. [PATRICIA ZVENGER]
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Figura 2.2. Esquema Copo de Nieve
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e Diseno Fisico.

Entre las decisiones de implementaciéon que se deben
tomar se incluyen el tamafno del espacio libre, el
tamano del buffer, el tamafo del bloque, y si se usa o
Nno una técnica de compactacion de la base de datos.
Todas estas cuestiones afectaran la performance del
DataWarehouse.
Algunos temas que impactan sobre el rendimiento del
Datawarehouse son:
- Particionamiento.
Generalmente cuando se hablan de base de datos
enormes, donde las tablas de hechos ocupan varios
cientos de gigabytes. El particionamiento permite
que los datos de una tabla l6gica, esté en varios
datos fisicos.
El particionamiento es importante, pues permite
realizar respaldos de porciones de una tabla, sin
impactar en su accesibilidad. Por otro lado, permite
guardar informaciéon mas frecuentemente accedidos,
en dispositivos mas rapidos. [PATRICIA ZVENGER]
- Clustering.
Es una técnica util, para el acceso secuencial de
grandes cantidades de datos. Se obtiene definiendo
un indice de clustering para una tabla, el cual
determina el orden secuencial fisico en el que se
almacenan las filas en los conjuntos de datos.
Esta técnica mejora drasticamente el acceso

secuencial, y es la técnica mas usada para
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procesamiento OLAP. Cuando las filas de la tabla no
permanezcan almacenadas en el orden
correspondiente a su indice clustering, situacion
conocida como fragmentacion, la performance
bajard y habrd que reorganizar la tabla. [PATRICIA
ZVENGER]

Indexado.

Existen dos estrategias extremas de indexado: una
es indexar todo, y la otra es no indexar nada, pero
ninguna de las dos es conveniente. Las columnas
que se elijan para indexar deben ser las que se usan
mas frecuentemente para recuperar las filas, y las
que tienen una alta distribucion de valores, no una
baja como por ejemplo Codigo Postal.

Una vez que se determinan las columnas a indexar,
hay que determinar la estrategia de indice. La
mayoria de las DBMSs proveen varios algoritmos,
entre ellos B-tree, Hash, archivo Invertido, Sparse y
Binario. Se deberia optar por el mas 6ptimo para el
producto DBMSs que se estad usando. [PATRICIA
ZVENGER]

Reorganizaciones.

Las cargas incrementales de las bases de datos iran
fragmentando las tablas, y esta fragmentacion
puede resultar en un decaimiento de la
performance. La mayoria de las DBMSs proveen
rutinas de reorganizacion para reclamar el espacio

fragmentado y mover registros.
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Las actividades Dbéasicas involucradas en la
reorganizacion de una base de datos implican copiar
la base de datos vieja en otro dispositivo,
rebloquear las filas y recargarlas. Estas tareas no
son triviales en un DataWarehouse, pero todos los
DBMSs permiten reorganizar particiones, lo cual es
otra buena razén para particionar las tablas.
[PATRICIA ZVENGER]

Backup y Recupero.

Los DBMSs proveen utilidades para hacer backups
completos y también incrementales. Muchas
organizaciones tienen la err6bnea impresion de que
los DataWarehouses siempre se pueden recrear a
partir de las fuentes de datos originales. Sin
embargo, ademas de que esta tarea puede llevar
mucho tiempo porque hay que reejecutar Ilos
programas de extraccion, transformacion y carga, es
posible que estos programas y los datos mismos ya
no estén disponibles. [PATRICIA ZVENGER]
Ejecucion de las consultas en paralelo.

Para mejorar la performance de una consulta es
mejor dividirla en componentes que ejecuten
concurrentemente. Algunos DBMSs ofrecen
ejecucion paralela en forma transparente, es decir,
dividen la consulta por si solos. [PATRICIA
ZVENGER]
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2.2.2 DATAMART.

Las corporaciones de hoy se esfuerzan por conducir sus
negocios hacia una base internacional.
Vemos compafiias que surgieron en Estados Unidos y se
expandieron a Europa, Asia y Africa. La expansion del
negocio crea la necesidad de acceder a datos corporativos
que estan ubicados en diferentes puntos geograficos. Por
ejemplo, un ejecutivo de ventas de una compafia con origen
en Brasil que esta situado en Chile puede necesitar acceso a
la base de datos de la empresa para identificar los clientes
potenciales que residen solo en Chile.
Este problema se soluciona creando versiones mas pequefas
del DataWarehouse, los datamarts. Estas versiones se crean
usando algun criterio particular, como por ejemplo el lugar
geografico. En el ejemplo anterior los datos de los clientes
que residen en Chile se deben almacenar en el datamart de
la sucursal en ese pais.
La existencia de los datamarts crea nuevas formas de pensar
cuando se disefan los repositorios corporativos de datos.
Algunas corporaciones reemplazan completamente el
concepto de tener un DataWarehouse central, por varios
datamarts mas pequefios que se alimenten directamente de
los sistemas operacionales.
Otras compafiias usan datamarts para complementar sus
DataWarehouses. Mueven datos desde el DataWarehouse
hacia varios datamarts con el fin de permitir un analisis mas

eficiente. La separacion de los datos se determina segun
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criterios como departamentos, areas geograficas, periodos de
tiempo, etc.

Finalmente, algunas organizaciones usan sus datamarts como
el primer paso de almacenamiento de datos operacionales.
Luego los datos de todos los datamarts se replican en un

DataWarehouse corporativo central. [PATRICIA ZVENGER].
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2.2.3 Almacenamiento OLAP.

OLAP se define como el analisis multidimensional e
interactivo de la informacibn de negocios a escala
empresarial. El analisis multidimensional consiste en
combinar distintas areas de la organizacion, y asi ubicar
ciertos tipos de informacion que revelen el comportamiento
del negocio. [PATRICIA ZVENGER]

Los usuarios de herramientas OLAP se mueven desde una
perspectiva de negocio a otra, por ejemplo, pueden estar
observando las ventas anuales por sucursal y pasar a ver las
sucursales con mas ganancias en los ultimos tres meses, y
ademas con la posibilidad de elegir entre diferentes niveles
de detalle, como ventas por dia, por semana o0 por
cuatrimestre. Es esta exploraciéon interactiva lo que distingue
a OLAP de las herramientas simples de consulta y reportes.
[PATRICIA ZVENGER]

El analisis multidimensional, permite a los analistas de
negocios examinar sus indicadores clave o medidas, como
ventas, costos, y ganancias, desde distintas perspectivas,
como periodos de tiempo, productos, regiones. Estas
perspectivas constituyen las dimensiones desde las que se
explora la informacion.

La escala empresarial, se refiere a que OLAP trabaja con
fuentes de datos corporativos, que contienen datos de toda la

empresa.

Para proveer estas caracteristicas, toda herramienta OLAP

tiene tres principales caracteristicas:
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e Un modelo multidimensional de la informacion para el
andlisis interactivo.

- Un motor  OLAP que procesa las consultas
multidimensionales sobre los datos.

e Un mecanismo de almacenamiento para guardar los datos
que se van a analizar. Este componente puede ser externo a

la herramienta, como un RDBMS o un DataWarehouse.

La herramienta no solo permite flexibilidad en cuanto a la
navegacion por el modelo multidimensional de Ila
informacién, sino que también es flexible en la definiciéon de
los reportes y aplicaciones que se construyen a partir de ella.
[PATRICIA ZVENGER]

CUBOS MULTIDIMENSIONALES

En una base de datos multidimensional, el modelo de datos
esta constituido por lo que se denomina un Cubo
multidimensional o simplemente Cubo. En un cubo la
informacion se representa por medio de matrices
multidimensionales o cuadros de multiples entradas, que nos
permite realizar distintas combinaciones de sus elementos
para visualizar los resultados desde distintas perspectivas y
variando los niveles de detalle. Esta estructura es
independiente del sistema transaccional de la organizacion,
facilita y agiliza la consulta de informacion historica

ofreciendo la posibilidad de navegar y analizar los datos.
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Aqui vemos como ejemplo un cubo multidimensional que
contiene informacién de ventas discriminadas por periodos de

tiempo, productos y zonas geograficas de la empresa.
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Figura 2.3. Cubo Multidimensional
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[
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Los ejes del cubo son las Dimensiones, y los valores que se
presentan en la matriz, son las Medidas. [PATRICIA

ZVENGER]

DIMENSIONES

Son objetos del negocio con los cuales se puede analizar la
tendencia y el comportamiento del mismo. Las definiciones
de las dimensiones se basan en politicas de la compafia o del
mercado, e indican la manera en que la organizacion
interpreta o clasifica su informacion para segmentar el

analisis en sectores, facilitando la observacion de los datos.
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Para determinar las dimensiones requeridas para analizar los
datos podemos hacer preguntas como: Cuando, D6nde, Qué,
Quién, Cual, etc. [PATRICIA ZVENGER]

MEDIDAS O METRICAS

Son caracteristicas cualitativas o cuantitativas de los objetos
que se desean analizar en las empresas. Las medidas
cuantitativas estan dadas por valores o cifras porcentuales.

Por ejemplo, las ventas en délares, cantidad de unidades en
stock, cantidad de unidades de producto vendidas, horas
trabajadas, el promedio de piezas producidas, el porcentaje
de aceptacion de un producto, el consumo de combustible de

un vehiculo, etc. [PATRICIA ZVENGER]

JERARQUIAS DE DIMENSIONES Y NIVELES

Generalmente las dimensiones se estructuran en jerarquias,
y en cada jerarquia existen uno o mas niveles, los llamados
Niveles de Agregacion o simplemente Niveles. Toda
dimension tiene por lo menos una jerarquia con un unico
nivel. En la figura vemos un ejemplo de una dimension de
vendedores, que consiste de una uUnica jerarquia, y tres
niveles de agregacion para agruparlos por ciudades y por

regiones.
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DIMENSION Areas
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Figura 2.4. Dimensiones y Jerarquias.

En el grafico anterior, los niveles de Zonas y Gerencia no
estan relacionados entre si, a pesar de que ambos estan

relacionados con las Areas. [PATRICIA ZVENGER]

2.2.4 ESTRATEGIAS DE ALMACENAMIENTO. (ROLAP,
MOLAP, HOLAP)

Las bases de datos relacionales estdn optimizadas para
obtener una performance Optima en consultas simples y
frecuentes, pero no funcionan de manera ideal para las
consultas multidimensionales y complejas de estas
aplicaciones, ya que existen muchas de ellas que no se
pueden expresar en una uUnica consulta SQL, y seguramente
se requeriran muchas operaciones de JOIN, lo cual reduce
drasticamente el tiempo de respuesta de la consulta.

Para cubrir estas deficiencias surgieron tres estrategias de

almacenamiento:
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e Bases de datos multidimensionales especializadas, que
proveen almacenamiento y recupero de datos optimizado
para consultas OLAP.

e DataWarehouses, construidos sobre una tecnologia
relacional, pero la optimizacién se dirige al soporte de
decisiones en lugar de a las operaciones transaccionales.

e Una tercera estrategia que consiste en la combinacion de
las dos anteriores.

Las herramientas OLAP que usan almacenamiento
multidimensional son llamadas MOLAP, mientras que a las
que almacenan los datos en bases relacionales se les llama
herramientas ROLAP. Las herramientas que combinan los dos
enfoques se conocen como OLAP Hibrido u HOLAP.

Cada alternativa tiene sus ventajas y desventajas. En lugar
de discutir cual de las dos es mejor hay que definir un
criterio para optar por una u otra, y evaluar el alcance de
HOLAP, que en la practica intenta combinar lo mejor de
ambos mundos.

Algunas de las ventajas mas importantes de cada enfoque
son:

MOLAP

e Buena performance en las consultas, ya que el
almacenamiento esta  optimizado para el analisis
multidimensional.

e La escalabilidad esta limitada por la capacidad del Motor de
Base de Datos y por el tiempo de carga de los datos.

< En general el analisis esta limitado a los datos totalizados o

sumarizados.
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e ElI modelo multidimensional no es lo suficientemente
flexible como para acomodarse a las necesidades
constantemente cambiantes del negocio.

e La estructura que guarda los datos estad incluida en la
herramienta.

 Requiere una capa adicional de manejo de datos.

e No incluye soporte de paralelismo, replicacion ni
recuperacion de datos.

e Puede requerir aprendizaje por ser una tecnologia nueva en
la organizacion. [PATRICIA ZVENGER]

ROLAP

e La performance de las consultas no es tan 6ptima como en
MOLAP.

e Es capaz de manejar conjuntos de datos muy grandes, por
encima de un terabyte.

e Ademas del analisis de informacién sumarizada, se pueden
analizar datos detallados hasta el nivel de las transacciones.

e Es capaz de analizar los datos desde cualquier perspectiva
en cualquier momento.

e La herramienta ROLAP requiere un DataWarehouse de
donde extraer los datos para analizar.

e Las cuestiones técnicas del manejo de los datos esta a
cargo del Motor de Base de Datos.

e Incluye soporte para replicacion, rollback y recuperacion, y

para acceso multiusuario. [PATRICIA ZVENGER]
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2.3 CONCEPTUALIZACIONES SOBRE TRANSFORMA-
CION Y CARGA DE DATOS.

2.3.1 MIGRACION DE DATOS: EXTRACCION,
TRANSFORMACION Y CARGA

La migracion de los datos desde las fuentes operacionales al
DataWarehouse requiere la necesidad de procesos para
extraer, transformar y cargar los datos, actividad que se
conoce como ETL.

La mayoria de los datos de origen son los datos
operacionales actuales, aunque parte de ellos pueden ser
datos historicos archivados.

Si los requerimientos de datos incluyen algunos afos de
historia es necesario desarrollar tres conjuntos de programas
ETL: una Carga Inicial, una Carga Historica, y una Carga
Incremental.

Carga Inicial

La carga inicial se asemeja mucho al proceso de conversion
entre sistemas que se da en las organizaciones cuando
pasan, por ejemplo, de sus viejos sistemas operacionales a
un producto ERP.

Carga Historica

Este proceso debe verse como una extension de la carga
inicial, pero la conversidon aqui es un poco diferente porque
los datos histdéricos son datos estaticos.

A diferencia de los datos operacionales, los datos estaticos ya

se archivaron en dispositivos de almacenamiento offline. Es



33

comun que con el transcurso del tiempo se eliminen
elementos de datos que ya no sirven, se agreguen nuevos,
se modifiquen los tipos de ciertos datos o los formatos de los
registros, lo que implica que los datos historicos no
necesariamente se puedan sincronizar con los datos
operacionales. Por lo tanto los programas de conversion
escritos para la carga inicial quizd no sean aplicables a la
carga de datos historicos sin algunos cambios previos.

Carga Incremental

Una vez que el DataWarehouse esta cargado con datos
iniciales e historicos, hay que desarrollar otro proceso para la
carga incremental, que se ejecutara mensual, semanal o
diariamente. Existen dos formas de disefiar la carga
incremental:

e Extraer todos los registros: Se extraen todos los registros
operacionales, independientemente de los valores que hayan
cambiado desde la ultima carga realizada.

En general esta opcion no es viable debido al volumen de los
datos, por eso la mayoria opta por la siguiente opcién.

e Extraer Deltas solamente: Solo se extraen registros nuevos
O registros que contengan valores que cambiaron desde la
ultima carga realizada.

Disefiar programas ETL para extracciones delta es mas facil
cuando las fuentes consisten en bases de datos relacionales y
contamos con una columna “timestamp” para determinar los
deltas. [PATRICIA ZVENGER]

Expliquemos ahora, lo que debe contemplar este proceso:
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A. Extraer los Datos.
Que consiste en determinar técnicas, para combinar
eficiencia en el uso de la data de origen, asi como detectar
redundancias y datos y algun otro ruido. Ademas, hay que
distinguir un dato que puede estar duplicado en distintas
tablas.

B. Transformar Datos.
Este proceso es el mas critico, debido a que debe controlar
algunos factores:
Claves primarias inconsistentes, valores inconsistentes,
datos con diferentes formatos, valores erréneos,
sinbnimos y homoénimos, Légica embebida, Integracion y
Derivacion, etc. descritos en [PATRICIA ZVENGER]
En la figura vemos algunos ejemplos de transformaciéon de
datos: El primero referente a sexo, el segundo referente a
unidades de medida, el tercero se refiere a estandarizar

nombres, y por ultimo, estandarizar formatos de fecha.
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Figura 2.5. Ejemplos de Transformacion

C. Cargar Datos.

Este paso, es el mas simple, y seria el que completaria el

proceso ETL. Aqui

se tendria que

tener

cuidado,

basicamente con los indices, y a la integridad referencial.

2.4 CONCEPTOS SOBRE MINERIA DE DATOS.

2.4.1 DATA MINING.

Data Mining,

predecible de grandes bases de datos,

la extraccion de informacion oculta y

eS uhna

tecnologia para ayudar a las compafias a descubrir

informacion relevante en sus bases de informacion. Las

herramientas de Data Mining clasifican y predicen

futuras tendencias y comportamientos.

Los analisis
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prospectivos automatizados ofrecidos por la
automatizacion del Data Mining van mas all4d de los
eventos pasados provistos por las herramientas

usuales de sistemas de soporte de decision.

Estas herramientas exploran las bases de datos en
busca de patrones ocultos, encontrando informacién

predecible que un experto no puede llegar a encontrar.

Muchas compafiias ya colectan y refinan cantidades
masivas de datos. Las técnicas de Data Mining pueden
ser implementadas rapidamente en plataformas ya
existentes de software y hardware para acrecentar el
valor de las fuentes de informacidon existentes y
pueden ser integradas con nuevos productos vy

sistemas.

Los algoritmos de Data Mining utilizan técnicas que
han existido por lo menos desde hace 10 afos, pero
que solo han sido implementadas recientemente como

herramientas maduras y confiables.

[MAGDALENA SERVENTE] otorga ciertas capacidades a

la tecnologia de Data Mining:

- Descripcidon de clases: Provee una clasificacion

(caracterizacién) concisa y resumida de un
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conjunto de datos y los distingue (discriminacion)
unos de otros.

- Asociacion: Es el descubrimiento de relaciones
de asociacion o correlacion en un conjunto de
datos.

- Clasificacion: Analiza un conjunto de datos de
entrenamiento cuya clasificacion de clase se
conoce y construye un modelo de objetos para
cada clase. Puede representarse en arboles de
decisidon o reglas de clasificacion.

- Prediccion: Esta funcion de la mineria predice
los valores posibles de datos faltantes o la
distribucion de valores de ciertos atributos en un
conjunto de objetos.

- Clustering: Identifica clusters en los datos,
donde un cluster es una coleccion de datos
“similares”. La similitud puede medirse mediante
funciones de distancia, especificadas por los
usuarios o por expertos. La Mineria de Datos trata
de encontrar clusters de buena calidad que sean
escalables a grandes bases de datos y a
datawarehouses multidimensionales.

- Analisis de Series a través de Tiempo:
Analiza un gran conjunto de datos obtenidos con el
correr del tiempo para encontrar en él
regularidades y caracteristicas interesantes,
incluyendo la busqueda de patrones secuenciales,

periddicos, modas y desviaciones.
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2.4.1.1 Algoritmo K-Means (K-Medias)

Uno de los algoritmos mas utilizados para hacer
clustering es el k-medias (kmeans), que se caracteriza
por su sencillez. [MOLINA GARCIA]

1. En primer lugar se debe especificar por adelantado
cuantos clusters se van a crear, éste es el parametro Kk,
para lo cual se seleccionan k elementos aleatoriamente,
que representaran el centro o media de cada cluster.

2. A continuacion cada una de las instancias, ejemplos,
es asignada al centro del cluster mas cercano de
acuerdo con la distancia Euclidea que le separa de él.

3. Para cada uno de los clusters asi construidos se
calcula el centroide de todas sus instancias y estos
centroides son tomados como los nuevos centros de sus
respectivos clusters.

4. Finalmente se repite el proceso completo con los
nuevos centros de los clusters.

5. La iteracion continlda hasta que se repite la
asignacion de los mismos ejemplos a los mismos
clusters, ya que los puntos centrales de los clusters se
han estabilizado y permaneceran invariables después de
cada iteracion. [MOLINA GARCIA]

Para obtener los centroides, se calcula la media o la
moda segun se trate de atributos numéricos o
simbdlicos.

El algoritmo lo ponemos para mejor entendimiento:
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Algoritmo: Clustering k-means

Entrada: Un conjunto de N vectores de datos X={x,,...x,JenR? vy
el nimero de clusters es K.

Salida:  Una particion de vectores de datos dada por el vector
identidad del cluster Y={y,,...v,}. ¥, € {1....K}.

Pasos:

1. Inicializacion: Inicializa los vectores centroides del cluster {u.,....u.};

2. Asignacion de datos: Para cada vector de datos x_, el conjunto
yl,l_=argfw'n| X.".-'PHHE:'

3. Estimacion del centroide: Para un cluster K, sea X, ={x.|y,.=K}, el
centroide se estima como i, =1/x,| 2 v X,
"

4. Parar si Y no cambia, de otra forma regresar al paso 2.

Explicacion:

- Se determinan K centros iniciales

- Se repite:
- Crear los K grupos en base a los patrones mas
cercanos a cada centro.
- Recalcular los K centros como los puntos medios de
cada grupo creado.

Mientras los K centros tengan una variacion apreciable en
posicion entre dos iteraciones.
Eventualmente, luego de algunas iteraciones los centros se

estabilizan y con ellos la particiéon del espacio formado por los

K grupos definidos por estos centros.
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[SANDRA CARTAGENOVA]

algoritmo podria ser el

Comienzo w
(_comienzo

h 4

Inicializacidon de los centreides delas K

clases fifl1) ,coni=1,2, .. ;K

Distribucidn de los ohbhjetos entre las K
clases, segun |la minima distancia

guclidea

:

Actualizacidgn de los centroides

MO

¢/ Distribucion Estable ?

Figura 2.6. Algoritmo K-Means

siguiente:
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A continuacion, se muestran ejemplos de clustering con el

algoritmo k-medias.
EJEMPLO 1: [MOLINA GARCIA]

AL

Instancias Inicializacion de Centroides
[ 3 r S
Atz A2 1
o . e 4
. O . O
Iu] [a]

At At
Paso 1 Paso 2 Paso 3
_.E."[z F . llg.:tzjl.
O L ] ¢ O" ¢ .O.
) (_
- - -
* () * () + )
4 »* -
.ﬂ.ﬂ:— Atl - At *

Figura 2.7. Ejemplo K-Means

En este caso se parte de un total de nueve ejemplos o
instancias, se configura el algoritmo para que obtenga 3
clusters, y se inicializan aleatoriamente los centroides
de los clusters a un ejemplo determinado. Una vez
inicializados los datos, se comienza el bucle del
algoritmo. En cada una de las graficas inferiores se
muestra un paso por el algoritmo. Cada uno de los
ejemplos se representa con un tono de color diferente
que indica la pertenencia del ejemplo a un cluster
determinado, mientras que los centroides siguen

mostrandose como circulos de mayor tamafo y sin
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relleno. Por ultimo el proceso de clustering finaliza en el
paso 3, ya que en la siguiente pasada del algoritmo
(realmente haria cuatro pasadas, si se configurara asi)

ningun ejemplo cambiaria de cluster.

EJEMPLO 2: [LUIS GABRIEL]

En la primera columna se encuentra la posicion del
elemento y en la segunda su valor. Se han elegido
inicialmente 2 centroides, ubicados en las posiciones 2 y
7. En la columna con etiqueta dist 1 se ha registrado la
distancia de cada objeto al primer centroide. De igual
forma, en la siguiente columna se ha registrado la
distancia de cada objeto al siguiente centroide. Luego
se han escogido las distancias minimas, y en la ultima
columna de la tabla se realiza la asignacion de

elementos a cada uno de los grupos.

Numero | objeto dist 1 dist 2 minima d. | cluster
1 2] 1 e 1 1
2 10 0 3 0 1
3 4 & 3 3 2
4 ] ] 2 P 2
5 2] 1 i 1 1
5] 3 7 4 4 2
T T 3 i 1] 2
& 25 15 18 15 1
] 2] 2 1 1 2

10 i 10 T 7 2

Tabla 2.1. Ejemplo K-Means

Se recalculan los centros, como el promedio de las
distancias dentro de cada conglomerado. Los nuevos
centroides son: 4.25, 2.83.
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Numero | objeto | dist 1 dist 2 minima d. cluster
1 9 4.75 6.17 4.75 1
2 10 5.75 7.17 5.75 1
3 4 0.25 1.17 0.25 1
4 5 0.75 217 0.75 1
5 9 4.75 6.17 4.75 1
6 3 1.25 0.17 0.17 2
7 7 2.75 4.17 2.75 1
8 25 20.75 2217 20.75 1
9 8 3.75 5.17 3.75 1

10 0 4.25 2.83 2.83 2

Ahora, en esta tabla, se calcula la distancia de cada
elemento a los nuevos centros. Este proceso se repite
iterativamente hasta un niumero de veces propuesto por

el usuario o hasta que no varié la configuraciéon dentro

Tabla 2.2. Ejemplo K-Means

de los grupos.




CAPITULO 111
MODELADO Y CONSTRUCCION DE UN
DATAMART COMO FUENTE DE
INFORMACION PARA UN ALGORITMO
DE MINERIA DE DATOS EN UN
HOSPITAL NACIONAL
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3.1 VISION GENERAL DEL PLAN DE PROYECTO.

La mayoria de las organizaciones cuentan con datos de los
sistemas de ingreso de transacciones, vitales para registrar
las operaciones que sostienen a una empresa. A pesar de la
rigueza de estos datos, no se puede recurrir a ellos con
facilidad cuando necesitamos encontrar respuestas sobre el
funcionamiento de la organizacion, como por ejemplo, en el

caso del hospital:

e (Qué pacientes y con qué frecuencia acuden a
atenderse? Con esta informacién se puede evaluar, con
mas certeza, si se estd atendiendo a pacientes
dudosamente recurrentes, o0 si Vverdaderamente se
requiere tomar medidas para disminuir el namero de

atenciones.

e Cuadles serian las diferentes alternativas de cambio en el
consumo de medicamentos si  se modifica una

determinada variable? Ejemplo de esto podria ser:

— ¢Qué pasaria si se cambia el horario de atencién de
las farmacias?

— ¢Cudl puede ser la cantidad Optima de
abastecimiento de medicamento, dado el
presupuesto?

— ¢En cuanto es posible mejorar la atencion a largo

plazo de pacientes identificables?
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e ¢(Cual es la proyeccion histérica de determinado grupo de
pacientes de acuerdo a sus diagnosticos previos? asi,
puede utilizarse esta informacién para ampliar o reducir

la cantidad de insumos a esos grupos.

e (Cudles son las causas de que los pacientes acudan
tantas veces? asi, se podrian tomar acciones proactivas
tanto por grupo de pacientes como por tipo de

enfermedades.

e Cuanto se sobrepaso el ultimo trimestre el consumo de
algun medicamento? Es posible implementar una politica
de uso diferente para el trimestre siguiente para evitar
que los pacientes carezcan de determinados

medicamentos.

Si bien con los sistemas tradicionales se pueden preparar
reportes ad-hoc para encontrar las respuestas a algunas de
estas preguntas, se necesita mucho tiempo y recursos del

departamento de sistemas para poder responderlas.

Ademas interfiere en el procesamiento de los sistemas
transaccionales, aumentando los tiempos de respuestas de

los mismos.

Los usuarios del sistema de donde se extrajo las fuentes de

datos no son usuarios comunes, Sin0O usuarios que toman
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decisiones y planifican dia a dia, a mediano plazo o a largo

plazo.

Tal como definimos en el capitulo I, nuestra poblacién se

compone de personal con algunos de los siguientes cargos:

Gerente General
Auditor del Area Medica.
Médicos pertenecientes a Comisiones definidas.

Operadores del Abastecimiento de medicamentos.

PROPUESTA METODOLOGICA.

A continuacion, se detallan los pasos que se siguieron en

esta metodologia para identificar sectores o grupos de

pacientes con caracteristicas similares en el consumo de

medicamentos:

o 0 A~ WN

. Entender el problema existente en la informacion

transaccional, analizandola y seleccionando Ilos
campos pertinentes de las tablas seleccionadas.
Limpiar los datos de la muestra seleccionada.
Disenar el Esquema Dimensional del Datamart.
Llevar la muestra hacia un modelo dimensional.
Seleccion de Atributos para el analisis del algoritmo.
Aplicar el algoritmo k-means para el proceso de

clasificacion e interpretacion.
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Los pasos anteriores, resumen los pasos que se realizaran en
la investigacion. El datamart a desarrollar se alimenta de los
datos residentes en una base de datos relacional a
desarrollar, cargada desde los archivos planos de los
sistemas transaccionales existentes del hospital, por medio
de diversos procesos de extraccion, transformacion y carga.
Este nuevo repositorio, disefiado para brindar informacién
dinamica, servirh como fuente de datos para la aplicacion de

un algoritmo de mineria de datos de clasificacion.

Bases de
Datos Interfaces de Usuario Usuarios

Operacionales

BD1

™

Datawarehouse

e =’ LssssEEEEsEEEsEEEEEEEEEEEEEEEEEEEEEEs 4

Extraccion y
Transformacion

i

Data Mining

Figura 3.1. Pasos de la Metodologia.
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3.2.1 ENTENDER EL PROBLEMA EXISTENTE EN LA
INFORMACION TRANSACCIONAL, ANALIZARLA Y
SELECCIONAR LOS CAMPOS NECESARIOS DE LAS
TABLAS SELECCIONADAS
En esta seccion, se debe ahondar en la informacion

contenida en el sistema transaccional, empezando por limitar

las consultas a las tablas relacionadas con las transacciones
realizadas en el area de farmacia del hospital.

Las tablas seleccionadas tras la exploracion de los datos son:

ADSERVIC: Contiene todas los servicios con los que cuenta el

hospital.

ADTASEG: Contiene Todos los tipos de seguros que existen, y

por los cuales los pacientes son admitidos en el Centro

hospitalario (Obligatorios, Dependientes, Convivientes, Hijos,
etc.)

DIAGNOS: Contiene informacion de los diagndsticos

codificados y extraidos desde un documento estandar de

aplicacion general en toda la red asistencial del centro e

estudio.

FM_PRECE: Contiene las presentaciones de los medicamentos

(ampollas, jarabes, etc.)

MEDICAME: Contiene todos los medicamentos registrados en

el hospital. Los mismos gque son adquiridos por el area de
abastecimiento del hospital, y quienes se encargan de
distribuir los medicamentos a todas las farmacias.

MEDICOQO: Contiene informacion de los médicos registrados en

el hospital.
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ADHISCLI: Contiene informacion de cada paciente registrado
en el hospital. Aqui se registra tanto informacion propia del
sistema de farmacia de consulta externa, como de otras
areas.
POLICLIN: Contiene informacibn de los policlinicos
pertenecientes a la red EsSalud. Se registran policlinicos
debido a que al hospital de estudio, llegan pacientes de
distintos policlinicos.
TIEMPO: Contiene todas las fechas existentes en las
informaciones transaccionales. De aqui se desprenderan las
jerarquias de semanas, meses, trimestres, etc. gque seran
usados en el modelo multidimensional.
RECETA: Contiene las transacciones diarias correspondientes
al area de farmacia de consulta externa. Se registran datos
como hora y fecha de registro, cddigo del medicamento
solicitado, medico tratante, coédigo del paciente, cédigo del
servicio, cantidad de medicamento solicitado (en unidades y
soles).
Esta tabla contiene informacion correspondiente a las fechas
de 2 de enero del 2004, hasta 11 de Agosto del 2004.

La informacion seleccionada existe en archivos
planos y forman parte de las tablas que serdn modeladas en

préximos pasos.

3.2.2 LIMPIAR LOS DATOS DE LA MUESTRA
SELECCIONADA
Este paso es la etapa que tomd mas tiempo, debido a

que generalmente las transacciones realizadas en el hospital
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de estudio, son hechas sin un control exhaustivo, mas que el
que brinda el propio usuario del sistema.

Es por esto, que hay que verificar en la mayoria de los
datos, y ejecutando algunas consultas simples de Transact-
SQL, si la informacidén existente es valida o tiene, en algunos
casos, datos inconsistentes con el tipo de dato almacenado.

Ejemplos de esto es la validacion de fechas, validacion
de saldos (en donde el saldo no puede ser negativo), campos

en blanco, campos de error (caracteres invalidos), etc.

3.2.3 DISENAR EL ESQUEMA DIMENSIONAL DEL
DATAMART
Siguiendo las recomendaciones de [ANDRE-FELIPE]
debemos disefiar un Esquema Fisico o un proyecto fisico de
datos, el cual debe ser el mas simple o préximo posible al
esguema légico.
e Definicion de Dimensiones y Jerarquias.
DIAGNOSTICO. Jerarquia: Ce_Cdiag
MEDICAMENTO. Jerarquia: Md_Contro, Md_Codlog
MEDICO. Jerarquia: Me_Dmed
PERSONA. Jerarquia: Hi_Sexo, Hi_Estciv
POLICLINICO. Jerarquia: Po_Npolic
PRESENTACION. Jerarquia: Pr_Descrip
SERVICIO. Jerarquia: Se_Cser
TIEMPO. Jerarquia: Afio, Trimestre, Mes, Dia
TIPOSEGURO. Jerarquia: Ta_Dtase
e Definicién de Tabla de Hechos.
FACT_HOSPITAL.
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Creacion de Claves

Debemos ahora asignar Llaves primarias de cada

dimension:

DIMENSION NOMBRE CLAVE TIPO DATO
DIAGNOSTICO codigo entero
MEDICO codigo entero
PERSONA codigo entero
POLICLINICO codigo entero
PRESENTACION pr_codigol entero
SERVICIO codigo entero
TIEMPO codigo entero
TIPOSEGURO codigo entero

Creacion de Indices

Por cada dimension se definieron un indice adicional
al que contiene producto de sus claves,
generalmente se crearon indices para los nombres o
descripciones:

DIAGNOSTICO: IX_Diagnostico.

MEDICO: IX_Medico.

PERSONA: IX_Persona.

POLICLINICO: IX_Policlinico.

PRESENTACION: IX_Presentacion.

SERVICIO: IX_Servicio.

TIEMPO: IX_Tiempo.

TIPOSEGURO: IX _TipoSeguro.
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FACT_HOSPITAL:
IX_fact_hospital,IX_fact_hospital_1,
IX_fact_hospital_2,1X_fact_hospital_3,
IX fact_hospital_4,1X fact hospital 5,
IX fact_hospital_6,1X_fact _hospital 7,
IX_fact_hospital_8.

3.2.4 LLEVAR LA MUESTRA HACIA UN MODELO

DIMENSIONAL

En esta etapa, se necesita de herramientas de
extraccion, transformacion y carga de datos, para poder
pasar la informaciéon contenida en los repositorios
transaccionales, hacia una base de datos dimensional.
En este caso, lo que se ha hecho primeramente, es:
Utilizacion tanto de sentencias “SQL-Transact”, asi como
sentencias FoxPro para generar las “dimensiones” y la “tabla
de hechos” en un ambiente aun de Entidad-Relacion. Dicha
fuente de datos Entidad-Relacion sera la fuente de datos
para el almacenamiento dimensional. La sintaxis utilizada es
propia de FoxPro. El cdédigo utilizado para obtener estas
“tablas-dimensiones” asi como la “tabla de hechos” es el

siguiente:
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&& PROGRAMA DE CONVERSION DE TABLAS A DIMENSIONES
ESTANDARIZADAS
&& PARA ARMAR LA FACT_TABLE

SET DELE ON
SET DATE BRITI
SET CENT ON

Sele 1
Use fm_r0200 2004 inde fm_r0200 2004 Alias Rec &&CLAVE: RP_CODLOG
Sele 2

USE Adservic inde Adservic Alias SER &&CLAVE: SE_CSER
Sele 4

USE Adtaseg inde Adtaseg Alias SEG &&CLAVE: TA_CTASE
Sele 5

USE Diagnos inde Diagnos Alias DIA &&CLAVE: CE_CDIAG
Sele 6

USE Fm_prese inde Fm_prese Alias PRE &&CLAVE: PR_CODIGO2
Sele 7

USE Medicame inde Medicame Alias MED &&CLAVE: MD_CODLOG
Sele 8

USE Medico inde medico Alias MEDI &&CLAVE: ME_NCMP
SELE 10

USE Policlin inde Policlin ALIAS POL &&CLAVE: PO_CPOLIC
SELE 13

Use Adhiscli inde Adhiscli &&CLAVE: HI_AUTASE
sele 14

Use Tiempo inde Tiempo &&CLAVE: FECHA
SELE 11

USE FACT_HOSPITAL ALIAS FACT

SELE 1

GO TOP

RegProcesados=0

DO WHILE IEOK()
if (rp_codlog!="or rp_case!=" or rp_cmed!=" or rp_cdiag!=" or rp_fdespa={ / / })
SELE 1
SKIP
endif
RegProcesados=RegProcesados+1
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xcodlog = rp_codlog
xautoge = rp_case
xmedico = rp_cmed
Xservic = rp_cser
xdiagno = rp_cdiag
xfecdes = rp_fdespa
fact_canti = rp_gmeddes
sele 14
seek xfecdes
IF FOUND()
fact_fecha= codigo
ENDIF
sele 13
seek xautoge
IF FOUND()
fact_persona = codigo
xpolicl = Hi_cpolic
xtiposeg = HI_TASE
SELE 4
SEEK xtiposeg
IF FOUND()
fact_Tiposeg = codigo
ENDIF
SELE 10
SEEK xpolicl
IF FOUND()
fact_policl = codigo
ENDIF
ELSE
sele 1
skip
loop
ENDIF
Sele 2
Seek xservic
IF FOUND()
fact_servic = codigo
ENDIF
Sele 7
Seek xcodlog
IF FOUND()
fact_medicam = codigo
Precio = Md_Precom
xtipomedi = ALLTR(md_presen)
ENDIF
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SELE 6
SEEK xtipomedi
IF FOUND()

fact_Tipome = PR_Codigol
ENDIF
Sele 8
Seek xmedico
IF FOUND()

fact_medico = codigo
ENDIF
Sele 5
Seek xdiagno
IF FOUND()

fact_diagno = codigo
ENDIF
wait wind nowai "Registros Procesados :" + str( RegProcesados ,6)
SELE 11
APPE BLANK
REPL KEY_PERSON WITH fact_persona
REPL KEY_MEDICA WITH fact_medicam
REPL KEY_MEDICO WITH fact_medico
REPL KEY_DIAGNO WITH fact_diagno
REPL KEY_PRESEN WITH fact_Tipome
REPL KEY_SERVIC WITH fact_servic
REPL KEY_TIEMPO WITH fact_fecha
REPL KEY_POLICL WITH fact_policl
REPL KEY_TIPOSE WITH fact_Tiposeg
REPL CONSUMO_UD WITH fact_canti
REPL CONSUMO_CO WITH Precio * fact_canti
SELE 1
SKIP

ENDD

El procedimiento realiza lo siguiente:

1. Después de limpiar los datos a utilizar, se modifican las
estructuras de cada tabla, para afadir un campo, que
equivaldra a las llaves de cada tabla. Es por eso que en
cada tabla se afadid6 la columna “CODIGO” como
representacion a la Primary Key de cada una de ellas.
Cabe destacar que segun [PATRICIA ZVENGER], el mejor



57

tipo de dato para un datamart o datawarehouse es el tipo
“entero”, aunque a veces puede ser util “caracter” de
longitud fija. Este proceso ya lo hemos definido en el
punto anterior.

2. El bucle nos indica que por cada fila recorrida en la
tabla RECETA (que contiene todas las transacciones
realizada en el sistema), le corresponde a cada campo,
algun codigo correspondiente a la entidad analizada. Por
ejemplo:

Para el campo RP_CODLOG, existe un CODIGO en la
Tabla MEDICINA; para el campo RP_CASE, corresponde un
CODIGO en la tabla PERSONA; para el campo RP_CSER
corresponde un CODIGO en la tabla SERVICIO, y asi
sucesivamente.

Cada CODIGO capturado, se almacena en variables
locales, para después insertar dichas variables en cada
campo de la nueva tabla generada Illamada
FACT_CONSUMO, armando asi una estructura parecida a
una tabla de hechos de disefio estrella, pero a modo de
archivos planos aun.

3. Al final del cédigo generado, se copia también la cantidad
de medicamentos solicitados en cada transaccion, asi
como el costo de este requerimiento. Los campos
CONSUMO_UD y CONSUMO_CO son las cantidades y los

costos de los medicamentos.

Una vez realizado este paso, lo que se utiliza ahora, es

alguna herramienta de extraccion y carga de datos, desde las
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es decir, a un motor de base de datos.

La misma es la que se muestra a continuacion:

DIMENSION PERSONA

Key

Mumero_Registro

Autogenerado

Tipo_Seguro

Nombre

Lugar_Maciriento

Sexo

Estada_Civil

DIMENSION DIAGNOSTICO

Key

Codigo_Diagnostico
Nivel Dafin
Descripcion

Sexo
TipoDiagnostico

DIMENSION MEDICAMENTO

Key

Codigo_Logistico

Descripcion

Presentacion

Tipo_Medicamento

Tipo_Medicamenta

Tipo_Medicamento

DIMENSION TIEMPO

Key

Fecha

DIMENSION PRESENTACION

Codigo_Presentacion

Descripcion

Unidad Sap

TABLA DE HECHO

DIMENSION TIPO SEGURD

Key
Codigo_Tipo_Seguro
Descripcion
Titular

Relacion_Persona

Relacion_Medicamento

Relacion_Medica

Relacion_Diagnostico

Relacion_Presentacion

DIMENSION POLICLINICO

Relacion Servicio

Relacion_Tiempo

Relacion_TipoSegura

Relacion_Policlinica

Key
Codigo_Policlinico

Mombre

Consurno_Unidades

Ubicacidn

Coznumo_Costo

DIMENSION SERVICIO

DIMENSION MEDICO

Key
Colegio_Medico
Mombre

Key

Descripcion

Codigo_Sericio

Codigo_Sericio

Descripcion

Codigo_Departamento

Figura 3.2. Esquema Dimensional del Datamart.

Ahora, se cuenta con las tablas necesarias para migrar la
informacion a un modelo dimensional, donde cada tabla
generada con el procedimiento anterior correspondera a las
dimensiones y a la tabla de hechos.

De esta manera se tendra que:

La tabla MEDICO,

MEDICO.

se transformara en la dimension
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La tabla TIPOSEGURO, se transformara en la dimension
TIPOSEGURO.
La tabla POLICLINICO, se transformard en la dimension
POLICLINICO.
La tabla PRESENTACION, se transformara en la dimension
PRESENTACION.
La tabla DIAGNOSTICO, se transformara en la dimension
DIAGNOSTICO.
La tabla MECICAMENTO, se transformara en la dimension
MEDICAMENTO.
La tabla SERVICIO, se transformard en la dimension
SERVICIO.
La tabla PERSONA, se transformard en la dimension
PERSONA.

La tabla TIEMPO, se transformara en la dimension TIEMPO.
Sobre este punto, cabe resaltar que se pueden utilizar
funciones propias de los manejadores de base de datos para
poder tener todas las jerarquias necesarias en la dimension

Tiempo. A continuacién un ejemplo:

USE FACT_ENTIDAD_RELACION
GO
SELECT DISTINCT IDENTITY (integer,0, 1) AS Tiempo_key,
Dia = S.fecha,
DiadeSemana = DateName(dw,S.fecha),
Mes = DatePart(mm,S.fecha),
Ano = DatePart(yy,S.fecha),
Trimestre =DatePart(qq,S.fecha),
DiadeAno = DatePart(dy,S.fecha),
Feriado = 'N’,
FindeSemana = case DatePart(dw,S.fecha)
when (1) then'Y"
when (7) then'Y"
else 'N' end,
MesdeAno = DateName(month, S.fecha) +' ' + DateName(year,S.fecha),
SemanadeAno =DatePart(wk,S.fecha)
INTO TIEMPO
FROM Tiempol S
WHERE S.fecha IS NOT NULL
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Por dltimo, la tabla FACT_CONSUMO, también se
transformard en la Tabla de Hechos FACT_HOSPITAL.

Las tareas descritas hasta el momento, pueden ser
automatizados, contando con la posibilidad de poder
actualizar nuestra Base de Datos Relacional con informacion
de las tablas transaccionales, programando las tareas de

carga de datos.

El siguiente paso, ahora, es definir la plataforma sobre la que
sera soportada todas las consultas desde las tablas del
modelo entidad-relacion hacia el datamart.

Lo que se ha realizado hasta el momento es definir un

esquema relacional, sobre el que ejecutaremos Analisis
Multidimensional (MOLAP) recordando que, segun [PATRICIA
ZVENGER], este modelamiento, nos brindara un analisis
multidimensional de los datos.
Con respecto a los requerimientos sobre modelamiento OLAP,
determinados en los andalisis de [PATRICIA ZVENGER] vy
[ANDRE-FELIPE], debemos recalcar que se estan tomando
algunos criterios, pero no en su totalidad, debido a que no es
punto de estudio del presente trabajo.

Es por eso que en temas como el analisis acerca de la
necesidad de una reserva inicial de espacio, para un
crecimiento futuro, asi como de Ila necesidad de
particionamiento de la Base de Datos y demds factores

definidos, no son considerados al 100% en este trabajo.
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3.2.5 SELECCION DE ATRIBUTOS PARA EL ANALISIS
DEL ALGORITMO.

A continuacion definiremos los atributos a ser

evaluados por el algoritmo:

SEXO:

Género de las personas que acuden al hospital.
Sus posibles valores son:
M : Masculino

F: Femenino

ESTCIV:

Estado Civil de las personas que acuden al
hospital. Sus posibles valores son:

S : Soltero

C: Casado

V: Viudo

D: Divorciado

CODLOGISTICO:

Cdodigo Logistico con el que se adquieren los
medicamentos. En la data considerada, se
encontré que se registraron 94 medicamentos. Sus
posibles valores son:

A010250008 AMIKACINA 500 MG/2 ML
A010250007 AMIKACINA 100 MG/2 ML
A010250041 CEFTAZIDIMA1G

A010250139 VANCOMICINA 500 MG P/INF IV



A011100037
A011100050
A010500020
A010250086
A011050016
A011050042

A011050074

A011050072
A011050076
A020101394
A011050058

A020100998

A010850037
A011000001
A010400046
A010250101
A010450021
A010850022
A010250089
A010900011
A010050009
A010750018
A010250042
A010150008
A010250080
A010750016
A010250103
A010250003
A010250095
A010750031
A011050014
A010400093
A011050024
A010050045

A010350015

A010700029
A010500005
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PIRIDOXINA 50 MG

TIAMINA 100 MG

SALBUTAMOL 100 MG P/INHAL AEROSOL
GENTAMICINA 80 MG

CLORURO DE SODIO 0.9 % X 1,000 ML
MANITOL 20 % X 500 ML P/INF.IV

SOLUCION PARA DIALISIS PERITONEAL (SISTEMA
DESCONEXION)

SOLUCION PARA DIALISIS PERITONEAL (SD)15% X 2L
SOLUCION PARA DIALISIS PERITONEAL (SD) 4.25% X 2 L
OBTURADOR DE PLASTICO PARA PROLONGADOR
SOLUCION PARA DIALISIS PERITONEAL 1.5% X 5 LITROS

EQUIPO DE VENOCLISIS EMPAQUE INDIVIDUAL ESTERIL
DESCART

SELEGILINA 5 MG

ALPRAZOLAM 0.5 MG

ORCIPRENALINA 0.5 MG/ML

METRONIDAZOL 500 MG

LACTULOSA 3,33 G/5 ML JARABE X 100 ML O MAS
FENOBARBITAL 100 MG/ML X 2 ML

IMIPENEM + CILASTATIN 500 MG + 500 MG
DERIVADOS DE METILCELULOSA GOTAS OFTALMICAS
CODEINA FOSFATO 60 MG

INSULINA NPH HUMANA 100 U.l./ML
CEFTRIAXONA1G

METILPREDNISOLONA (SODIO SUCCINATO, ACETATO) 500 MG

FLUCONAZOL 100 MG P/INF.1V

INSULINA CRISTALINA HUMANA 100 U.1./ML
METRONIDAZOL 500 MG/100 ML

ACICLOVIR 250 MG P/INF.IV

KANAMICINA1G

OCTREOTIDE (ANALOGO DE SOMATOSTATINA) 0.2 MG/ML
CLORURO DE POTASIO 20 % X 10 ML

GELATINA ENLAZADA 4 % X 500 ML

DEXTROSA 10 % X 1,000 ML

TRAMADOL (CLORHIDRATO) 50 MG/ML

CICLOSPORINA 100 MG/ML X 50 ML SOLUCION O
MICROEMULSION

HEPARINA SODICA 5,000 U.I./ML
BECLOMETASONA 50 MG P/INHAL AEROSOL



A011050010
A010250036
A010400021
A010800026
A010400020
A010700044
A010350017

A010700014

A011050061
A010200006
A011050027
A990000006
A010250045
A010250024
A010350042
A010250009
A010250043
A010850006
A010700001
A010650028
A010550012
A010650016
A010750041
A010650030
A010700008
A010350016
A010700002
A010250037
A010250084
A010400019
A010250021
A011050002
A010250047
A010400037
A010400060
A011050031
A010450034
A010050035
A010250159
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ALBUMINA HUMANA 25 % X 50 ML

CEFEPIME 1 G

ENALAPRIL 10 MG

VACUNA CONTRA LA HEPATITIS B MONODOSIS
DOPAMINA 200 MG/5 ML P/INF.IV
CONCENTRADO DE FACTOR VII11 250 U.1.
CICLOSPORIN 50 MG (MICROEMULSION)

FACTOR DE CRECIMIENTO DE COLONIAS GRANULOCITICAS Y
MACR

SOLUCION PARA DIALISIS PERITONEAL 4.25 % X 5 LITROS
FLUMAZENIL 0.1 MG/ML X 5 ML

DEXTROSA 5 % X 1,000 ML

AGUA DE BICARBONATADA

CIPROFLOXACINO 200 MG

BENCILPENICILINA PROCAINICA 1,000,000 U.I. (CON DILUYEN
FOLINATO CALCICO 15 MG
AMINOPENICILINA/INHIBIDOR DE BETALACTAMASA 1,000/200-50
CEFUROXIMA 750 MG

BIPERIDENO 5 MG/ML

ACIDO FOLICO 0.5 MG

NISTATINA 25,000 U.1./G X 60 G CREMA VAGINAL
CLOTRIMAZOL 1 % CREMA

ESTROGENOS CREMA

CARBONATO DE CALCIO 500 MG O MAS DE ION CA
OXITOCINA 10 U.l./ML

ERITROPOYETINA HUMANA 2,000 U.I.

CICLOSPORINA 25 MG (MICROEMULSION)

ACIDO TRANEXAMICO 1 G

CEFOTAXIMA 0.5G

GANCICLOVIR 500 MG

DOBUTAMINA 250 MG/20 ML P/INF.IV

ANFOTERICINA B 50 MG P/INF.IV

AGUA DESTILADA X 1,000 ML

CIPROFLOXACINO 500 MG (TABLETA RANURADA)
ISOSORBIDE DINITRATO 5 MG SUBLINGUAL
NITROGLICERINA 5 MG/ML

DEXTROSA 50 % X 1000 ML

SALES DE REHIDRATACION ORAL (FORMULA OMS) 27.9 G PARA D
PARACETAMOL 500 MG

ACICLOVIR 400 MG



A010050018
A010250061
A010050002
A010400039
A010850017
A011000009
A010750021
A010350057
A010250133
A010500017
A010250051
A010100014
A010250035
A010500013
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IBUPROFENO 400 MG

DICLOXACILINA 500 MG

ALOPURINOL 100 MG

LOVASTATINA 20 MG

FENITOINA 100 MG

DIAZEPAM 10 MG

LEVOTIROXINA SODICA 0.1 MG
MERCAPTOPURINA 50 MG

SULFAMETOXAZOL + TRIMETROPRIMA 400 + 80 MG
IPRATROPIO BROMURO 20 MG P/INHAL AEROSOL
CLINDAMICINA 600 MG

LIDOCAINA 2 % X 20 ML

CEFAZOLINA1G

FENOTEROL 0.5 % X 20 ML P/INHAL

CONTROLADO:

Indica si el medicamento despachado,

controlado o no. Esto quiere decir, que para su

adscripcion, necesita pasar por una Comision
especializada o no. Generalmente corresponde a
medicamentos para cuyo diagnostico
correspondiente son de gravedad. Sus posibles
valores son:

S : Sl

N: NO
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DIAGNOS:

Corresponden a todos los diagndésticos catalogados

en la Organizacion Mundial de la Salud. Los valores

se detallan en [OMS].

PRESENTA:

Nos muestra las presentaciones con las que

pueden presentarse
posibles valores son:
AMPOLLETA

BALON

CAPSULA

CARTUCHO
CENTIMETRO CUBICO
EQUIPOS

FRASCO

GRAMO

OVULOS

POTE

SOBRE
SUPOSITORIO
TABLETA

TONELADA

TUBO

UNIDAD

los medicamentos. Sus
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SERVICIO:
Son los Servicios con los que cuenta el hospital.
Sus posibles valores son:
CPQ:CIRUGIA PLASTICA
MI1: MED.1
NEF: NEFROLOGIA
URO: UROLOGIA
NER: NEUROLOGIA DES. VAS. CEREBRO
NEC: NEUROCIRUGIA
OTO:OTORRINO LARINGOLOGIA
NEU:NEUMOLOGIA
CTC: CIR. DE TORAX
HEM: HEMATOLOGIA CLINICA
ONC: ONCOLOGIA
CG1:CIR.1
GAS:GASTROENTEROLOGIA
END:ENDOCRINOLOGIA
DER: DERMATOLOGIA
GIN: GINECOLOGIA GENERAL
PQG:PSIQ. GENERAL
REU: REUMATOLOGIA
CIM: CIR. DE MANOS Y MICROCIR. EXTREMIDADES
OBA:OBSTETRICIA ALTO RIESGO
TRA: TRAUMATOLOGIA ORTOPEDIA
CLP: CLIN. PEDIATRICA
MI2: MED.2
MI3: MED.3
MI15: MED.5
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CG2:CIR.2

CG3:CIR.3

CG5:CIR.5

CIP: CIR. PEDIATRICA

CCC:CIR. CAB. CUELLO. MAXIMOFACIAL
EME: EMERGENCIA

GER: GERIATRIA

UCI: SERV. CUIDADOS INTERMEDIOS
UTI: SERV. CUIDADO INTENSIVOS
ANE: ANESTESIOLOGIA

CGV:CIR.5 (PARES)

UCP: UTI PEDIATRICA

NUI: INTERMEDIOS-NEUROCIRUGIA
NUC:UCI NEUROCIRUGIA

UQT:U. QUEMADOS INTERMEDIO

ODO: ODONTOLOGIA

OFT: OFTAMOLOGIA

CG4:CIR.4

PTH: TRANSPLANTE/CIR. DE HIGADO.
UCN:UNID. CUID. INTERM. DE NEUMOLOGIA

UOB: SALA DE CUIDADOS ESPEC.

PERINATALES
UIM: UNID. CUID. INTERM. DE MI2

UM1: UNID. CUID. INTERM. DE MI1
UNC:UNID. CUID. INTERM. DE NER

UM5: UNID. CUID. INTERM. DE MI5
URG: UROLOGIA GENERAL DAMAS

CPO:CLINICA PEDIATRICA ONCOLOGICA
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UC3:SERV. CUIDADOS INTERMEDIOS
CLC: SERV. ATENC. DOMICILIARIA
ESPECIALIZADA.

SEGURO:
Son los Servicios con los que cuenta el hospital.
Sus posibles valores son:

HIJO
OBLIGATORIO__DEPEND.
CONYUGE
PENSIONISTA

VIUDEZ
SEGURO_PERSONAL
TERCERO
SERVIDORA_DEL_HOGAR
INVALIDEZ
SEGURO_FAMILIAR
FOPASEF
SEG.UNIVERSITARIO
SEG.INDEPENDIENTE
TRABAJADOR_IPSS
FACULT. CONTINUADOR
CONCUBINO

FACULT. INDEPENDTE
CONSTRUCCION_CIVIL
MAGISTERIO
HIJO_INCAPACITADO
AMA_DE_CASA
POR_REGULARIZAR
CHOFER_PROFESIONAL



69

3.2.6 APLICAR EL ALGORITMO K-MEANS PARA EL
PROCESO DE CLASIFICACION E
INTERPRETACION.

Tomando en cuenta que el algoritmo a utilizar es el K-
means, vamos a explicar como trabaja este algoritmo sobre
nuestra data, para finalmente poder obtener nuestros grupos
(o sectores) de pacientes que es lo que finalmente se desea.

En el Capitulo Il, se ve mas detalladamente la forma
como trabaja el algoritmo sobre los datos. Segun lo visto en

[GUSTAVO ADOLFO], y tomando como referencia una de las

dimensiones de nuestra data, podemos correr el algoritmo de

manera equivalente.
Utilizando una herramienta que contempla este
algoritmo [WEKA], podemos realizar 3 visualizaciones:

1. La fuente de datos, producto de una consulta desde

nuestro datamart:

£ wWeka Explorer =
Preprocess | Classify | Cluster | assaciste | Select attributes | visusiize |
Open file | Open URL | Open DE: Unclo Eciit Save |
Filt
’V Choose IDisl:retiza 510 M 1.0 R first-last Apply ||
Current relation ~Selected attribut
Relation: Variablzs2901 Hatne: PRESENTA Type: Mominal
Instances: 3725 Attributes: 8 Missing: 0 (0%) Distinct: 8 Urigus: 1 (0%)
[ Attributs Label Count I
AMPOLLETA, 3144
Y MNone Invert | TABLETA 26
FRASCO I
Mo | hame ) ) 58
1[I [sExa BaLON 17
2 lesTar CAPSULA 21
3| |[coDLocisTIco TUBO &l
4| [conTROLADD SOERE 1
& MIFRESERNTA
7| |sERvicio
8|~ [sEcURS
Class: SEGURO (Morn) v| isualize Al
2144
]
Remove | —
2 N = 17 21 3 1
Stat
|VOK | Log -

Figura 3.3. Visualizacién de Data Cargada.
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En la parte izquierda, vemos los atributos
seleccionados. En la parte derecha, vemos los valores
del atributo seleccionado. Y en la parte inferior, vemos
una grafica con la relacion entre el atributo
seleccionado, y otros atributos (Distribucion de
Frecuencia).

A continuacion, se trata debe hacer muchas pruebas
de aplicacion del algoritmo a la fuente de datos, con el
objetivo de encontrar el mejor numero de clusters para
el proyecto.

El punto en el que el algoritmo encuentra los clusters
adecuados, es cuando las caracteristicas de cada
cluster, no varian de iteracidon en iteracion.

En este punto, usamos los siguientes parametros:

NumClusters = 2 Speed=10

NumClusters = 3 Speed=10

NumClusters = 4 Speed=10

NumClusters = 5 Speed=10

NumClusters = 6 Speed=10

NumClusters = 7 Speed=10

NumClusters = 8 Speed=10

2 weka.gui.GenericObjectEditor

weka.clusterers SimplebMeans

About

Cluster data using the k means algorithm

numClusters | &

seed |10 |set number of clusters |

Qpen... ] [ Save... ] I Ok I [ Cancel
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=== Run information ===

Scheme:  weka.clusterers.SimpleKMeans -N 8 -S 10
Relation:  Variables
Instances: 3725
Attributes: 8
SEXO
ESTCIV
CODLOGISTICO
CONTROLADO
DIAGNOS
PRESENTA
SERVICIO
SEGURO
Test mode: split 50% train, remainder test

=== Clustering model (full training set) ===

kMeans

Number of iterations: 7
Within cluster sum of squared errors: 12409.0

Cluster centroids:

Cluster 0
Mean/Mode: F C A010700029 N E11.5 AMPOLLETA MI2 PENSIONISTA
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 1
Mean/Mode: F C A010250042 N R50.9 AMPOLLETA MI3 CONYUGE
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 2
Mean/Mode: F C A010700029 N 177.0 AMPOLLETA URO CONYUGE
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 3
Mean/Mode: F C A011050072 N N18.0 FRASCO NEF OBLIGATORIO__DEPEND.
Std Devs: N/JA N/A N/A N/A N/A N/A N/A N/A
Cluster 4
Mean/Mode: F C A010250139 S N39.0 AMPOLLETA UCI PENSIONISTA
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 5
Mean/Mode: M C A010250008 S G93.4 AMPOLLETA UTI OBLIGATORIO__ DEPEND.
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 6
Mean/Mode: F C A010250080 S J15.9 AMPOLLETA UCN OBLIGATORIO__DEPEND.
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 7
Mean/Mode: M S A010250042 N R50.9 AMPOLLETA MI3 HIJO
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
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=== Model and evaluation on test split ===

Number of iterations: 5
Within cluster sum of squared errors: 5981.0

Cluster centroids:

Cluster 0
Mean/Mode: F C A010250042 N J15.9 AMPOLLETA MI3 OBLIGATORIO__DEPEND.
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 1
Mean/Mode: F S A010250042 N C95.9 AMPOLLETA MI3 HIJO
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 2
Mean/Mode: F S A011050072 N N18.0 FRASCO NEF CONYUGE
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 3
Mean/Mode: M S A010250139 S K70.3 AMPOLLETA UTI OBLIGATORIO__DEPEND.
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 4
Mean/Mode: M S A010250042 N E11.5 AMPOLLETA URO HIJO
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 5
Mean/Mode: M C A010250041 N J96.9 AMPOLLETA MI2 PENSIONISTA
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 6
Mean/Mode: M C A010250080 S N39.0 AMPOLLETA UCI PENSIONISTA
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A
Cluster 7
Mean/Mode: F C A010250089 N J96.0 AMPOLLETA URO CONYUGE
Std Devs: N/A N/A N/A N/A N/A N/A N/A N/A

Clustered Instances

517 ( 28%)
254 ( 14%)
179 ( 10%)
157 ( 8%)
241 ( 13%)
246 ( 13%)
121 ( 6%)
148 ( 8%)

~No o~ WNEFEO

4. Con estos resultados, vemos que los clusters quedan como
sigue:
- El ndmero de instancias que el algoritmo ha

utilizado. Es el numero de registros sobre el cual
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actua el algoritmo. En este caso son 3725 items o
registros.

El nidmero de atributos por los que se van a
agrupar u obtener los clusters. En este caso son 8:
Sexo, Estado Civil, Controlado, Cdédigo Logistico,
Diagnostico, Presentacion, Servicio y Seguro.
Vemos que el grupo que contiene mayor cantidad
de poblacién lo tiene el primer cluster (28%). Esto
quiere decir, que la mayor cantidad de pacientes
atendidos presenta las caracteristicas del cluster
encontrado.

Los clusters encontrados en la data seleccionada

utilizando el algoritmo K-Means:

Cluster _0: F C A010250042 N J15.9 AMPOLLETA MI3
OBLIGATORIO_DEPENDIENTE.

Sexo: FEMENINO

Estado Civil: CASADO

CodLog: A010250042 (CEFTRIAXONA 1 G)

Control: NO CONTROLADO

Diagnostico: J15.9 (NEUMONIA BACTERIANA, NO
ESPECIFICADA)

Tipo de Presentacion: AMPOLLETA

Servicio: MI3

Tipo de Seguro: OBLIGATORIO_DEPENDIENTE

Cluster 1: F S A010250042 N C95.9 AMPOLLETA MI3 HIJO
Sexo: FEMENINO

Estado Civil: SOLTERO

CodLog: A010250042 (CEFTRIAXONA 1 G)

Control: NO CONTROLADO

Diagnostico: C95.9 (LEUCEMIA, NO ESPECIFICADA)
Tipo de Presentacion: AMPOLLETA

Servicio: MI3

Tipo de Seguro: HIJO

Cluster 2: F S A011050072 N18.0 N FRASCO NEF CONYUGE
Sexo: FEMENINO
Estado Civil: SOLTERO
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CodLog: A011050072 (SOLUCION PARA  DIALISIS
PERITONEAL (SD) 1.5% X 2 L)

Control: NO CONTROLADO

Diagnostico: N18.0 (INSUFICIENCIA RENAL TERMINAL)
Tipo de Presentacion: FRASCO

Servicio: NEFROLOGIA

Tipo de Seguro: CONYUGE

Cluster 3: M S A010250139 N K70.3 AMPOLLETA UTI
OBLIGATORIO__ DEPENDIENTE

Sexo: MASCULINO

Estado Civil: SOLTERO

CodLog: A010250139 (VANCOMICINA 500 MG P/INF 1V)
Control: NO CONTROLADO

Diagnostico: k70.3 (CIRROSIS HEPATICA ALCOHOLICA)
Tipo de Presentacion: AMPOLLETA

Servicio: UTI

Tipo de Seguro: OBLIGATORIO DEPENDIENTE.

Cluster 4 M S A010250042 E11.5 N AMPOLLETA URO HIJO
Sexo: MASCULINO

Estado Civil: SOLTERO

CodLog: A010250042 (CEFTRIAXONA 1 G)

Control: NO CONTROLADO

Diagnostico: E11.5 (DIABETES MELLITUS NO
INSULINODEPENDIENTE, CON COMPLICACIONES
CIRCULATORIAS PERIFERICAS)

Tipo de Presentacion: AMPOLLETA

Servicio: URO

Tipo de Seguro: HIJO

Cluster 5: M C A010250041 J96.9 N AMPOLLETA MI2 PENSIONISTA.
Sexo: MASCULINO

Estado Civil: CASADO

CodLog: A010250041 (CEFTAZIDIMA 1 G)

Control: NO CONTROLADO

Diagnostico: J96.9 (INSUFICIENCIA RESPIRATORIA, NO
ESPECIFICADA)

Tipo de Presentacion: AMPOLLETA

Servicio: MI2

Tipo de Seguro: PENSIONISTA

Cluster 6: M C A010250080 N39.0 N AMPOLLETA UCI
PENSIONISTA

Sexo: MASCULINO

Estado Civil: CASADO

CodLog: A010250080 (FLUCONAZOL 100 MG P/INF.1V)
Control: NO CONTROLADO
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Diagnostico: N39.0 (INFECCION DE VIAS URINARIAS, SITIO
NO ESPECIFICADO)

Tipo de Presentacion: AMPOLLETA

Servicio: UCI

Tipo de Seguro: PENSIONISTA

Cluster 7 F C A010250089 J96.0 N AMPOLLETA URO CONYUGUE.

Sexo: FEMENINO

Estado Civil: CASADO

CodLog: A010250089 (IMIPENEM + CILASTATIN 500 MG +
500 MG)

Control: NO CONTROLADO

Diagnostico: J96.0 (INSUFICIENCIA RESPIRATORIA AGUDA)
Tipo de Presentacion: AMPOLLETA

Servicio: URO

Tipo de Seguro: CONYUGUE

Esto quiere decir que dentro de toda nuestra
informacion almacenada, tenemos varios grupos o
sectores cuyo centro (centroide) presenta las
siguientes caracteristicas:

Mujeres con seguro de Obligatorio Dependiente,
casados cuyo diagnoéstico es Neumonia bacteriana,
no especificada, procedentes de Medicina Interna
3. Los médicos que los tratan, les recetan
medicamentos no controlados, mayoritariamente
Ceftriaxona 1G. en presentacién de Ampolleta.
Mujeres con seguro de Hijo, solteros cuyo
diagnostico es Leucemia, no especificada,
procedentes de Medicina Interna 3. Los médicos
que los tratan, les recetan medicamentos no
controlados, mayoritariamente Ceftriaxona 1 G en
presentacion de ampolleta.

Mujeres con seguro de Conyuge, solteras cuyo
diagnostico es Insuficiencia Renal Terminal,
procedentes de Nefrologia. Los médicos que los
tratan, les recetan medicamentos no controlados,
mayoritariamente Solucion para dialisis peritoneal
(SD) 1.5% x 2L en presentacion de frasco.
Varones con seguro de Obligatorio Dependiente,
solteros cuyo diagnostico es Cirrosis hepéatica
alcohdlica, procedentes de UTI. Los médicos que
los tratan, les recetan medicamentos No
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Controlados, mayoritariamente Vancomicina 500 mg.
p/inf IV en presentacion de ampolleta.
v. Varones con seguro de Hijo, solteros cuyo

diagnostico es Diabetes mellitus no
insulinodependiente, con complicaciones
circulatorias periféricas, No Especificada,

procedentes de Urologia. Los médicos que los
tratan, les recetan medicamentos No Controlados,
mayoritariamente Ceftriaxona 1G en presentacion
de ampolleta.

vi. Varones con seguro de Pensionista, casados cuyo
diagnhostico es Insuficiencia Respiratoria, no especificada,
procedentes de Medicina Interna 2. Los médicos
que los tratan, les recetan medicamentos No
Controlados, mayoritariamente Ceftazidima 1 G en
presentacion de ampolleta.

vii. Varones con seguro de Pensionista, casados cuyo
diagnostico es Infeccidn de vias urinarias, sitio no
especificado, procedentes de Unidades de
Cuidados Intermedios. Los médicos que los tratan,
les recetan medicamentos No controlados,
mayoritariamente Fluconazol 100 Mg. p/inf IV en
presentacion de ampolleta.

viii. Mujeres con seguro CoOnyugue, casadas cuyo
diagnostico es Insuficiencia  respiratoria  aguda,
procedentes de Urologia. Los médicos que los
tratan, les recetan medicamentos no controlados,
mayoritariamente Imipenem + Colastatin 500 Mg. + 500
Mg. en presentacion de ampolleta.

5. Se inicié utilizando como variables a evaluar o a agrupar,
datos como: Sexo, Estado Civil, etc. pues lo que se desea,
es confirmar los consumos de los mismos, y la existencia
de tipos o0 grupos de pacientes gque consumen
medicamentos.

6. A continuacion presentamos algunos gréaficos

correspondientes a los resultados del algoritmo:
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1. Resultado CLUSTERS vs. Atributo SEXO

clusterl clus =t} clusters cluster?
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2. Resultado CLUSTERS vs. Atributo ESTADOCIVIL
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Resultado CLUSTERS vs. Atributo MEDICAMENTO
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4. Resultado CLUSTERS vs. Atributo CONTROLADO
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5. Resultado CLUSTERS vs. Atributo SERVICIO
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Con estos graficos, podemos analizar algunas
caracteristicas de los pacientes atendidos, en relacion
a sus consumos de medicamentos.

7. La idea, es poder reconocer qué pacientes, se encuentran
en estos Clusters, ya que es lo que, a sugerencia de los
médicos, les interesa analizar. Los médicos llevan un
historial por grupos de pacientes. Este trabajo se focaliza
en obtener grupos de clusters, e identificar qué pacientes
se encuentran en estos clusters, para finalmente entregar
los resultados a las areas meédicas para su respectivo

analisis.



CAPITULO 1V
RESULTADOS, DISCUSION E
INTERPRETACION DE LA
INVESTIGACION



81

4.1 ANALISIS DEL ENTORNO DEL HOSPITAL

NACIONAL GUILLERMO ALMENARA IRIGOYEN.

El Hospital Nacional Guillermo Almenara, es una institucion
con muchos afios de existencia. La gran mayoria de la
poblacion peruana acude a sus instalaciones, para su
atencion y tratamiento.

El 4rea que es de nuestro interés (el area de farmacia),
consta de 12 moddulos. Cada uno orientada a un grupo
determinado de pacientes dentro del hospital. EI o los
modulos que son de nuestro interés, desarrollan sus labores
concentrandose en el registro de los movimientos de cada
paciente desde su ingreso hasta su alta. Proceso durante el
cual, el paciente puede tener muchos movimientos y acudir

una o varias veces al hospital por dolencias parecidas o no.

La informacion, actualmente, se registra por modulo. Es
decir, la informacién de un paciente, como los movimientos
de consumo de medicamentos puede ser registrada en
distintos archivos para un mismo paciente. Esto es, debido a
que los registros donde se almacenan la informacién, estan
divididos por archivo fisico, mas no légico. Es decir, existen
un archivo fisico, para almacenar informacion de un paciente
de un modulo, existe otro archivo fisico, para almacenar

informacion de un paciente de otro mdédulo, etc.

Los decidores del area, deben necesitar informacion del cruce

de estos repositorios, debido a que se debe analizar la
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informacién a un nivel mas macro; viendo la informacion

como un todo y no como islas de movimientos.

Por este motivo, al querer hacer un analisis de como se
encuentran los consumos de medicamentos con una vision
mas global del area, se tiene que partir desde el analisis
individual de cada moddulo, y crear reportes cruzando las
informaciones de modulos separados.

Con los sistemas tradicionales desarrollados en sistemas antiguos
(FoxPro 2.6 para DOS) se preparan reportes ad-hoc para
encontrar las respuestas a algunas las preguntas, pero se
necesita dedicar aproximadamente un 60 % del tiempo asignado
al analisis de localizacion y presentacion de los datos, como
también asignacion de recursos humanos y de procesamiento del
departamento de sistemas para poder responderlas, sin tener en
cuenta la degradacion de los sistemas transaccionales. Esta
problematica se debe a que dichos sistemas transaccionales no
fueron construidos con el fin de brindar sintesis, analisis,

consolidacion, busquedas y proyecciones.

En todos los casos se observa la necesidad de considerar como
punto de partida la informacion existente en las bases de datos
de la institucion. A continuacion detallamos el sistema que

hemos utilizado para la explotacion de la informacion.

El Sistema de Gestion Hospitalaria, que esta compuesto por:



83

Modulo de Admision.- Donde se manejan los datos de

los pacientes, ya sean asegurados o no.

Modulo de Historia Clinica.- Donde se maneja
informacién propia de los pacientes que se encuentra

almacenada en un documento llamado “Historia Clinica”.

Modulo de Consulta Externa.- Aqui se registran los
pacientes, previa cita, y que necesitan atenderse por
alguna enfermedad, asi como los que requieren de
chequeos médicos, o0 tratamientos prolongados vy

programados por un médico tratante.

Moédulo de Farmacia.- Contiene informaciéon de los
consumos de medicamento que son requeridos por los
pacientes del hospital, prescritos por sus médicos
tratantes. Este modulo se divide, de acuerdo a la
procedencia de atenciéon del paciente: Farmacia de
Emergencia, Farmacia de Consulta Externa, Farmacia de
Pensionistas, Farmacia de Dosis Unitaria, Farmacia de
Hospitalizacion, Farmacia de Areas Especiales, Farmacia de

Transplante de Médula, Farmacia de Centro quirurgico.

Modulo de Laboratorio.- Se registran los examenes

clinicos de los pacientes de todo el hospital.

Modulo de Imagenologia.- Aqui se manejan los

examenes radiograficos de los pacientes.
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Mdédulo de Anatomia Patoldgica.- Aqui se registran las
biopsias realizadas a los pacientes con sospecha de

infecciones como cancer, quistes, etc.

Mddulo de Hospitalizacidn.- Aqui se registran a los
pacientes que tienen estancia en el &rea de
hospitalizacion. Generalmente, son de estadia
prolongada.

Mdédulo de Emergencia.- Aqui se registran aquellos
pacientes que deben ser tratados con rapidez, aunque

también pueden llegar a hospitalizarse.

Modulo de Centro Quirudrgico.- Donde se registra los
movimientos de los pacientes que se operan, es decir,

los que ingresan a Sala Quirudrgica.

Md&dulo de Centro de Depdsitos.- Aqui se registran los
materiales requeridos para un proceso de operacion

quiruargica.

Mdédulo de Estadistica.- Opciones estadisticas de

diferente indole.

Modulo de Facturacidon.- A través de este moddulo, se

hace seguimiento a los pagos de los no asegurados.
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Nuestra atencion para este proyecto, serd el Modulo de
Farmacia, porque de aqui extraeremos la informacion sobre

los consumos de medicamentos.

Modulo de Farmacia.

Este modulo, consta de 12 farmacias. A continuacion,

detallaremos las mas importantes:

e Farmacia de Emergencia: Se registra el consumo de
medicamentos de pacientes que estan siendo tratados en

el Departamento de Emergencia.

e Farmacia de Consulta Externa: Se registran los
consumos de los pacientes con cita a los médulos de

Consulta Externa.

e Farmacia de Pensionistas: Se registran los consumos

de pacientes jubilados.

e Farmacia de Hospitalizacion: Se registran los
medicamentos consumidos por los pacientes con

permanencia en el hospital.

e Farmacia de Centro Quirdrgico: Se registra el
consumo de medicamentos en las intervenciones

quirdrgicas que se realizan a los pacientes.
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Una caracteristica en comun con que cuentan todas las
farmacias, es que existe una Comision de Médicos (Comision
Evaluadora), que se encarga de controlar, qué tipo de
medicamentos pueden ser prescritos por un médico, debido a
que existen medicamentos que deben ser orientados a
tratamientos especificos y criticos y no a tratamientos

comunes o ambulatorios.



4.2 PRESENTACION, ANALISIS E INTERPRETACION
DE LOS RESULTADOS.

4.2.1 DATAMART.

Interrogante:

¢Considera Ud. que se hace necesario el modelado y la

construccion de un Datamart?

Interpretacion:

De 50 personas encuestadas se obtuvo como

resultados los siguientes:

e 12 respondieron “definitivamente si”, los cuales
alcanzaron el 24.00% del total.

e 17 respondieron “probablemente si”, quienes
fueron el 34.00% del total encuestado.

e 07 respondieron “probablemente no”, que fueron el
14.00% del total.

e 03 respondieron “definitivamente no”, que solo
conformaron el 6.00% del total.

e 11 fueron los que se mostraron nulos en su

respuesta, ellos representan el 22.00% del total.

Se pudo apreciar que la mayoria de los participantes
considera necesario el modelamiento y la construccién
de un Datamart por ser una herramienta que permite
hacer consultas complejas y de alto rendimiento a nivel
del area de farmacia del Hospital Nacional Guillermo

Almenara Irigoyen.
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TABLA N° 4.1

DATAMART
ALTERNATIVA TOTAL PARCIAL PORCENTAJE
Definitivamente si 12 24.,00%
Probablemente si 17 34,00%
Probablemente no 7 14,00%
Definitivamente no 3 6,00%
No sabe / No opina 11 22,00%
TOTAL 50 100,00%0

Fuente: Personas encargadas del Area de Informatica y Jefaturas del

Departamento de Farmacia del HNGALI.
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FIGURA N° 4.1

DATAMART

40,00%

35,00% 34,00%

30,00% H

25,000 | 24,00%

22,00%

20,00%

15,00% - 14,00%

10,00% |
6,00%

5,00%

0,00%

Definitiv. si Probab. si Probab. No Definitiv. No No sabe/No
opina

Fuente: Personas encargadas del Area de Informatica y Jefaturas del

Departamento de Farmacia del HNGAI.



20

4.2.2 IDENTIFICAR PACIENTES EN EL CONSUMO DE
MEDICAMENTOS.

Interrogante:

¢Estd Ud. de acuerdo con que se debe identificar
pacientes sectorizandolos en el consumo de

medicamentos?

Interpretacion:

De todos los encuestados, 50 personas, se dieron

como resultados los siguientes:

e 16 dijeron estar “totalmente de acuerdo”.
Porcentualmente alcanzaron el 32.00% del total.

e 17 estuvieron “de acuerdo”. Porcentualmente
fueron el 34.00% del total encuestado.

e 11 se mostraron nulos en su respuesta y fueron el
22.00% del total.

e 03 fueron los que estuvieron “en desacuerdo” y
“totalmente en desacuerdo” cada uno de ellos; ellos
sumaron el 12.00%

De los resultados obtenidos, la gran mayoria estuvo de

acuerdo con la identificaciéon de pacientes

sectorizandolos y fundamentaron que a través de esta
técnica se podrad llevar un control sobre los
medicamentos que mas se consumen por cada grupo
de los pacientes, asimismo, tener un conocimiento de
los medicamentos que deben ser abastecidos de
manera inmediata por ser los de mayor aceptacion por

los pacientes.
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TABLA N° 4.2

IDENTIFICAR PACIENTES EN EL CONSUMO DE

MEDICAMENTOS

ALTERNATIVA TOTAL PARCIAL | PORCENTAJE
Totalmente de acuerdo 16 32,00%
De acuerdo 17 34,00%
No sabe / No opina 11 22,00%
En Desacuerdo 3 6,00%
Totalmente en desacuerdo 3 6,00%

TOTAL 50 100,00%

Fuente: Personas encargadas del Area de

Departamento de Farmacia del HNGAI.

Informatica y Jefaturas del
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FIGURA N©° 4.2

IDENTIFICAR PACIENTES EN EL CONSUMO DE
MEDICAMENTOS
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4.2.3 DATAMART Y ESTRATEGIAS EN LA TOMA DE
DECISIONES

Interrogante:

¢Cree Ud. que con un Datamart para consultas OLAP se
podria establecer mejores estrategias en la Toma de

Decisiones?

Interpretacion:

De los encuestados, que fueron un total de 50

personas, se obtuvo los siguientes resultados:

o 27 respondieron “definitivamente si”, Yy
conformaron el 54.00% del total.

e 10 respondieron “probablemente si”, y fueron el
20.00% del total encuestado.

e 02 Ilo hicieron por “probablemente no”, vy
alcanzaron el 4.00%.

e 02 respondieron “definitivamente no”, y soélo
alcanzaron el 4.00% del total.

e 09 optaron por “no sabe / no opina” y alcanzaron el
18.00% del total.

En definitiva, debido a la funcionalidad que tiene el
Datamart, se pueden delinear nuevas y mejores
estrategias que ayuden en la Toma de Decisiones a
nivel del Area de Farmacia del HNGAI, tal como se

muestra en el cuadro y grafico siguientes.



TABLA N°© 4.3

DATAMART Y ESTRATEGIAS EN LA TOMA DE DECISIONES

ALTERNATIVA TOTAL PARCIAL PORCENTAJE
Definitivamente si 27 54,00%
Probablemente si 10 20,00%
Probablemente no 2 4,00%
Definitivamente no 2 4,00%
No sabe / No opina 9 18,00%

TOTAL 50 100,00%0

Fuente: Personas encargadas del Area de Informatica y Jefaturas del

Departamento de Farmacia del HNGAI
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FIGURA N° 4.3

DATAMART Y ESTRATEGIAS EN LA TOMA DE DECISIONES
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4.2.4 MINERIA DE DATOS.

Interrogante:

¢Considera Ud. necesaria la generacion de pruebas de
clasificacion mediante la Mineria de Datos para

encontrar caracteristicas similares en la informacion?

Interpretacion:

De todos los encuestados, 50 personas, se muestra los

resultados siguientes:

e 32 respondieron “probablemente si”’, y sumaron el
64.00% del total.

e 08 respondieron “probablemente no”, y fueron el
16.00% del total.

e 10 respondieron “no sabe / no opina”, quienes
fueron el resto de los encuestados, 20.00% del

total.

Con respecto a los resultados de este numeral,
observamos categoricamente que la Mineria de Datos,
mediante la generacion de pruebas de clasificacion, se
podréa encontrar caracteristicas similares de
informacidn, ya que a través de este proceso se logra
extraer informacidon y patrones de comportamiento que
permanecen ocultos entre grandes cantidades de

informacion.



TABLA N° 4.4

MINERIA DE DATOS

ALTERNATIVA TOTAL PARCIAL PORCENTAJE
Probablemente si 32 64,00%
Probablemente no 8 16,00%
No sabe / No opina 10 20,00%

TOTAL 50 100,00%0

Fuente: Personas encargadas del Area de Informatica y Jefaturas del

Departamento de Farmacia del HNGAI
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FIGURA N°© 4.4

MINERIA DE DATOS
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4.2.5 MINERIA DE DATOS Y LOS PROCEDIMIENTOS.

Interrogante:

¢Esta Ud. de acuerdo con que la Mineria de Datos
mejoraria los procedimientos durante la Toma de

Decisiones?

Interpretacion:

De todos los encuestados, 50 personas, se dieron

como resultados los siguientes:

e 24 (dijeron estar “totalmente de acuerdo”.
Porcentualmente alcanzaron el 48.00% del total.

e 16 estuvieron “de acuerdo”. Porcentualmente
fueron el 32.00% del total encuestado.

e 10 se mostraron nulos en su respuesta y fueron el
20.00% del total.

e 00 fueron los que estuvieron “en desacuerdo” y

“totalmente en desacuerdo.

De acuerdo a los resultados obtenidos, y en
concordancia con el item anterior, podemos deducir
que la mayoria de encuestados estd de acuerdo con
que la Mineria de Datos lograra mejorar los
procedimientos en la Toma de Decisiones, ya que
facilitara la extraccion de datos que tiene que tomar en
cuenta los Directores cuando van a tomar decisiones

importantes que les compete a cada uno de ellos.



TABLA N© 4.5

MINERTA DE DATOS Y LOS PROCEDIMIENTOS

ALTERNATIVA TOTAL PARCIAL PORCENTAJE
Totalmente de acuerdo 24 48,00%
De acuerdo 16 32,00%
No sabe / No opina 10 20,00%
En Desacuerdo 0] 0,00%
Totalmente en desacuerdo 0] 0,00%

TOTAL 50 100,00%0

Fuente: Personas encargadas del Area de

Departamento de Farmacia del HNGAI

Informatica y Jefaturas del
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FIGURA N°© 4.5

MINERTA DE DATOS Y LOS PROCEDIMIENTOS
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4.3 CONCLUSIONES.

Este proyecto, tomd las técnicas anteriormente
mencionadas, y propuso una metodologia que cumpla con el
objetivo final definido.

En cada uno de los pasos de la metodologia, se tratd de
aplicar la mejor técnica, ya que este proyecto no contempla
la creacién de ningun software para este fin, sino, explicar
todos los métodos usados que cumplieron el objetivo

planteado.

Los aportes principales de la tesis son:

e Utilizacion de herramientas como Servicios de
Mineria. Con lo cual se ha demostrado que se puede
modelar sistemas de mineria de datos, con algoritmos
simples pero de mucha robustez para cualquier proyecto

de clusterizacion.

e ElI proyecto se convierte en el primer proyecto,
enfocado en el analisis del consumo de
medicamentos utilizando K-means.

Anterior a este proyecto, la institucion no contaba con
metodologias para analizar la informacion de manera
distinta a la operacional o transaccional. Con este

proyecto, se logra dos cosas:

— Definir un modelo de trabajo para analizar cualquier

area de interés de analisis de datos.
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— ldentificar al algoritmo K-means como el ideal para
este tipo de proyectos donde se pretende clasificar
la informacidén contenida.

Existen otras areas de estudio que también pueden

resultar provechosas para la institucion.

Del proyecto podemos deducir que, a pesar de constituir

una metodologia adecuada para encontrar algunas

debilidades en el abastecimiento de medicinas, también
se encontro una oportunidad, si se aplica la metodologia

a un area mas especifica como seria en el area de

diagnésticos, debido a las siguientes razones:

— ldentificar los diagnoésticos por los que los pacientes
peruanos acuden a un hospital como la red EsSalud,
nos permitiria conocer también, la realidad peruana

en cuanto al tema de Salud personal y ambiental.

— ldentificar los diagndsticos mas comunes de la
realidad peruana, también nos permitiria conocer la
manera, como los medicamentos sugeridos por el
personal medico, causan efecto a los pacientes. Si se
llega a determinar que el consumo de un
determinado medicamentos no causa cambios en el
seguimiento de un determinado diagnostico, se
podria pensar, que los criterios meédicos, no es
suficiente para solucionar problemas comunes, o, en

su defecto, se podria evaluar la férmula de
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constitucion de ese medicamento, como caso

extremo.

Se pretende que este proyecto, sirva como modelo para
futuros proyectos que tengan relacién con la medicina, la
psicologia, y en todo campo donde se puede identificar

tendencias de conductas o patrones de las mismas.

4.4 RECOMENDACIONES.

A continuacién se describen las posibles ampliaciones
del sistema que podran implementarse para brindar
mas servicios de ayuda a la toma de decisiones, ya
sea incorporando nuevas herramientas o0 nuevas
funcionalidades.
1. Complementar el trabajo, con Herramientas
Especializadas de Inteligencia de Negocios.
El datawarehouse y datamart estan disefiados de
manera de facilitar la ampliacion y crecimiento del

proyecto. Se pueden adoptar herramientas como:

e Herramientas de Reporting: Construccion
de consultas avanzadas, distribucion vy
visualizacion de informacion orientadas al
usuario final. Adicionalmente, estas
herramientas incorporan facilidades en la

distribucion de los reportes en la empresa.
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e Aplicacion de Algoritmos de Prediccion: La
mejora en este tema, estaria por el lado de la
prediccion. Existen algoritmos que facilitan la
obtencion de patrones de comportamiento,
llegando al punto de predecir comportamientos
de determinado segmento de pacientes. Para
este trabajo en particular, se aplicaria a
predecir justamente, los medicamentos que
podrian sufrir desabastecimiento para

cualquier area.

Ampliacion de Areas y Departamentos.

La oportunidad en este punto, es basicamente,
extender el estudio hacia otras areas como
Laboratorio, las areas de diagndstico, etc. y poder

complementar el andlisis realizado en este trabajo.

A efectos de incorporar esta ampliaciobn seréa
necesario tener en cuenta la integracion de todos
los sistemas transaccionales, ya que determinada
informacion que disponen algunas areas y
departamentos no esta integrada con los

principales sistemas del hospital.
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LISTA DE ABREVIATURAS

ALGORITMO *“Archivo Invertido”:

Un archivo invertido es aquel que permite hacer una busqueda,
en una coleccion de palabras, se compone de dos elementos:
vocabulario y ocurrencias.

ALGORITMO “Binario”:

Un algoritmo binario, tiende a generar arboles de muchos
niveles. Por ello, el arbol resultante puede que no presente los
resultados de manera eficiente, sobre todo si la misma variable
ha sido utilizada para la division de varios niveles consecutivos.

ALGORITMO “B-tree”:
Es un caso de clasificacion "balanceado" (b = balanceado) de un
directorio representado como un arbol. Trata de conservar las
ramas del arbol de la misma longitud, para minimizar la lectura
de nodos de directorio.

ALGORITMO “Hash”:

Algoritmo que trasforma los datos en un resumen irreversible.
Es decir, si pasamos los datos por un algoritmo Hash
obtendremos un resumen uUnico de esos datos, pero a partir del
resumen no seremos capaces de volver a obtener los datos.

ALGORITMO “Sparse”:

Son archivos en los que no se asigna bloques para almacenar
secuencias de todos Os, sino que las describe mediante meta-
informacion almacenada.

BDT:

Base de Datos Transaccionales. Es el almacén de datos, de
actualizacion constante, donde se registran las operaciones
diarias.

DATAMART:

Es un subconjunto de un datawarehouse para un propdsito
especifico (por ejemplo: Un datamart financiero, uno de
marketing, etc.).
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DATAWAREHOUSE:

Es una coleccion de datos orientadas a un dominio, integrado,
no volatil y varia en el tiempo que ayuda a la toma de
decisiones de la empresa.

DBMS:
DataBase Manager System. Sistema Administrador de Base de
Datos.

DRILLDOWN:
Mostrar informacion de una fila en concreto, a un nivel mas
detallado.

ERP:

Enterprise Resource Planning. Planificacion de Recursos
Empresariales. Consiste en una gran variedad de paquetes
software, generalmente multi-modulares, que ofrecen
soluciones integradas disefiadas para dar soporte a multiples
procesos de negocio.

ETL:

Extract, Transform and Load. Extraccion, Transformacion y
Carga. Se refiere a manipular datos desde distintos origines, y
trasformarlos hacia otro destinos de dato.

FOREIGN KEYS:

Llaves Foraneas. Concepto de base de datos que se refiere a
todo campo que sirve para enlazar una tabla principal con otra
secundaria.

HOLAP:

Hybrid OLAP: Es una combinacion de los dos anteriores. Los
datos agregados y precalculados se almacenan en estructuras
multidimensionales y los de menor nivel de detalle en el
relacional. Requiere un buen trabajo de andlisis para identificar
cada tipo de dato.

KDD:

Knowledge Discovery in Databases. Descubrimiento de
Conocimiento en Base de Datos. Es el proceso de descubrir
conocimiento util dentro de los datos.
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MDDB:
MultiDimensional DataBase. Base de Datos Multidimensional.

MOLAP:

Multidimensional OnLine Analytical Processing. Procesamiento
Analitico Multidimensional en Linea. Es un proceso analitico en
linea (OLAP) gue indexa directamente en una base de datos
multidimencional.

OLAP:

On-Line Analitical Process. Proceso analitico en linea, que se
complementa con el concepto de datawarehouse, para que,
juntos, brinden todas las funcionalidades de analisis
multidimensional.

RDBMS:

Relational DataBase Manager System. Sistema Administrador
de Base de Datos Relacional. Se refiere a cualquier fuente de
datos con estructuras definidas para la administracion de
datos.

ROLAP:

Relational OnLine Analytical Processing. Proceso Analitico
Relacional en Linea, es una forma de procesamiento analitico en
linea (OLAP) que ejecuta analisis multidimencional sobre datos
almacenados en una base de datos relacional, en vez de una
base de datos multidimensional, como se considera el estandar
de OLAP.

SGH:

Sistema de Gestion Hospitalaria. Es el sistema de propiedad de
EsSalud del Peru, donde se almacena toda la informacion de los
movimientos de los pacientes.

TimeStamp:

Grupo de fecha/hora. Proveniente del mundo Unix, como una
forma genérica de designar el tiempo cronoldgico de forma
completa: fecha, hora, minutos y segundos
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TRANSACT-SQL:

Transact-SQL incluye instrucciones de control de flujo, y la
capacidad de definir y usar procedimientos almacenados que
incluyen ejecucion condicio ucles.

WEKA:

Es una herramienta que permite realizar mineria de datos con
una interfaz grafica lo que facilita su utilizacion. Ademas,
permite una comparacion con los distintos métodos que se
utilizan para el pre-procesamiento, clasificacion de informacion,
clustering y meta-aprendizaje. WEKA proporciona una
plataforma para evaluar un problema con distintas
combinaciones de algoritmos y poder extraer conocimiento
interesante.



